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물체-행동 컨텍스트를 이용하는 확률 그래프 기반 물체 

범주 인식
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Probabilistic Graph Based Object Category Recognition Using the 

Context of Object-Action Interaction
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요   약

다양한 외형 변화를 가지는 물체의 범주 인식성능을 향상 시키는데 있어서 사람의 행동은 매우 효과적인 컨텍

스트 정보이다. 본 연구에서는 Bayesian 접근법을 기반으로 하는 간단한 확률 그래프 모델을 통해 사람의 행동을 

물체 범주 인식을 위한 컨텍스트 정보로 활용하였다. 다양한 외형의 컵, 전화기, 가위 그리고 스프레이 물체에 대

해 실험을 수행한 결과 물체의 용도에 대한 사람의 행동을 인식함으로써 물체 인식 성능을 8%~28%개선할 수 있

었다.
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ABSTRACT

The use of human actions as context for object class recognition is quite effective in enhancing the 

recognition performance despite the large variation in the appearance of objects. We propose an efficient method 

that integrates human action information into object class recognition using a Bayesian appraoch based on a 

simple probabilistic graph model. The experiment shows that by using human actions ac context information we 

can improve the performance of the object calss recognition from 8% to 28%.  
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Ⅰ. 서  론

다양한 외형을 가지는 물체의 범주(object class)를 

인식하는 문제는 매우 어려운 문제로 인식 되어왔다. 

사람이 사용하는 물체는 그 용도가 정해져 있고 그 용

도에 대응하는 물체에 대한 사람의 행동들을 연계할 

수 있으므로 사람의 행동을 물제의 용도를 나타내는 

컨텍스트 정보로서 활용하여 물체의 범주 인식 성능

향상이 가능하다. 이에 본 연구는 베이지안(Bayesian) 

방식을 통해 사람의 행동을 컨텍스트 정보로 사용하

여 물체 범주 인식을 하고자 한다. 

사람의 행동 및 물체 외형을 표현하는 방법과 이를 

활용하는 인식 알고리듬은 상이하나 본 연구와 유사

한 아이디어를 채택한 연구가 있었다. 사람의 포즈

(pose)를 물체 검출을 위한 컨텍스트 정보로 활용하는 

연구로는 베이지안 방식을 사용하여 사람의 포즈 추
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그림 1. 물체-행동 컨텍스트를 활용한 물체 범주 인식 개요
Fig. 1. Object class recognition using object-action context

정 및 물체를 검출하는 연구[1]와 바디 파트와 물체간

의 연결 관계를 모델링하는 random field를 이용하는 

연구[2]가 있다. 물체를 사용하는 일상적인 행동에서 

상호간에 겹치는 포즈들로 인해 하나의 포즈가 어떤 

행동의 일부분인지 명확하지 않기 때문에 하나의 포

즈만 사용하는 것은 오히려 물체의 범주를 모호하게 

할 수 있다. 물체를 컨텍스트 정보로 활용하여 사람의 

행동을 인식하고 사람의 행동과 물체의 관계를 통해 

물체 검출 및 인식을 하는 연구
[3]은 손의 경로로 사람

의 행동을 표현하고 HMM(Hidden Markov model)을 

활용하여 인식한다. 행동을 정확하게 인식하기 위해서

는 각 개인의 행동 속도로 인해 발생하는 서로 다른 

길이의 손의 경로를 정확하게 비교할 수 있는 방법이 

요구된다. 물체와 사람의 행동을 상호간의 컨텍스트 

정보로서 사용하는 연구
[4]은 물체 인식과 행동 인식을 

결합하여 사람과 물체의 상호 작용(interaction)을 인

식한다. 손의 경로를 추적하여 HMM을 통해 몇 개의 

atomic action으로 나누어 사람의 행동을 표현한다. 

하지만 각각의 행동을 여러 행동 간에 공유되는atomic 

action으로 정확하게 분할하는 것이 어렵고 유사한 외

형을 갖는 물체로 인식 대상이 한정되어있기 때문에 

물체의 외형변화가 다양한 경우에는 적용하기 어렵다.

본 연구의 목적은 다양한 외형을 갖는 물체 인식 

성능을 향상시키기 위해 사람의 행동을 효과적으로 

활용하는 것이다. 사람의 행동을 몇 개의 키 포즈(key 

pose)로 나타내고 간단한 확률 그래프 모델을 통해 물

체 인식을 위한 컨텍스트 정보로 활용한다. 본 연구의 

기여점은 다음과 같다. 첫째, 물체 범주 인식을 위해 

물체에 연계되는 사람의 행동을 컨텍스트로 사용하는 

것이다. 둘째, 랜덤 포레스트(random forest)
[5]와 

multi-class Adaboost
[6]를 활용하여 학습한 물체와 사

람의 행동에 대한 확률 분포를 이용하는 효율적인 베

이지안 구현이다. 

물체-행동(object-action) 컨텍스트를 이용하는 물

체 범주 인식은 그림 1과 같다. 먼저 훈련 동영상에서 

획득한 행동을 나타내는 특징 벡터와 물체 영상으로

부터 획득한 특징 벡터들을 사용하여 각각 독립적으

로 행동에 대한 랜덤 포레스트와 물체에 대한 랜덤 포

레스트를 훈련한다. 이를 각각 행동 랜덤 포레스트와 

물체 랜덤 포레스트라고 한다. 그리고 각 랜덤 포레스

트에 속하는 트리를 약한 분류기로 간주하고 

multi-class Adaboost
[6]를 활용하여 트리에 대한 가중

치를 학습하여 행동과 물체의 특징 벡터로부터 각각 

행동과 물체의 범주에 대한 사후 확률을 계산한다. 입

력 데이터에 대한 물체의 범주는 행동과 물체의 특징 

벡터로부터 계산한 각각의 확률을 베이지안 방식에 

적용하여 결정한다. 행동을 나타내는 특징 벡터는 동

영상의 키 프레임(key frame)들을 poselet
[7] 벡터로 표

현하고, 이를 하나의 벡터로 합쳐서 표현한다. Poselet 

벡터의 원소들의 값은 키 프레임에서 각각의 poselet

에 대한 최대응답 값이며, 이는 SVM(Support Vector 

Machine)을 통해 획득한다. Poselet은 그림 5에서 보

여지듯이 사람의 포즈의 부분을 표현한 것으로 외형 

정보를 기준으로 매우 엄밀하게 분류된 특징 벡터이

다. 각 범주에 속하는 물체는 HOG(Histogram of 

Oriented Gradients)
[8]로 표현한다.  

본 논문의 구성은 다음과 같다. 2절에서는 물체 범

주 인식을 위한 물체-행동 컨텍스트에 대한 확률그래

프 모델을 다룬다. 3절에서는 랜덤 포레스트와 

multi-class Adaboost
[6]를 이용하여 물체와 사람의 행

동에 대한 확률 분포 학습 방법에 대해 알아본다. 4절

에서는 물체와 사람의 행동 표현 방법을 5절에서는 

실험결과를 다룬다.

Ⅱ. 물체 범주 인식을 위한 확률 모델

본 연구의 목적은 사람의 행동을 컨텍스트 정보로 

활용하여 물체의 범주를 인식하는 것이다. 그림 2는 

이를 위한 확률 그래프 모델을 보여준다. 는 물체의 

범주를, 는 사람의 행동 범주를, 는 물체의 외형 

특징을 그리고 는 물체에 대응되는 사람의 행동 특

징을 각각 나타낸다.

와 가 주어졌을 때 물체의 범주에 대한 확률, 

은 베이지안 룰을 사용하여 식 (1)과 같이 

나타낼 수 있다.
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그림 3. 랜덤 포레스트와 multi-class Adaboost를 통한 물체 
범주에 대한 확률 계산
Fig. 3. Computation of the probabilties of object classes 
using random forest and multi-class Adaboost 

그림 2. 사람의 행동을 컨텍스트 정보로 활용하는 물체 범
주 인식을 위한 그래프 모델
Fig. 2. Our graph model for recognizing object class 
using human action as context information

   



            









(1)

            




 





 




물체의 범주에 대한 확률 는 식 (2)와 

같이 근사화 할 수 있다.

∝

 (2)

물체의 특징 가 주어졌을 때의 물체 범주에 대한 

확률, 와 사람의 행동에 대한 특징 가 주어

졌을 때의 확률,  그리고 를 학습하는 

방법은 다음 절에서 알아보기로 한다.

Ⅲ. 물체와 사람의 행동에 대한 확률 분포 학습

물체의 범주에 대한 확률은 식 (2)와 같이 

와 

 의 곱에 비례하는 양으로 근사

화 할 수 있다. 먼저 와  를 학습하는 

과정을 알아보고 를 계산하는 방법을 설명한다.

와  는 랜덤 포레스트와 

multi-class Adaboost를 활용하여 학습한다. 그림 3은 

물체 범주에 대한 확률 계산 과정을 보여준다. 랜덤 

포레스트의 각 트리, 에서 획득한 물체 범주에 대한 

확률, 에 multi-class Adaboost를 사용하여 학습

한 트리에 대한 가중치, 를 곱하여 합한 확률 값, 

가 물체 범주의 확률이 된다.    

물체의 범주에 대한 확률 를 훈련하는 과

정은 다음과 같다. 먼저, 훈련 데이터 

 …,  …가 주

어졌을 때, 개의 트리, …로 이루어진 랜덤 포

레스트를 생성한다. 
는 물체 범주 에 속하는 

번째의 물체의 특징을 나타낸다. 또한, 랜덤 포레스트

에 속하는 각각의 트리, 
를 약한 분류기로 보고 

multi-class Adaboost 알고리듬[9]을 활용하여, 각 트리

에 대한 가중치를 훈련한다. 물체 범주에 대한 확률, 

는 식 (3)과 같다.
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


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




(3)

식 (3)에서 는 물체 외형 특징으로부터 생성된 

랜덤 포레스트이고 
∈는 번째 결정 트리, 는 

훈련 데이터 그리고    이다. 


는 

트리 
의 리프(leaf) 노드에서 물체 범주, 로 분류 

되는 훈련 데이터의 개수이고 

는 트리 

의 리프 

노드에서의 총 훈련 데이터 개수이다.  는 랜덤 포

레스트에 속하는 트리의 개수를 나타낸다. 

는 랜덤 

포레스트의 각 트리에 대한 가중치이다. 사람의 행동 

특징을 사용하여 훈련하는 확률,  의 생성 과
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그림 4. Multi-class Adaboost를 활용하는 랜덤 포레스트의 
각 트리에 대한 가중치 훈련 
Fig. 4. Training the weight of each tree in random forest 
using multi-class Adaboost

정도 위와 동일하다.

그림 4는 multi-class Adaboost 알고리듬을 통해 랜

덤 포레스트의 각 트리에 대한 가중치 학습과정이다. 

이는 순차적으로 분류규칙을 생성하고 이전 분류규칙

을 사용하여 훈련 데이터의 분포를 재조정하는 이진 

분류기인 Adaboost의 약한 분류기에 대한 가중치 학

습과정과 동일하다. 학습 데이터가 총 개, 분류하고

자 하는 범주(class)가 개 일 때, 첫 번째 단계에서 

훈련 데이터에 대한 초기 분포 를 계산한다. 분포 

는 회 반복 되면서 그 값이 업데이트되고, 높은 값일

수록 분류가 잘 되지 않은 데이터이다. 단계 2에서는 

약한 분류기  의 에러를 계산하고 이를 바탕으

로 를 갱신한다. 최종적으로 단계 3에서 회 반복하

면서 구한 가중치 와 약한 분류기인 각 트리에서 생

성한 확률 분포의 선형 결합으로 강한 분류기인 물체 

범주에 대한 확률 분포를 획득한다. 단계 2의 (c)에서 

이 추가 된 것이 이진 분류기인 Adaboost

와 다른 점이다. 이진 분류기의 경우 random guessing

의 에러율(error rate)이 인 것과는 다르게 

multi-class인 경우에는 에러율이 이기 때

문에 약한 분류기의 에러율이 보다 작다는 

Adaboost의 가정이 만족 되지 않는다. 따라서, 이러한 

Adaboost의 단점을 보완하기 위해서 이 

추가 되었다.

는 식 (4)와 같이 베이지안 룰을 사용하여 

를 통해 계산한다. 

 






(4)

는 동일한 범주에 연계되는 행동 특징들에 

대한 행동 범주의 수로 계산 되며, 식 (5)와 같다.

    


(5)

식 (5)의 는 물체 범주 에 연계되는 행동 특징

들의 총 개수이며, 는 그 중에서 를 행동 범주로 

갖는 행동 특징들의 개수이다. 행동 특징에 대한 행동 

범주, 는 k-NN(Nearest Neighbors)을 활용하여 훈

련 집합에 속하는 행동 특징의 이웃들로부터 다수표

를 획득한 행동 범주로 결정된다.

Ⅳ. 물체와 사람의 행동 표현

사람의 행동은 연속되는 포즈들의 집합으로 볼 수 

있다. 하지만 인접한 프레임들의 포즈는 매우 유사하

기 때문에 동영상의 모든 프레임으로부터 포즈를 추

출하여 사용하는 것은 불필요한 중복을 야기 시킨다. 

따라서, 행동을 표현 할 수 있는 최소한의 키 프레임

을 추출하고 이를 poselet 벡터로 표현한다. 선택된 키 

프레임들에 대한 poselet 벡터들을 시간 순서대로 결

합하면 행동을 나타내는 특징이 된다. 

그림 6은 키 프레임을 poselet 벡터로 표현하고 이

를 행동에 대한 특징으로 나타내는 과정을 보여준다. 

키 프레임을 poselet 벡터로 표현하기 위해서는 그림 

5에서와 같이 주석이 달린 poselet들을 HOG
[8]를 이

용하여 나타내고 각 poselet들에 대한 분류기로 SVM

을 사용한다. 동영상의 키 프레임에서 슬라이딩 윈도

우 방법을 적용하여 훈련된 모든 poselet들에 대한 최

대 응답 값으로 poselet 벡터를 생성한다. 사람의 행동

을 세 개의 키 프레임으로부터 획득한 poselet 벡터의 

결합으로 나타내었으며, 총 38종류의 poselet을 사용

하였기 때문에 각 프레임에 대한 poselet 벡터는 38차

원이 되며 행동 특징은 114차원의 크기를 가진다.  

입력 동영상에서 키 프레임을 추출하기 위해서 동

영상의 각 프레임을 poselet 벡터로 표현하고 훈련 데

이터의 키 프레임들과 유사한 시간대에 있는 입력 동
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그림 5. Poselet의 예
Fig. 5. Examples of poselets

 

그림 6. Poselet 벡터 및 행동에 대한 특징 생성 과정
Fig. 6. Creation of poselet vectors and action features

그림 7. 실험에 사용된 물체 영상의 일부
Fig. 7. The part of object images used in experiments 

여상의 프레임들의 poselet 벡터와 훈련데이터의 

poselet 벡터의 거리를 계산하여 최소 값을 갖는 프레

임을 키 프레임으로 선택한다. 이때, poselet 벡터들간

의 거리는 유클리디안(Euclidean) 거리를 사용하여 측

정한다. 

물체를 표현하기 위해 Haar-like 특징
[9,10]과 direct 

pixel-mapping (DPM)[11]을 사용하는 방법들이 보고

되었으나 본 연구에서는 보행자 및 물체의 인식률이 

높다고 알려진 HOG를 사용하여 각 범주에 속하는 물

체를 나타낸다. 물체 영상의 크기는 ×이다. 

Ⅴ. 실험 결과

물체 범주 인식을 위해 사람의 행동을 컨텍스트 정

보로 활용하는 대표적인 연구인 Gupta et al.
[4]의 방법

과 성능을 비교하였다. Gupta et al.
[4]은 사람의 포즈

를 컨텍스트 정보로 활용하는 다른 연구와는 달리 사

람의 행동을 컨텍스트 정보로 활용하고 인식 대상이 

되는 물체로 컵, 전화기, 플래쉬 라이트 그리고 스프

레이를 사용하여 본 연구와 유사하다.

본 연구는 실험을 위해 19명을 대상으로 컵, 가위, 

전화기 그리고 스프레이 총 네 종류의 물체를 사용하

는 동영상을 각각의 물체에 대해 세 번씩 촬영하여 총 

228개의 동영상 데이터 베이스를 구축하였다. 

Poselet 분류기를 학습하기 위해 38 종류의 포즈 

영상 20,308개와 부영상 2,321개를 사용하였으며, 각 

poselet을 학습하기 위한 훈련 영상의 크기는 ×

이다. 분류기로는 linear SVM이 사용 되었으며 하나

의 poselet 종류를 제외한 다른 모든 부류의 poselet은 

부영상으로 활용하여 학습하였다. 

행동 랜덤 포레스트를 훈련하기 위해 물 마시는 행

동 특징 1,625개, 전화를 거는 행동 7,149개, 종이 자

르는 행동 1,674개 그리고 스프레이 뿌리는 행동 678

개를 사용 하였으며, multi-class Adaboost를 학습하

기 위해 각각 848개, 1,890개, 330개 그리고 658개가 

사용 되었다.  

실험에 사용된 물체 영상을 Google Image Search

와 ImageNet으로부터 획득하였으며, 컵 3,120장, 전

화기 4,131장, 가위 2,263장 그리고 스프레이 2,006장

이다. 이중 각 범주에서 1,200장을 사용하여 물체 랜

덤 포레스트를 훈련하고, 600장은 multi-class 

Adaboost 학습에 사용되었다. 그림 7은 실험에 사용

된 물체 영상의 일부분이다. 동일한 범주에 속하는 물

체들의 다양한 외형뿐만 아니라 컵과 스프레이와 같

이 서로 다른 물체 범주에 속하지만 원통형 구조로 인

해 유사한 외형을 가지는 물체 또한 포함하고 있다.

그림 8은 물체 범주 인식 결과를 보여주는 

confusion 행렬들이다. 그림 8의 첫 번째 열은 물체의 
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그림 8. 물체 범주 인식의 결과(첫 번째 열은 물체의 외형 
정보만 사용한 물체 범주 인식 결과, 두 번째 열은 물체의 
외형정보와 사람의 행동정보를 컨테스트 정보로 사용한 물체 
범주 인식 결과) 
Fig. 8. The results of object recognition. The left column 
shows the results using only the object’s appearance anf the 
right column represnts the results using the object’s 
appearance and human actions

그림 9. 실험 데이터에 Gupta et al.[4] 알고리듬을 적용한 
결과
Fig. 9. The result of the Gupta et al.[4] algorithm for 
our experimental data 

외형 정보만을 사용한 물체 범주 인식 결과이고, 두 

번째 열은 물체의 외형 정보와 사람의 행동을 컨텍스

트 정보로 활용한 물체 범주 인식의 결과이다. 랜덤 

포레스트의 트리 개수를 100, 150, 200, 250 그리고 

300으로 변화시켜가며 실험을 진행 하였다. 그림 8에

서 보여지듯이 전체적으로 사람의 행동을 활용한 물

체 범주 인식의 성능이 물체의 외형 정보만을 사용한 

경우보다 월등히 향상되었음을 알 수 있다. 작게는 

8%(컵)이상의 인식률 향상을 보이고 많게는 28%(전

화기)의 성능 향상을 보이고 있다.   

그림 9는 Gupta et al.
[4]의 알고리듬을 실험 데이터

에 적용한 결과이다. 컵을 제외한 다른 물체들은 본 

연구에서 제안한 알고리듬보다 낮은 인식 성능을 보

이고 있다. 전화기는 27%~28%, 가위는 33% 그리고 

스프레이의 경우 6%~7%의 성능 차이를 보인다. 이는 

사람의 행동을 atomic action으로 정확하게 분할하지 

못한 것이 낮은 인식 성능의 원인으로 판단된다. 실험 

결과를 통해 본 연구에서 제안하는 알고리듬이 사람

의 행동을 물체 인식을 위한 컨텍스트 정보로 활용하

는 것에 있어서 더욱 효과적임을 알 수 있다.

Ⅵ. 결  론

본 연구에서는 물체의 범주 인식 성능 향상을 위해 

물체의 용도를 나타내는 사람의 행동을 컨텍스트 정

보로 활용하는 방법을 제안하고 실험 하였다. 이를 통

해 사람의 행동 정보는 다양한 물체의 외형 변화에도 

불구하고 물체의 범주 인식을 효과적으로 향상 시킬 

수 있는 컨텍스트 정보임을 확인할 수 있었다.
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