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요   약

본 논문은 상객체추  분야에서 경계 박스 재조정을 통하여 CNN을 한 효율 인 온라인 학습 알고리듬을 

제안한다. 제안된 알고리듬은 경계 박스 재조정을 하여 분할된 경계 박스들을 이용한다. 이를 통해 상 반에 

걸쳐 경계 박스의 크기가 거의 변하지 않는 이  연구와 다르게, 제안된 알고리듬은 경계 박스의 크기를 재조정하

여 효율성을 향상하 다. 제안된 알고리듬은 3가지 별기로 구성된다. 앞단 분류기는 이  임 경계 박스의 

체 특징을 이용하여 목표 객체를 추 하고, 뒷단 두 분류기들은 첫 번째 별기로부터 얻어진 평가 수가 정해

진 임계 수보다 작거나, 정해진 임 수를 처리 했을 때 경계박스를 재조정한다. 앞단 분류기를 한 학습 데

이터들은 단순히 이  결과로부터 추출하고, 뒷단 분류기를 한 학습 데이터들은 이  결과를 분할하여 추출한다. 

상을 추 할 때 제안된 알고리듬은 경계 박스 재조정을 통하여 이  알고리듬보다 정확한 결과와 다양한 크기

의 학습 데이터를 만들 수 있다. 실험 결과 기존 연구들과 비교 했을 때, 성공률 평가 방법은 3%, 정확성 평가 

방법은 5%의 성능 향상을 보인다.
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ABSTRACT

This paper proposes an effective online training algorithm which resizes bounding box for visual object 

tracking in Convolutional Neural Network (CNN). The proposed algorithm employs partitioned bounding boxes 

for resizing bounding box. Compared to previous algorithm where bounding box size is rarely changed, the 

proposed algorithm improves the efficiency in object tracking by resizing the size of bounding boxes. The 

proposed algorithm is composed of three classifiers; The front-end classifier is for tracking target object by using 

the entire feature of previous bounding box, and the other two back-end classifiers are for resizing bounding box 

when the score acquired by the first classifier is lower than threshold or the number of frame exceeds a 

determined number. Training data for front-end classifier are extracted from previous raw result, and training data 

for back-end classifiers king a target in a sequence, the proposed algorithm makes more accurate result and 

training data of various sizes than previous algorithm by resizing bounding box. Experimental results show that 

the success rate and the precision for visual object tracking are improved by 3% and 5%, respectively, when 

compared with previous works.
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그림 1. 기존의 CNN을 이용한 알고리듬의 상 결과 (a) 
Diving 상, (b) Jump 상
Fig. 1. Result of previous algorithm using CNN (a) 
Diving sequence, (b) Jump sequence

Ⅰ. 서  론

상 객체 추 은 컴퓨터 비  역에서 요하게 

다루어지고 있는 문제  하나이다. 다양한 역에서 

인공지능(AI)을 통한 지능화 연구의 필요성이 부각됨

에 따라 상 객체 추 에서도 련 연구가 진행 이

다
[1-3]. 특히, 심화 학습의 제한사항이었던 데이터 부

족과 하드웨어 한계성 문제가 GPU의 발 과 빅 데이

터의 등장으로 인해 해결되며 심화 학습을 상 객체 

추 에 용하려는 연구가 심이되고 있다. 심화 학

습을 용한 상 객체 추 은 객체 형태의 변화  

사라짐, 조도의 변화, 빠른 움직임, 복잡한 배경 등을 

극복해 상 객체의 변형에 응되도록 모델링되어야 

한다
[4].

객체의 다양한 변화에 효과 으로 처하도록 상 

객체를 모델링 하는 방법이 활발하게 연구되고 있다. 

학습을 통한 객체 모델링 방법은 생성  (generative)

방법과 별  (discriminative)방법으로 나뉜다. 생성

 방법은 이  임으로부터 상 객체 특징을 확

률 분포로 얻는다. 상 객체에 한 특징 x와 해당되

는 클래스 y를 표 하는 확률 분포 P(x | y)와 P(y)를 

학습한다. 표 인 알고리듬으로 Sparse 

representation
[5-9], online density estimation[10], 

incremental subspace learning
[11]의 방법이 제안되었

다. 별  방법은 특징 x와 클래스 y를 통하여 P(y | 

x)를 별하는 boundary를 학습하는 방식으로 online 

boosting
[12,13], multiple instance learning[14], structed 

SVM[15], online random forest[16,17]이 제안되었다. 

의 방법들은 객체를 표 하는 특징을 얻기 하여 

haar-like, template, histogram 등과 같은 사람에 의해 

정의된 hand-craft 특징을 이용하나, 이들은 용하는 

역에 합하도록 추출되지만 성능의 한계를 가지고 

있다.

최근 이러한 한계를 뛰어넘는 방법으로 CNN 

(Convolutional Neural Network)이 주목받고 있다. 

CNN은 특징 추출에 사용되는 컨벌루션 필터를 학습

하여 hand-craft보다 데이터에 합한 특징 추출을 

한 필터값을 가진다. 상 분류 분야의 권  있는 경

연  하나인 ImageNet challenge에서 CNN의 구조

를 구 한 Alexnet
[18]은 120만장의 상 정보를 학습

하여 ILSVRC-2012에서 우승함으로써 CNN의 성능

을 입증하 다. CNN은 객체 탐색(object detection), 

상 분류(image classification), 상 분할(semantic 

segmentation)등 여러 컴퓨터 상 분야에 용되고 

있으나, 상 추  분야에서는 추 을 한 학습 데이

터 수집의 어려움과 부 한 신경망의 구조로 인해 

다른 분야에 비하여 활발하게 용되고 있지 않으며 

여 히 상 객체 추  분야에서는 hand-craft 특징을 

사용하고 있다. 상 추  분야에서 CNN을 용한 

표 인 알고리듬으로 CNN-SVM
[19], MDNet[20]이 

있다.

기존의 CNN을 용한 상 추  연구들은 효과

인 특징 추출을 하여 선행학습을 통한 오 라인학

습을 심으로 진행되었다. 그에 반하여 온라인학습은 

단순하게 용되어서 CNN을 한 온라인학습 연구

가 필요하다. 기존의 알고리듬은 온라인학습을 한 

데이터 생성을 이  임 객체의 경계 박스 체크

기에 의존 이다. 이는 그림 1에서 제시한 것처럼 추

을 실패하거나 상이 진행되어도 첫 임의 경

계박스의 크기가 거의 변화하지 않는 문제를 발생시

킨다. 그림 1-(a)에서 객체의 크기변화를 반 하지 못

하여 결과가 정확하지 않는 문제를 제시하고, 그림 

1-(b)에서 상 추 에 실패하는 문제를 제시한다. 

한, 온라인학습에서 매 단계마다 사용되는 학습 데이

터들은 이  임 결과의 크기를 기 으로 생성되

므로, 이  결과가 잘못되었을 경우 잘못된 학습 데이

터를 생성하는 문제 과, 좋은 성능을 얻기 하여 다

수의 후보 객체가 필요한 문제 을 가진다.

본 논문에서는 이러한 문제를 개선하는 CNN을 이

용한 새로운 온라인학습 방법을 제안한다. 첫 임

의 경계 박스 (Ground truth bounding box)를 분리하

여 각각의 back-end 분류기들을 학습하고, back-end 

분류기들의 결과를 취합하여 기존의 경계 박스 결과

를 재조정한다. 이를 통하여 상 추 의 문제인 학습 

데이터 부족을 해소하고 보다 정확하게 경계박스를 

결정할 수 있다. 특징을 추출하기 한 컨벌루션 층은 
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기존의 방법과 마찬가지로 선행학습을 이용하고 온라

인학습 시에는 이진 분류기만 학습한다. 제안된 방법

은 기존 방법의 반의 후보 객체만으로 충분한 성능

을 가지므로 추가 인 back-end 분류기들을 학습하여

도 처리시간이 크게 증가하지 않는다. 제안된 알고리

듬의 성능을 확인하기 하여 다양한 객체를 상으

로 실험을 수행하 으며, 이를 해 상 추 의 벤치

마크인 OTB (Online Tracking Benchmark)
[21]를 이용

하 다.

본 논문은 다음과 같이 구성된다. 2 에서 련 연

구와 제안된 알고리듬에 하여 설명한다. 3 에서 실

험 결과와 기존의 알고리듬과 성능비교를 제시하고, 

마지막으로 4 에서 결론  추후 과제를 제시한다.

Ⅱ. 본  론

2.1 이론  배경  련 연구

본 에서는 상처리 분야에서 좋은 성능을 보이

는 심화학습 방법인 CNN과 기존의 CNN을 이용한 

상 추  알고리듬에 해 기술한다.

2.1.1 컨벌루셔  신경망 (CNN)

최근 CNN을 이용한 상 특징 추출은 컴퓨터 

상 분야에서 다양하게 용되고 있다. 다  퍼셉트론

을 (MLP) 이용한 상처리는 이미지의 모든 픽셀이 

가 치를 갖지만 CNN은 필터값만 가 치로 갖는다. 

체 이미지에 필터를 이용한 동일한 컨벌루션 연산

을 진행하여 다  퍼셉트론보다 연산량을 일 수 있

다. 한, 필터를 사용함으로써 주변 픽셀과의 상

계가 요한 상정보를 효과 으로 다룬다. 컨벌루셔

 신경망은 필터를 이용한 컨벌루션 층, Pooling 

(subsampling) 층과 분류기로 구성되어 있으며, 그림 

2에서 CNN의 구조를 제시하 다.

   

(1) 필터를 이용한 컨벌루션 층

상처리에서 컨벌루션은 특징 추출을 한 방법으

로 사용되고 있다. 기존의 특징 추출은 원하는 특징 

추출을 하여 정의된 값을 가진 필터를 사용하여 컨

벌루션 연산을 수행하지만, 컨벌루셔  신경망에서는 

학습을 통하여 결정된 필터의 값을 사용한다. 각 층마

다 k개의 필터가 존재할 경우 특징 hijk를 얻는 과정을 

식 (1)에 표 하 다.

hijk = tanh(Wk*Xij+bk) (1)

여기서 Xij는 컨벌루션 연산을 수행할 상 이미지

에서 i, j 치를 기 으로 추출한 이미지를 나타낸다. 

추출할 이미지의 크기는 컨벌루션 연산에 사용되는 

필터 Wk와 같은 크기를 가진다. Wk는 n x n x K 의 

크기를 가지는 k번째 필터이다. 필터의 크기 n x n x 

K 는 사용자가 정의하며, K는 역의 크기를 나타내

고 n은 같은 역 내의 도우 크기를 의미한다. 이때, 

K는 특징맵 수에 의존 이고 n은 주로 3 x 3, 5 x 5의 

크기를 갖는다. 를 들어, 그림 2의 입력 층에서 필터 

크기 5 x 5 x 3 은 n = 5의 도우 크기를 가지고 있

으며 RGB 입력을 받아서 K = 3 이다. bk는 bias 이

고, tanh는 비선형 함수로 Sigmoid 혹은 ReLU함수로 

체 가능하다. 모든 Wk는 각 층이 다른 값을 갖고 독

립 으로 용된다. 상 이미지 반에 걸쳐서 추출

된 hijk들을 합하여 특징맵을 생성한다.

   

(2) Pooling 층 

컨벌루션 과정으로 각각의 특징맵을 얻은 후 

Pooling 과정을 거쳐 특징맵을 압축한다. Pooling은 

정의된 도우 크기 안에서 푯값만 가지고, 푯값

은 최댓값, 최솟값, 평균을 통하여 결정한다. Pooling 

과정은 미리 결정된 stride 변수만큼 특징맵을 압축한

다. 를 들면 stride 변수가 2일 경우는 특징맵의 크

기가 1/2로 감소하고, 3일 경우에는 1/3으로 감소한다. 

Pooling 과정을 통하여 연산량을 일 수 있으며 상 

크기 변화에도 응할 수 있다.

   

(3) 분류기

컨벌루션 층과 Pooling층은 특징 추출을 하여 이

용되고 추출된 특징을 한 분류기 (Classifier)를 필

요로 한다. Krizhevsky가 제안한 Alexnet
[18]처럼 부

분의 컨벌루셔  신경망은 다 신경망(MLP)을 분류

기로 선택하고 있다. 그 외에도 SVM 같이 기존에 제

안된 다양한 분류기와 결합도 가능하다.

컨벌루셔  신경망은 컨벌루셔  층과 Pooling층이 

반복 으로 수행되어 특징의 크기가 작아지며 체를 

표하는 특징들만 남게 된다. 이러한 특징들은 심화

학습으로 이미지 반을 고려한 특징이 된다. 컨벌루

셔  신경망의 학습은 기존의 방식과 동일하게 SGD 

(Stochastic Gradient Descent)를 통한 역  

(Back-propagation)로 이루어진다.

2.1.2 CNN을 이용한 상추  알고리듬

CNN을 통한 표 인 상 추  알고리듬은 

CNN-SVM
[19], MDnet[20]이 있다. 많은 양의 데이터를 
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그림 2. CNN의 구조
Fig. 2. Structure of CNN

이용하여 선행학습 된 컨벌루션 층과 Pooling 층을 특

징 추출에 이용한다는 공통 을 가지고 있고 추출된 

특징을 이용하여 배경 (background)과 상 객체 

(foreground)를 이진 분류기로 별하는 별  

(Discriminative)모델이다.

   

(1) CNN-SVM

R-CNN
[22]을 선행학습 모델로 특징 추출에 이용하

고 SVM을 분류기로 용한 모델이다. KKT 

(Karush-Kuhn-Tucker) 조건과 라그랑지안 함수 최

화를 이용하여 SVM을 학습한다. 동 상 정보는 순차

으로 상정보가 얻어지기 때문에 온라인 학습을 

해서 Incremental SVM
[23]을 사용하고 saliency 

map[24]을 통하여 Localization을 효과 으로 구 하 다.

   

(2) MDnet

R-CNN은 객체 탐색, 분류를 한 모델이기 때문

에 상 추 에 최 화 된 특징 추출 모델이 아니다. 

MDnet은 선행 학습된 VGG-M
[25] 모델을 상 추

에 합한 특징을 추출하도록 미세조정 (fine-tune) 하

는 학습법을 제안하 고 OTB
[21], VOT[26,27] 상 데

이터를 이용하여 학습하 다. MDnet은 모든 상이 

특징 추출을 한 컨벌루션 층과 Pooling 층은 공유하

지만 객체 분류를 한 이진분류기는 독립 으로 존

재하는 다  역(Multi-domain) 방법을 용하여 학

습함으로써 R-CNN보다 상 추 에 합한 특징 추

출 필터를 얻는다. 그 외에도 MDnet은 객체 탐색에 

사용되는 Bounding Box Regression
[22]을 용하여 

더욱 정확한 경계박스를 갖도록 하고, 더 의미 있는 

학습 데이터 추출을 한 Hard-Mining을 용했다.

2.2 제안된 온라인 학습 알고리듬

본 에서는 제안한 알고리듬에 해 기술한다. 

2.2.1 에서는 기존의 상 객체 추  알고리듬과 제

안된 알고리듬의 체 흐름에 해 기술하고 2.2.2

에서 제안된 알고리듬의 동작에 해 기술한다.

2.2.1 상 객체 추  알고리듬의 체 흐름

상 추 에서 객체는 다양한 변화를 고려하여 모

델링되어야 한다. 객체의 변화가 은 상은 객체가 

일정한 형태만 가지므로 온라인 학습이 필요하지 않

으나, 실제 상들은 객체의 크기, 형태, 명암의 변화

가 발생하여 이를 고려하기 한 온라인 학습은 필수

이다.

기존의 CNN을 이용한 추  알고리듬은 매 임

마다 이  임의 결과를 기 으로 후보 객체를 생

성하고 후보 객체  분류기로 얻어진 평가 수

(Score)가 가장 높은 후보 객체를 해당 임 결과로 

선택한다. 온라인 학습을 한 데이터들은 결과를 

심으로 가우시안 분포로 생성되고, 생성된 데이터들은 

결과와 오버랩 비율을 기 으로 positive 데이터와 

negative 데이터로 분류된다. 이때 생성된 학습 데이

터들의 크기는 해당 임 결과와 학습 데이터 사이

의 오버랩 비율을 통해 생성되어 학습 데이터와 결과

의 크기가 체로 같다. 이는 기존의 알고리듬이 다양

한 크기의 데이터를 학습하지 못하여 정확하게 표

된 후보 객체가 높은 평가 수를 받지 못하고 이  

임 결과와 크기가 유사한 후보 객체가 높은 수

를 받는 문제 을 그림 1에서 제시하 다. 그림 1에서 

첫 임의 경계 박스의 크기가 상 체에 걸쳐 거

의 변화하지 않는다.

제안한 알고리듬은 후보 객체 크기에 의존하는 문

제 을 보완하기 하여 기존의 분류기 외에 이  
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그림 3. 제안한 알고리듬의 경계 박스 재조정 과정 
Fig. 3. Resizing bounding box process of proposed algorithm

임의 경계박스를 분할하여 각 분할된 경계박스를 

모델링하기 해 분류기를 추가하여 학습과정을 수행

한다. 앞단 front-end 분류기에서 평가된 수가 임계

값에 비해 작거나 정해진 임 수가 처리될 때마다 

추  상을 분할하고 각각의 후단 back-end 분류기

들의 결과를 이용하여 경계 박스를 재조정하는 과정

을 거친다. 그림 3에 제안된 알고리듬의 경계 박스 재

조정 과정을 보인다. 각각의 분류기를 한 학습 데이

터는 취합  결과를 기 으로 생성하여 학습시키고 

의 과정들을 마지막 임까지 반복한다. 경계 박

스는 (x, y, w, h)로 정해지며, 각각의 변수 x, y는 경

계 박스의 좌측 하단 좌표를, w, h는 비와 높이를 

나타낸다. 제안된 방식은 후보 객체의 수를 이면서 

다양한 경우의 수를 고려할 수 있고 추 할 객체에 다

양하게 표 할 수 있다. 한 경계 박스의 크기변화를 

고려할 수 있어 기존의 알고리듬보다 객체를 정확하

게 표 하는 경계 박스를 가진다.

2.2.2 제안한 알고리듬의 동작 

그림 4에 제안한 알고리듬의 pseudo-code를 제시

하 다. 제안된 알고리듬에서 특징 추출은 CNN을 이

용하고 기존이 알고리듬과 다르게 추  객체 크기 재

조정을 한 분류기를 추가로 학습한다. 객체 추 은 

첫 번째 임에 추  상 객체의 정보를 바탕으로 

나머지 임에서 해당 객체를 추  하므로 객체를 

모델링 하는 첫 번째 임 처리 과정과 객체의 추

과 변화를 처리하기 한 나머지 임 처리 과정으

로 나뉜다. 모든 임에 걸쳐서 상 추 을 한 

후보 객체들은 Xt
i 로 표 되고, 이때 아래 첨자 t는 

처리하는 임의 index, i는 후보 객체의 index이다. 

윗 첨자 *는 최 의 상태를 표 하여 i개의 후보 객체 

 추  알고리듬을 통해서 얻어진 최 의 후보 객체

는 Xt
*로 표 된다.

   

(1) 첫 번째 임 처리

첫 번째 임은 추  객체 X1
*의 정보를 가지고 

있고, 이를 이용하여 객체를 추 하기 한 front-end 

분류기와 객체 크기를 재조정하기 한 두 개의 

back-end 분류기들을 기화하고 학습한다. Front-end

와 back-end 분류기들의 컨벌루션 필터값과 FC 가

치는 오 라인 학습된 CNN 값으로 기화되고 이진

분류기의 가 치는 random 값으로 기화된다. 

Front-end 분류기를 한 학습 데이터는 X1
*을 평균으

로 한 가우시안 분포로 생성하고 back-end들을 한 

학습 데이터는 X1
*를 상, 하로 분할하여 평균으로 삼

고 학습 데이터를 생성한다. 모든 학습 데이터는 생성 

기 이 된 경계 박스와 학습 데이터 간의 오버랩 비율

로 구별되고 비율에 따라 positive 데이터와 negative 

데이터로 나뉜다. 과 합 (over-fitting)을 방지하기 

하여 positive 데이터 생성 오버랩 비율을 기존의 알고

리듬이 통상 으로 용한 0.7과 다르게 제안한 알고

리듬은 0.9의 높은 비율을 용하여도 2개의 back-end 

분류기 결과를 취합함으로써 과 합 문제를 억제할 

수 있다. 분류기 학습은 짧은 임 주기로 학습하는 

short-term과 긴 임 주기로 학습하는 long-term으

로 나 어 수행한다. 분류기의 성능은 positive 데이터 

보다 negative 데이터에 의해 좌우되므로
[19] 빈번하게 

수행하는 short-term 학습은 negative 데이터를 사용

하고 상 으로 빈번하지 않은 long-term 학습은 

positive 데이터를 사용한다. 이때 short-term은 20 

임, long-term은 100 임을 학습에 사용하는 최

 임 수로 정하 다. 연산량 증가를 방지하기 

하여 컨벌루션 연산에 사용되는 필터값은 온라인 학

습 상에서 제외되고 FC층의 가 치와 이진분류기

의 가 치만 온라인 학습하게 된다.
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Algorithm Online tracking algorithm

Input: Pretrained CNN filters

Initial target bounding box, X1
*

Number of frames for periodic training, 
Output: Estimated target bounding box, Xt

*

Initialize feature extract layers with pre-trained CNN layers ;

/* Process of 1st frame */

Generate training data for front-end classifier from X1
* 

;

Partition X1
* into X1_p1

* and X1_p2
* ;

Generate training data for two back-end classifiers from X1_p1
* and X1_p2

* ;

Train front-end and two back-end classifiers ;

 

/* Process of remaining frames */ 

for (t = 2 ; t ≤ last frame number ; t++) {

   /* t is the frame index being processed */

   Generate candidate objects using Xt-1
* bounding box ;

   Select Xt
* from candidate objects by front-end classifier ;

   if (f(Xt
*) > 0) { /* When the score of Xt

* is more than 0 */

 Generate training data from Xt
* ;

 Partition Xt
* into Xt_p1

* and Xt_p2
* ;

Generate training data from Xt_p1
* and Xt_p2

* ;

   }

   else { /* When the score of Xt
* is less than 0 */

Resize Xt
* by two back-end classifiers ;

Train front-end and back-end classifiers ;

   }

   if (  frames processed) 

       /* Training performed for predetermined number of frames periodically */ 

 Train front-end and back-end classifiers ; 

}

그림 4. 제안된 경계 박스 재조정의 반 인 알고리듬
Fig. 4. Overall proposed algorithm for resizing bounding box

(2) 두 번째 이후 모든 임 처리

상 처리는 2단계로 나 어 진행된다. 첫 번째 단

계는 front-end 분류기를 이용한 통상 인 객체 추  

단계이고, 두 번째 단계는 back-end 분류기들을 통한 

경계 박스 재조정 단계이다. 첫 번째 단계에선 객체 

추 을 하여 이  임의 결과를 바탕으로 재 

임의 후보 경계 박스 샘  (i = 128)을 생성한다. 

생성된 후보 경계 박스  최 의 후보 Xt
*를 식 (2)와 

front-end 분류기를 이용하여 결정한다.

Xt*(C) = argmax f(Xt
i
) (2)

여기서 C는 평가에 사용된 분류기이다. 사용된 분

류기에 따라 Xt
*(front)는 front-end 분류기로 평가된 

최 의 후보, Xt
*(back1)과 Xt

*(back2)는 각각 첫 번째

와 두 번째 back-end 분류기들로 평가된 최 의 후보

이다. t는 처리하는 임의 index, i는 후보 객체의 

index이고, f(Xt
i)은 t 임의 i번째 후보 객체의 

positive 평가 수이다. 식 (2)로 결정된 Xt
*(front)의 

평가 수가 임계 수 이상이면 두 번째 단계를 거치
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지 않고 학습을 한 데이터를 생성한 후 다음 임

을 처리하고, 이하일 경우 두 번째 단계를 진행한다. 

두 번째 단계에서 식 (2)와 back-end 분류기들을 이용

하여 재조정을 한 후보 객체 Xt
*(back1), Xt

*(back2)

를 결정한다. 이때 Xt
*(back1), Xt

*(back2)는 각각의 

back-end 분류기들로 얻어진 결과다. 얻어진 후보 객

체의 평가 수를 고려하여 후보 객체를 병합하고 Xt
*

를 재조정한다. 병합은 크게 두 부분으로 나뉜다. 첫 

번째는 더 낮은 평가 수를 받은 후보객체를 더 높은 

수를 받은 후보객체 쪽으로 옮기는 과정이다. 

Xt
*(back2)의 평가 수가 더 낮을 경우 Xt

*(back2)의 

치를 조정하는 방법을 식 (3), (4)에 표 하 다.

x2 = (x1-x2)(1-f(Xt
*
(back2)))+x2 (3)

y2 = (y1-y2)(1-f(Xt
*
(back2)))+y2 (4)

식 (3), (4)에서 (x1, y1), (x2, y2)은 각각 

Xt
*(back1)와 Xt

*(back2)의 좌측 하단 픽셀의 치를 

나타내며, f(Xt
*(back2))는 Xt

*(back2)의 positive 평가

수로 0 ~ 1의 값을 갖는다. 즉, 평가 수가 0일 경

우 (x2, y2)는  고려되지 못하고 1일 경우에는 온

히 고려됨을 의미한다. 반 로 Xt
*(back1)의 평가 

수가 더 낮을 경우에는 식 (3), (4)의 (x1, y1), (x2, 

y2)를 역으로 입하고 f(Xt
*(back2))를 f(Xt

*(back1))

로 치한다. 두 번째 과정은 두 개의 경계박스를 하

나로 합치는 과정이다. 각각의 평가 수를 고려하여 

치를 조정한 두 개의 경계 박스를 식 (5), (6), (7)을 

통하여 구한다.

x
*
 = min(x1,x2), y

*
 = min(y1,y2) (5)

w
*
 = max((x1+w1),(x2+w2))-x

*
(6)

h
*
 = max((y1+h1),(y2+h2))-y

*
(7)

최종 으로 back-end 분류기들을 이용한 재조정 과

정을 통해 최 의 경계박스 Xt
* = (x*, y*, w*, h*)를 

얻고 다음 임을 처리한다.

(3) 학습에 사용된 조건 

오 라인 학습에서 MDnet은 100,000 epoch 학습

을 수행하 으며 특징을 추출하기 한 컨벌루션 층

을 정확하게 학습하기 해 FC층에 비해 1/10의 

learning rate를 용하여 각각 0.0001, 0.001을 사용

했다. 첫 번째 임 학습은 분류기가 과 합되지 않

도록 오 라인 학습보다 은 30 epoch와 0.0001의 

learning rate로 FC층과 이진분류기층만 학습하 다. 

나머지 임의 온라인 학습은 빠른 처리를 하여 

10 epoch와 learning rate 0.0003을 사용하 다. 온라

인 학습을 한 positive 데이터와 negative의 데이터

의 구별을 한 오버랩 비율은 각각 ≥0.9, ≤0.3 이고 

각각 50, 200개의 샘 을 생성하 다. 모든 parameter

들은 기존의 알고리듬과 동일하게 용하여 성능분석

에 향을 미치지 않도록 하 다. 단, 후보객체는 기

존의 알고리듬의 반인 128개를 각 임 별로 이

 임 결과 (Xt-l
*)의 가우시안 분포로 생성하여 성

능을 비교하 다.

Ⅲ. 실  험 

본 논문에서 제안한 알고리듬은의 성능을 상 추

 벤치마크인 Object Tracking Benchmark (OTB)
[21] 

상 데이터를 이용하여 기존의 알고리듬과 비교 평

가하 다. 제안된 알고리듬은 MatConvNet[28] toolbox

를 이용하여 VOT2013
[27], VOT2014[26] 상 정보를 

선행 학습한 MDnet을 특징 추출에 이용하 고, 

3.8Ghz Intel i7-2600, Nvida GeForce GTX 560 Ti 

하드웨어 환경에서 시뮬 이션을 수행하 다. 평가에 

사용된 OTB 상들은 Benchmark Attributes에 따라 

분류되어 있다. 제안된 알고리듬은 Hand-craft 특징을 

사용하는 Struck
[15] 과 지 까지 성능 좋은 것으로 알

려진 MDnet[20] 추  알고리듬과 비교하 다. 실험결

과 제시에 있어 성공률 (Success Rate)과 정확성 

(Precision)을 평가 기 으로 하 으며, One-Pass 

Evaluation (OPE)
[21] 평가 방법을 이용하 다. 성공률

은 Ground-Truth와 결과의 오버랩 비율을 기 으로 

하 으며, 정확성은 Ground-Truth와 결과의 앙 

치 차이를 기 으로 성공 여부를 평가하 다. 일반

인 평가 기 으로는 객체의 치만 평가하는 정확성 

보다 객체의 크기까지 평가에 고려되는 성공률이 유

효하게 채택된다.

표 1에 성공률 결과를 제시하 고, 표 2에 정확성 

결과를 제시하 다. 제시된 성공률 결과는 추  성공 

여부를 평가하기 하여 Ground-Truth와 추  결과의 

오버랩 비율 threshold를 0.5로 하 고, 정확성 결과는 

Ground-Truth의 앙 좌표와 추  결과의 앙 좌표

의 차이 (Location error threshold)를 25로 용하여 

추  성공 여부를 평가하 다. 모든 평가는 

Benchmark Attributes인 IV (Illumination Variation), 

SV (Scale Variation), OCC (Occlusion), DEF 
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                Trackers

Benchmark 

Attributes

Success rate (Overlap threshold = 0.5)

MDnet Struck proposed
Comparison(%)

vs MDnet vs Struck

IV 0.586 0.339 0.625 +3.9 +28.6

SV 0.597 0.358 0.612 +1.5 +25.4

OCC 0.561 0.341 0.583 +2.2 +24.2

DEF 0.565 0.333 0.594 +2.9 +26.1

MB 0.579 0.368 0.608 +2.9 +24.0

FM 0.598 0.375 0.597 -0.1 +22.2

IPR 0.569 0.367 0.616 +4.7 +24.9

OPR 0.573 0.330 0.588 +1.5 +25.8

OV 0.559 0.327 0.573 +1.4 +24.6

BC 0.562 0.357 0.620 +5.8 +26.3

LR 0.566 0.330 0.598 +3.2 +26.8

Average +2.71 +25.4

표 1. Benchmark attributes에 따른 성공률
Table 1. Success rate to benchmark attributes

Trackers

Benchmark 

Attributes

Precision (Location error threshold = 25)

MDnet Struck proposed
Comparison(%)

vs MDnet vs Struck

IV 0.841 0.448 0.914 +7.3 +46.6

SV 0.858 0.523 0.870 +1.2 +34.7

OCC 0.787 0.477 0.844 +5.7 +36.7

DEF 0.835 0.465 0.873 +3.8 +40.8

MB 0.799 0.494 0.854 +5.5 +36.0

FM 0.822 0.512 0.838 +1.6 +32.6

IPR 0.800 0.486 0.893 +9.3 +40.7

OPR 0.805 0.438 0.861 +5.6 +42.3

OV 0.752 0.434 0.810 +5.8 +37.6

BC 0.788 0.449 0.881 +9.3 +43.2

LR 0.818 0.587 0.899 +8.1 +31.2

Average +5.74 +38.4

표 2. Benchmark Attributes에 한 정확성
Table 2. Precision to benchmark attributes

(Deformation), MB (Motion Blur), FM (Fast 

Motion), IPR (In-Plane Rotation), OPR 

(Out-of-Plane Rotation), OV (Out-of-View), BC 

(Background Clutters), LR (Low Resolution) 으로 

분류하여 수행하 다. 표 1에 제시한 성공률 평가 결

과는 특징 추출에 CNN을 사용한 MDnet과 제안된 알

고리듬이 Haar-like 특징을 사용한 Struck에 비하여 

평균 25.4% 좋은 성공률을 보인다. 제안된 알고리듬

은 같은 CNN 특징 추출을 이용한 MDnet보다 평균

으로 2.7%의 성공률 향상을 보 다. 표 2에 제시한 정

확성 평가 결과는 제안된 알고리듬이 평균 으로 

Struck보다 38.4%, MDnet보다 5.7% 좋은 정확성 결

과를 보 다. 제안된 알고리듬은 성공률 평가의 FM을 

제외한 모든 Attributes에서 성능 향상을 보 으며, 특

히, BC, IV, IPR Attributes를 더욱 효과 으로 처리

하 음을 보인다. 처리 속도 측면에서 제안된 알고리

듬은 모든 임에서 경계 박스를 재조정 하지 않고 

일정 주기를 가지고 재조정하므로 모든 상 데이터

의 처리 시간이 MDnet에 비해 평균 으로 0.01  증

가한다.

그림 5와 그림 6에 각각 Overlap threshold와 

Location error threshold의 변화로 얻어진 성공률과 

정확성 결과를 Struck
[15], TLD[29], OAB[30], MDnet[20] 

알고리듬과 비교하 다. 
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(a) (b) (c) 

(d) (e) (f)

그림 5. Overlap threshold 변화에 따른 benchmark attributes의 성공률 (a) 모든 상, (b) Illumination Variation, (c) In-Plane 
Rotation, (d) Background Clutter, (e) Scale Variation, (f) Occlusion
Fig. 5. Success rate to benchmark attributes according to overlap threshold (a) All image sequence, (b) Illumination Variation, 
(c) In-Plane Rotation, (d) Background Clutter, (e) Scale Variation, (f) Occlusion

(a) (b) (c) 

(d) (e) (f)

그림 6. Overlap threshold 변화에 따른 benchmark attributes의 정확성 (a) All sequence, (b) Illumination Variation, (c) In-Plane 
Rotation, (d) Background Clutter, (e) Scale Variation, (f) Occlusion.
Fig. 6. Precision to benchmark attributes according to overlap threshold (a) All image sequence, (b) Illumination Variation, (c) 
In-Plane Rotation, (d) Background Clutter, (e) Scale Variation, (f) Occlusion
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(a)

(b)

그림 7. 제안된 알고리듬 (green), MDnet (red), Struck (blue) 의 추  결과 (a) Diving 상, (b) Jump 상
Fig. 7. Tracking result to proposed algorithm (green), MDnet (red) and Struck (blue) (a) Diving sequence, (b) Jump sequence

그림 5와 그림 6에서 threshold에 변화를 주어 평가

하고 이를 도식화하여 고정된 threshold 용한 표 1

과 표 2보다 확장된 결과를 제시하 다. 성공률 평가

는 threshold가 커질수록 어려운 제한조건이 되고 정

확성 평가는 threshold가 작아질수록 어려운 제한조건

이 된다. 그림 5와 그림 6에서 threshold가 커질수록 

반 으로 성공률 곡선이 감소하고 정확성 곡선이 

증가하는 것을 확인할 수 있다. 그림 5에서 제안된 알

고리듬은 오버랩 threshold가 증가하여도 다른 알고리

듬과 비교하여 성공률 곡선이 천천히 감소하고 높은 

성공률을 보인다. 그림 6에서 Location error 

threshold가 커질수록 제안된 알고리듬의 정확성 곡선

이 가장 격하게 증가하고 높은 정확성을 보인다. 알

고리듬의 성능은 AUC(Area Under Curve)를 통하여 

수치 으로 나타내었고 그림의 우측하단에서 확인할 

수 있다. 그림 5와 그림 6의 곡선과 수치를 통해 제안

된 알고리듬은 다양한 조건의 오버랩 threshold와 

location error threshold에도 기존의 추  알고리듬에 

비해 높은 성공률과 정확성 결과를 보임을 확인할 수 

있다.

그림 7에 MDnet, Struck과 제안된 알고리듬의 

상 처리 결과를 제사하 다. 그림 7-(a) 에서 제안된 

알고리듬이 모든 임에서 MDnet과 Struck 보다 

객체의 크기 변화를 효과 으로 표 한다. 그림 7-(b) 

#35 임에서 MDnet과 Struck이 객체의 크기 변화

를 고려하지 못하고 추 에 실패하는 반면 제안된 알

고리듬은 객체의 크기변화를 고려하여 상 마지막 

까지 추 에 성공함을 보인다.

Ⅳ. 결  론

기존의 상객체추 을 한 CNN은 효율 인 특

징 추출을 한 오 라인 학습이 주된 연구 방향이었

으나, 오 라인 학습은 상 내에서 객체의 변화에 

응하지 못하는 한계를 가지고 있다. 객체의 변화에 

응하기 해선 온라인 학습이 필요하지만 기존의 

CNN 온라인 학습은 추 상 크기 변화에 거의 응

하지 못한다. 본 논문에서는 기존의 방법보다 정확하

게 추 상을 표 하기 해 bounding box를 재조정

하는 온라인학습 알고리듬을 제안하 다. 제안된 상 

추  알고리듬은 상추 을 한 front-end 분류기와 

함께 bounding box를 재조정하기 한 back-end 분류

기들을 용한다. partitioned bounding box로 

back-end 분류기들을 학습시키고, back-end 분류기들

의 결과를 취합하여 bounding box를 재조정 한다. 기

존의 오 라인 학습과 제안된 CNN　온라인 학습 알

고리듬을 이용하여 효과 으로 추 상 크기 변화에 

응하 다. 이를 통해 기존의 상 추  알고리듬 보

다 강건하게 객체를 학습시킬 수 있고 다양한 

benchmark attributes를 효과 으로 추 할 수 있다. 

추후과제로 많은 연산을 필요로 하는 CNN을 실시간 

상객체추 에 용하기 한 연구가 필요하다. 

CNN을 이용한 알고리듬들은 모든 후보객체의 특징

을 독립 으로 얻는다. 이는 좋은 성능을 가지기 해 
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후보객체의 수가 증가할수록 처리속도가 느려지는 한

계를 가지고 있다. 모든 후보 객체를 CNN을 통하여 

독립 으로 평가하지 않고 체 이미지의 특징을 한 

번에 추출한 후 후보객체에 해당되는 역의 특징을 

선택하면 CNN 과정을 최소화하여 빠른 처리속도를 

기 할 수 있을 것이다.
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