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OFDM 채널 예측의 성능 개선
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요   약

CE-BEM을 이용하는 저복잡도 고속 시변 OFDM 

채널 예측은 성능 개선에 있어 시스템 파라미터 값을 

결정하는 문제가 매우 복잡한 양상을 띠고 있다. 본 

논문에서는 머신 러닝에 의한 CE-BEM 문제점을 개

선하는 방안을 제시한다.
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ABSTRACT

The determination of system parameter values is 

very complicated for improving the performance of 

fast time-varying OFDM channel estimation with low 

complexity CE-BEM. In this letter, we propose a 

method to mitigate the problem of the CE-BEM by 

machine learning.

Ⅰ. 서  론

고속 시변 OFDM 채널 예측에서는 채널 응답을 기

저 함수의 선형 결합으로 표현하는 BEM(Basis 

Expansion Model) 방식을 주로 이용한다[1,2]. 

DPSS(Discrete Prolate Spheroidal  Sequences)
[3], 

Legendre 다항식 등 고속 시변 채널 특성에 적합한 

기저 함수를 사용하는 경우, 수신 신호로부터 채널 응

답의 BEM 계수를 예측하는 절차에는 전체 BEM 계

수를 미지수로 하는 선형 연립 방정식의 해를 구하는 

과정이 포함된다. 고속 시변 채널의 경우 BEM 기저

함수의 개수가 증가하게 되며 채널 예측 알고리듬의 

계산 복잡도도 증가하게 된다. 한편 복소 지수함수

(Complex Exponential: CE)를 기저함수로 사용하는 

경우에는 주파수 영역 OFDM 채널 행렬의 대역폭이 

제한되는 효과가 나타난다. 수식적으로는 전체 BEM 

계수에 대한 하나의 선형 연립 방정식이 주파수 성분

별로 독립적인 저차원 선형 연립 방정식들로 분리되

어 계산 복잡도 및 저장 공간이 크게 감소하게 된다
[2]. 

그러나 저복잡도 CE-BEM은 OFDM 심볼 구간의 채

널 응답을 주기 함수로 근사화하는 방식이며 기저 함

수의 개수가 늘어나도 근사화 오차가 빠르게 감소하

지 않는 문제점을 내포하고 있다
[1,4].

이러한 문제점을 해결하기 위하여 참고문헌 [1]에

서는 Legendre 다항식에 대한 복소 지수함수의 정사

영(orthogonal projection)을 이용하여 채널 응답의 

Legendre 다항식 BEM 계수를 간접적으로 구하는 방

식을 이용하였다. 참고문헌 [2]에서는 OFDM 심볼 구

간의 양 가장자리에서 예측 오차가 가장 크게 발생하

는 점에 착안하여 구간의 가장자리 부분을 피하여 채

널 응답을 샘플링한 후 이 샘플들을 DPSS-BEM 계수

를 구하는데 이용하였다. 이 방식에서는 BEM 기저함

수의 개수를 채널 환경에 적합하게 결정하는 것이 관

건이나 최적의 기저함수 개수를 결정하는 문제는 채

널의 도플러 주파수, 채널 경로의 수, 신호 대 잡음비 

등 채널 환경 변화에 따라 달라지는 매우 복잡한 양상

을 띠고 있다. 본 논문에서는 머신 러닝 기법을 이용

하여 주어진 채널 환경에서 BEM 기저함수의 개수와 

무관하게 CE-BEM 계수로부터 DPSS-BEM 계수를 

구하여 채널 예측 성능을 개선하는 방안을 제시한다.

Ⅱ. 머신 러닝에 의한 성능 개선

고속 시변 OFDM 채널의 특성은 시점 에서 

입력된 임펄스에 대한 시점 에서의 응답인 

로 나타낼 수 있다. 시간 지연이 서로 다른 개의 채

널 경로가 존재한다고 가정하고 최대 도플러 주파수

를 OFDM 부채널 간격에 정규화시킨 는  채널의 
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시변 특성을 나타낸다. OFDM의 부채널 개수를 , 

CP(Cyclic Prefix)의 길이를 로 표시하면 

OFDM 심볼 에 대한 수신 신호 는 다음과 같이 주

어진다[2]

   . (1)

위 식에서 는 이산 푸리에 변환을 나타내는 유니

터리 행렬, 는 채널의 대역폭을 제한하기 위한 윈도

우 함수, 는 시간 영역 채널 행렬, 은 복소정규

잡음, 는 벡터 로 구성한 대각 행렬,  는 

공액복소 전치 연산을 나타낸다.

CE-BEM OFDM 채널 예측에서는 윈도우가 적용

된 번째 채널 경로의 응답 을 기저함수 행렬 에 

대한 BEM 계수 
로 나타낸다[2]

 
 . (2)

OFDM 심볼 검출에는 일반적으로 윈도우를 제거

한 예측된 채널 응답이 사용되며[1,2] DPSS-BEM을 이

용하는 경우 보다 정확한 표현이 가능해 진다

 
 . (3)

위 식에서 는 DPSS로 구성된 기저함수 행렬이

며 
는 해당 BEM 계수를 나타낸다. 채널 예측에서 

얻어진 CE-BEM 계수 
로부터 DPSS-BEM 계수 


을 구하는 기존의 방식은 채널 환경에 따라 최적

의 시스템 파라미터 값이 달라지는 매우 복잡한 문제

이며[1,2] 본 논문에서는 컴퓨터 모의실험에 의해 수집

된 데이터를 학습에 이용하는 머신 러닝 기법[5]을 도

입한다.

참고문헌 [5]에서는 채널 예측과 데이터 심볼 검출

을 동시에 구현하기 위하여 OFDM 시스템의 모델링

에 5 계층으로 구성된 심층 신경망(deep neural 

network)을 도입하고 있다. 본 논문에서는 채널에 대

한 서로 다른 표현인 BEM 계수 사이의 변환에 대한 

문제를 다루며 다음과 같은 간단한 선형 회기(linear 

regression) 모델
[6]을 적용한다

 
  

 . (4)

위 식에서  는 행렬의 전치 연산을 나타낸다. 머

신 러닝에서의 학습 과정은 식 (4)의 선형 회기 모델

이 훈련용 데이터에 최적화 되도록 행렬 를 설정하

는 과정이다. 본 논문에서의 학습 방식은 지도 학습

(supervised learning), 오프라인 학습에 해당한다. 컴

퓨터 모의실험에 의해 훈련용 데이터를 수집하는 과

정은 다음과 같다. 채널 예측에는 매 OFDM 심볼에 

길이가 인 파일럿 심볼 서브블록 개를 데이터 서

브블록 사이에 등간격으로 배치하는 방식을 이용한다
[1,2]. 우선 사용자 데이터와 파일럿 심볼로 구성된 

OFDM 심볼 를 생성한다. 도플러 주파수 와 

Jakes 스펙트럼 모델에 의거 개의 시변 채널 응답 

을 생성하여 시간 영역 채널 행렬 를 구성한다. 주

어진 신호 대 잡음비(SNR)에 따라 잡음 을 생성한 

후 식 (1)을 이용하여 수신 신호 를 계산한다. 수신 

신호 에서 채널 예측에 사용되는 심볼들을 선택하여 

저복잡도 LS 채널 예측 방식
[2]을 이용하여 개의 

CE-BEM 계수 
을 구한다(참고문헌 [2]의 식 

(14)-(16) 참조). 개의 CE-BEM 계수 
을 행벡터

로 전치하여 훈련용 데이터 세트 에 차례로 추가한

다. DPSS-BEM 기저함수 가 직교 행렬인 점을 식 

(3)에 적용하면 목표로 하는 DPSS-BEM 계수 


 

로 구할 수 있다. 개의 DPSS-BEM 계

수 
를 행벡터로 전치하여 훈련용 타깃 세트 에 

차례로 추가한다. 지금까지 기술한 모의실험 과정을 

번 반복하면 원소의 개수가 각각 인 훈련용 데

이터 세트 와 타깃 세트 가 완성된다.

성능 측정 지표로 평균 제곱 오차(MSE)를 선정하

면


 


∥∥ (5)

MSE를 최소화하는 행렬 는 직교 방정식(normal 

equation)의 해로 다음과 같이 구할 수 있다[6]

  

  . (6)

식 (5)에서 , 는 각각 세트 , 의 번째 

원소를 나타낸다.
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그림 1. 모의실험 횟수 에 대한 채널 예측 성능

Fig. 1. MSE performances according to different values 
of 

그림 2. 채널 예측 방식의 성능 비교(LS)
Fig. 2. Performance comparisons for channel estimation 
methods(LS)

그림 3. 채널 예측 방식의 성능 비교(MMSE)
Fig. 3. Performance comparisons for channel estimation 
methods(MMSE)

Ⅲ. 모의실험 결과 및 결론

컴퓨터 모의실험은 Jakes 스펙트럼 채널 환경, 

QPSK 변조 방식, OFDM 시스템 파라미터 =256, 

=5,  ≦1.0 범위에서 수행하였다. 파일럿 심볼은 

서브블록의 개수 =5, 길이 =9로 설정하였고 데

이터 심볼에 의한 간섭을 줄이기 위하여 해밍 윈도우

를 적용하였다. 실제 채널 환경과 훈련용 데이터를 수

집하기 위한 모의실험에서 가정한 채널 환경은 일반

적으로 정확히 일치하지는 않으며 본 논문에서는 각 

채널 경로 응답의 전력 분포, Jakes 스펙트럼 채널 모

델에서 정현파 발진기의 개수 등을 다르게 설정하여 

이러한 상황을 반영하였다.

우선 선형 회기 모델의 학습에 사용한 데이터를 수

집하기 위한 모의실험의 횟수 에 대한 채널 예측 

성능 변화를 그림 1에 도시하였다. 훈련용 데이터의 

개수가 증가하면 채널 예측 성능이 빠르게 수렴하는 

현상을 보이며 이후 모의실험에서는 =10으로 설정

하였다. 그림 2에 제안된 머신 러닝에 의해 개선된 채

널 예측 성능을 기존 방식과 비교하여 도시하였다. 

=0.2인 경우 CE-BEM 모델의 문제점 개선으로 성능

이 크게 개선됨을 확인할 수 있으며 비교적 고속 시변 

채널인 =1.0인 경우에는 데이터 심볼에 의한 간섭

이 성능을 저하시키는 주요 원인이며 따라서 

CE-BEM 모델의 문제점 개선으로 인한 성능 개선 효

과는 제한적이다. 그림 2에서 SNR이 낮은 영역에서

의 성능 개선 효과는 머신 러닝 학습 과정에서 SNR 

예측값을 적용한 것이 주요 원인이다. 동일한 조건에

서의 성능 비교를 위하여 그림 3에서는 SNR 예측값

과 Jakes 스펙트럼 채널 모델의 통계적 2차 특성을 반

영한 MMSE 예측 방식을 사용하고 DPSS-BEM 기저

함수의 개수 , 샘플링 인덱스  (참고문헌 [2]의 

식 (17) 참조), 샘플의 개수   등을 최적화하여 얻어

진 성능을 머신 러닝 방식의 성능과 비교하였다. 기존 

방식의 경우 최적의 성능을 구하기 위하여 여러 번의 

모의실험을 수행하여 =0.2인 경우 =3, =4, 

=1.0인 경우 =4, =7로 설정하였으며 머신 러

닝 방식의 경우에는 기저함수의 개수 =5로 고정하

였다. 주어진 와 SNR 범위의 채널 환경에서 제안

된 머신 러닝 방식에 의한 채널 예측 성능 개선 효과

를 확인할 수 있었다.
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