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요 약

최신 스마트 기기의 발전에 힘입어 웨어러블 장치의 사용이 대중화되었고, 이에 따라 개인의 심박수, 에너지 소

비 및 단계 수와 같은 생체 데이터를 원활하게 수집할 수 있게 되었다. 웨어러블 기기에 고성능 및 고정밀 센서

가 사용되면서 보다 많은 정확한 생체 데이터를 수집할 수 있게 되었다. 생체 데이터는 인종 및 문화적 차이에

덜 민감하기 때문에 신뢰성이 높은 데이터로 사용할 수 있다. 하지만 데이터 수집 과정에서 포함되는 잡음 때문에

생체 데이터를 효율적으로 처리하고 정확하게 분석하기 위하여 사용하는 머신러닝 기반 알고리즘은 성능의 한계를

갖게 된다. 본 논문에서는 다양한 생체 데이터 중 집중 정도를 잘 나타낸다고 알려져 있는 동공 크기 데이터를

이용한다. 시간에 따라 변화하는 동공 크기의 변화를 분석하기 위하여 머신러닝을 적용하고, 이를 통하여 집중도

를 추론하고자 한다. 특히 분류 성능 향상을 위하여 데이터 재구성 전처리 알고리즘을 제안하였고, 시뮬레이션 및

실제 동공 데이터를 이용한 실험을 통하여 제안한 데이터 재구성 알고리즘이 머신러닝 분류 성능을 향상하는 것

을 확인하였다.

키워드 : 기계학습, 데이터 통합, 분류모델, 서포트 벡터 머신, K최근접이웃, 시계열 데이터

Key Words : Machine Learning, Data Integration, Classification Model, Support Vector Machine, K-nearest

neighbor, Time Series Data

ABSTRACT

With the recent development of smart devices, the use of wearable devices became popular, which enabled

us to collect individual biometric data such as heart rate, energy consumption and number of steps smoothly.

As high performance and high accurate sensors are equipped in wearable devices, the more biometric data can

be collected. Since the biometric data are less susceptible to racial and cultural differences, they can be used

as a reliable set of data sources. Because of inevitable noises included in the processes of data acquisition,

however, the performance of the machine learning algorithms employed for efficiently processing the biometric
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data and accurately analyzing them can be limited. In this paper, we focus on the sizes of pupil data among

a variety of biometric data, which are used as an indicator of concentration. We adopt machine learning based

classification algorithms for inferring the degree of concentration by analyzing the time-varying changes of

pupil sizes. In order to improve the classification performance, we propose a pre-processing algorithm for data

reconfiguration. Our simulation and experiment results confirm that the proposed pre-processing for data

reconfiguration improves the data classification performance.

Ⅰ. 서 론

최근 스마트 기기의 발달로 웨어러블 디바이스의

보급이 확대되면서 이를 통해 심장 박동 수, 소비 열

량, 걸음 수 등 사용자 데이터를 원활하게 수집할 수

있게되었다[1]. 혈압, 혈당, 체온이측정되는웨어러블

재킷을 통해 의사에게 약물을 처방받기도 하고, 심장

박동 수가 측정되는 시계형 디바이스를 통해 누구나

쉽게건강관리를할수있다. 4차산업혁명시대가다

가오면서 고성능 센서에 ICT(Information and

Communications Technologies) 기술이 더해져 원격

진료와 같은 전문적인 분야뿐 아니라, 일상생활까지

활용 분야가 확장되어가고 있다[2].

사람의대부분행동과감정등의상태는다양한생

체 신호를 동반하기 때문에 생체데이터 분석은 그 활

용도가높아주목받고있다. 예를들어사람이어떠한

문제에 직면하고 해결에 어려움을 느끼면 스트레스를

받게 된다. 그에 따라 심장 박동 증가, 혈압 증가, 발

한, 근육 긴장, 위장 운동 감소, 면역 억제 반응 등과

같은 다양한 생리적 변화가 나타난다[3]. 이러한 생체

신호들은사용자의인종, 문화적차이등에대한영향

을 덜 받을 뿐 아니라, 인위적이지 않은 자연 그대로

의 데이터이기 때문에 그 신뢰성과 활용도가 높다는

장점이 있다[4].

동공크기는문제해결난이도에따라변화정도가

다르다고 알려져 있다. 난이도가 다른 수학연산 문제

를 피실험자에게 해결하도록 하고 그에 따른 동공 크

기를측정한결과, 연산난이도와동공크기가관련이

있는 것을 실험적으로 확인하였다[5]. 또한, 단기 기억

작업중동공크기의변화에관한연구에서도동공크

기의 변화율은 작업의 어려움과 관련 있다고 보고하

고있다[6]. 공감유무에따른동공크기에관한연구에

서는 평상시 동공 크기를 기준으로 비교했을 때 공감

하지 않는 경우가 공감하는 경우보다 통계적으로 유

의미하게 더 확장된 패턴을 보이는 것을 확인했다[7].

이와 같이 생체 데이터에 관한 연구가 다양하게 이루

어지고 있지만, 기기를 통해 측정된 생체데이터는 그

양이많을뿐아니라데이터취득과정에서기기한계

및생체반응에의한잡음이포함될수밖에없기때문

에 데이터를 효과적으로 처리 및 분석하는데 한계점

이 있다[8]. 따라서 생체데이터를 활용하여 데이터의

분석 및 추론을 위해서는 수집된 데이터를 적절히 처

리할 수 있는 알고리즘이 필요하다.

본 논문에서는 동영상 학습 과정에 참여한 학습자

의 동공의 크기를 활용하여 머신러닝 기반으로 학습

자의 학습상태를 효율적으로 분류할 수 있는 데이터

재구성 전처리 방법에 대한 알고리즘을 제시하였다.

일반적으로 학습 과정에서 동공의 확장반응은 과제를

수행하는 노력이 향상할 때 일어난다고 알려져 있으

며, 그 자극이 정보로서 가치가 높은 자극일 때 동공

확장이 일어난다고 알려져 있다. 즉, 학습 과정에서

과제를 수행하는 노력이 향상할수록 동공의 크기가

커짐을 의미하므로, 동공의 크기 변화를 기준으로 동

공의크기가커지는경우, 높은집중도가있어야하는

학습과정을, 동공의크기가작아지는경우낮은집중

도가 있어야 하는 학습 과정으로 해석할 수 있다[9].

본논문에서는학습자가동영상을이용하여학습할

때, 동영상 학습 과정에 포함된 두 가지 학습 상태인

동영상 강의를 보며 학습하는 상태와 시험을 보는 상

태를 고려한다. 일반적으로 수동적인 학습을 할 때보

다시험을볼때높은집중도를필요로하므로동영상

을 보면서 학습을 할 때보다 시험을 볼 때 동공의 크

기가더커진다고할수있다. 따라서 동공 크기의 변

화로 학습자의 상태를 추론할 수 있다. 하지만, 데이

터의 수집과정에서 기기의 측정 오차 및 학습자의 상

태에 따라 오차가 잡음의 형태로 포함되기 때문에 수

집된 데이터를 그대로 알고리즘의 입력 데이터로 사

용하는 경우 머신러닝 기반 분류 알고리즘은 제한적

인 성능만을 보여줄 수 있다.

본 논문에서는 분류 알고리즘의 성능을 향상하기

위하여수집된데이터를시계열클러스터링[10] 방법을

기반으로 데이터의 일부분을 연속적으로 취하는 데이

터재구성기반전처리방법을제안한다. 제안한전처

리 과정을 통하여 재구성된 데이터 집합을 분류 머신
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러닝 알고리즘의 입력 데이터로 사용하는 경우, 서로

다른 클래스에 속한 데이터 사이의 거리가 증가하기

때문에 향상된 분류 성능을 기대할 수 있다. 본 논문

에서는 제안한알고리즘으로 데이터를 재구성한 경우

서로 다른 클래스에 속한 데이터 사이의 거리를 증가

시키기 때문에, 머신러닝 분류 알고리즘의 성능이 향

상됨을증명하였다. 그리고이를시뮬레이션데이터와

실제 실험자로부터 취득한 동공데이터로부터 검증하

였다.

본논문의구성은다음과같다. Ⅱ장에서는관련연

구에대해소개를하고Ⅲ장에서는문제정의및제안

알고리즘을 설명한다. Ⅳ장에서는 제안하는 알고리즘

을 구현하고 시뮬레이션 결과 및 실험 결과를 제시한

다. 마지막으로Ⅴ장에서는본논문에대한결론을맺

는다.

Ⅱ. 관련 연구

생체 데이터를 이용하여 사용자의 상태나 감정을

분류하는연구는다양하게진행되고있다. 비침습형 4

채널 뇌파 측정 장비와 시각 자극 기반의 연속수행검

사(Simplified Continuous Performance Test, SCPT)

를 분석하여 객관적인 집중도를 파악하는 방법을 제

시하는연구는명상할때와시각연속수행검사(Visual

SCPT) 콘텐츠를 수행할 때의 주의집중도 차이를 비

교·분석하기 위해 뇌파검사(Electroencephalography,

EEG) 평가 지수와 SCPT 검사 변수들의 평갓값들을

종합하여 집중도 지수를 산출하였다[11]. 비침습 형 뇌

파 측정의 경우 잡음이 심하고, 뇌파 측정 부위가 사

람마다 차이가 있으므로 정확한 측정이 어렵다는 단

점이 있다. 지속적인 자극이 주어질 때 동공 확장에

대한 교감신경 및 부교감신경 경로의 기여도를 환경

및 약물 처리를 통해 알아보는 연구도 진행되었다[12].

최근들어생체데이터에머신러닝알고리즘을이용

하여분석하는연구도널리진행되고있다. 유전자발

현 데이터, 자기공명영상(Magnetic Resonance

Imaging, MRI) 데이터, 뇌파 데이터 등 실제 수집된

생체 데이터를 목적에 맞게 분류하기 위하여 적절한

알고리즘의 종류, 파라미터의 값 등을 결정하는 연구

가 진행되어 왔다[13-16]. 뇌파 데이터에 주성분 분석

(Principal Component Analysis, PCA)과 시간 지연

임베딩(time delay embedding)을 통해 다섯 가지의

다른클래스로분류할수있음을보여주었다[17]. 이연

구에서는 분석에 시간적 정보를 추가하기 위해 각 샘

플을 시간에 따라 다른 샘플로 증가시키는 시간 지연

임베딩을사용하였다. 이와비슷하게시계열데이터의

예측과 관련해서 데이터를 재구성하여 예측 모델을

생성하는연구도있다. 데이터를재구성함으로써학습

데이터 중에서 가장 가까운 패턴을 찾아내고 이를 통

해 미래의 값을 찾아내는데  -최근접 이웃 알고리즘

(K-Nearest Neighborhood, KNN)을 사용하였다[18].

비슷하게 데이터를 재구성하여 나온 위상공간에 대한

결합 확률밀도함수를 추정하여 재구성한 데이터를 통

계적으로모델링한다. 추정된결합확률밀도함수의분

포를 가우시안 혼합 모델(Gaussian Mixture Model,

GMM)을통해이분포를반영하는 모델을다시 모델

링 한 후 신호 분류를 위해 이 가우시안 혼합 모델을

사용하여 특징을 추출하고 베이지안 최대우도와 인공

지능신경망(Artificial Neural Network, ANN)으로 분

류함으로써 성능향상을 보였다[19].

다양한 채널을 통해 데이터 수집이 가능한 뇌파에

관한 연구도 활발히 이루어지고 있다. 뇌파를 수집하

기 위해서는 머리에 전극 부착용 전도성 겔을 사용하

여전극을부착하게되는데전극부착시간이긴것과

측정 부위를 세척해야 하는 등 데이터의 수집 환경이

간단하지 않다는 단점이 있다[20]. 그러나 뇌파와 같은

데이터는 여러 채널을 사용하여 데이터를 수집하기

때문에 피처가 하나뿐인 데이터와는 다르게 다양한

특성을추출할수있다. 또한추출한특성들을대표하

는좋은피처의선택이가능하다[21]. 하지만피처가하

나뿐인 데이터를 분류하기 위해서는 좋은 피처의 선

택이 불가능하기 때문에 수집한 데이터를 최대한 활

용하는 것이 필요하다.

동공의 크기 변화는 일반적으로 인간의 집중 정도

를반영하는것으로알려져있다. 이는뇌간에위치한

청반의활성화와깊은연관이있다. 집중력이일정수

준 이상 소모되어 청반이 활성화되면 시각과 관련된

부분이 활성화되고 동공이 확장되기 때문이며[22], 안

구의 운동과 위치변화 그리고 동공의 크기변화는 자

극의 정보에 대한 주의를 기울이고 뇌의 인지적인 과

정혹은감정적인과정을거치고있음을보였다[23]. 따

라서 동공의 확장반응은 과제를 수행하는 노력이 향

상할때일어나며그자극이정보로서가치가높은자

극일 때 동공 확장이 일어난다고 할 수 있다.

Ⅲ. 문제 정의 및 제안 해결 방법

3.1 동공 데이터 설명 및 분류 문제 정의
서로 다른 개의 실험 조건을 나타내는 개의 클
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그림 1. 서브데이터 재구성
Fig. 1. Sub-data reconfiguration

래스     ⋯를 고려하자. 이상적인 환경

에서 번째 실험 조건인 클래스  에서 생성되는 동

공 크기 샘플 데이터 는 값 를 갖는다고 할 수

있다. 그리고 이렇게 생성된 데이터를 수집하는 과정

에서잡음이포함될수있기때문에, 수집된데이터는

     (1)

로나타낼수있으며, 이때 는수집과정에서포함되

는 잡음에 대한 분포를 나타낸다. 본 논문에서는

 ∼   의 정규 분포를 따르고 독립적이라

가정한다. 즉, 샘플 데이터 는 확률변수(random

variable) 의실현값(realization)으로볼수있으며,

확률변수 는평균 와분산 
를갖는분포를따

른다고 할수있다. 클래스  에대하여수집된샘플

데이터의 확률변수 의 확률밀도함수  
는

 
 



 

   


(2)

로 나타낼 수 있다. 본 논문에서는 수집된 개의 데

이터 샘플 집합  ,

    …   (3)

를 이용하여, 해당 데이터를 생성한 클래스  를 찾

아내는 일반적인 분류 문제

 
  argmaxY i i   n    (4)

를 해결하고자 한다. 식 (4)로 표현된 분류 문제는 다

양한 머신러닝 기법을 이용하여 해결할 수 있다[24].

3.2 데이터 재구성 전처리
수집된 데이터 집합 는 수집과정에서 잡음이 포

함되었기때문에식 (4)를해결하기위하여기존에알

려진 분류를 위한 머신러닝 알고리즘을 바로 적용하

는 경우, 제한적인 분류 성능만을 보여줄 수 있다. 따

라서 분류 머신러닝 알고리즘의 성능을 향상하기 위

하여 본 논문에서는 수집된 데이터를 시계열 클러스

터링[10] 방법을기반으로데이터의일부분을연속적으

로 취하는 데이터 재구성 기반 전처리 방법을 제시한

다. 제안한전처리과정을통하여재구성된데이터집

합을 분류 머신러닝 알고리즘의 입력 데이터로 사용

하는 경우, 서로 다른 클래스에 속한 데이터 사이의

거리가 증가하기때문에분류성능이향상될수있다.

수집된 데이터 집합

   …  …에 대하여 다음

과 같이 길이 인 서브 데이터의 집합인

    …     로 재구성

한다.

     … 

     …   
...

                 … 
(5)

이는 그림 1과 같이 나타낼 수 있다.

본논문에서제안한데이터재구성방법을통한서

브 데이터 집합 에 속하는 데이터들 사이의 클래

스간거리가원래의데이터집합 보다커지기때문

에 분류 머신러닝 알고리즘의 성능을 높일 수 있다.
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클래스  와 클래스  에서 발생한 데이터를 수집

한 데이터 집합을 각각   …과

    … 라하자. 그리고제안한 데

이터 재구성 방법을 통한 서브 데이터 집합을

 
 …      와

 
  …      라하자. 이때각

서브데이터집합에속한두임의의원소사이의제곱

거리는

∣   ∣  
  

  

         

(6)

로나타낼수있으며  및 에속한각원소는독

립이기 때문에 식 (6)은

∣   ∣  
  

  

           

 ’   ’ 

(7)

로 나타낼 수 있다. 이때 ’∈이고

’∈ 인 임의의 원소를 나타낸다. 식 (7)에서

’  ’ 
은원데이터집합인 에포함된임의

의 두 데이터 샘플의 제곱 거리이므로 제안한 재구성

방법을 통한 서브 데이터 집합의 데이터 사이의 거리

는 만큼증가한다는것을알수있다. 즉, 원래의

데이터 집합인 를 그대로 분류 머신러닝 알고리즘

의 입력으로 하였을 때보다 제안한 데이터 재구성 방

법을 하여 전처리된 데이터 집합인 를 입력을 하

였을 때 분류 성능 향상을 기대할 수 있다.

하지만, 이렇게 제안한 데이터 재구성 방법은 동일

한 클래스의 데이터 사이의 거리와 분산도 증가시키

는경향이있다. 이를정량적으로판단하기위하여재

구성된 서브 데이터 집합에 포함된 데이터의 제곱 거

리에 대한 평균과 표준편차의 비율인 변이 계수

(coefficient of variation, CV)[25]를 사용하고자 한다.

즉, 클래스  의 길이 인 서브 데이터의 집합인

    …     에 대하여

변이 계수는

CV
     

    
(8)

와같이정의되며,  ⋅와 ⋅는평균및분

산을 나타낸다. 이때,

     

     
 

  ∙         
 

  ∙    
 

  ∙  
  

   

 

(9)

이고,

   

  ∙ 
 

  

 
 

 
    
  ∙ 

(10)

이므로, 동일한 클래스의 서브 데이터의 집합에 대하

여 변이 계수

CV∣  ∣ 

∣  ∣ 






  (11)

로일정함을알수있다. 즉, 제안한데이터재구성방

법을통한서브데이터집합을이용한경우, 클래스가

다른 데이터에 대해서는 데이터 사이의 거리가 커지

지만, 같은 클래스에 속한 데이터에 대해서는 데이터

사이 거리에 대한 평균 증가량과 분산 증가량이 일정

함을 알 수 있다.

Ⅳ. 구현 및 검증

4.1 실험 설정 및 학습 상태에 따른 동공 크기

데이터 수집

본 실험은 동영상 학습 과정에 포함된 두 가지의

학습상태, 동영상강의를보며학습하는상태와시험

을보는상태로나누어진다. 두가지상태에서수집된

동공 크기 데이터를 각각 다음과 같이 과 로

나타낸다.
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그림 4. 동공 크기 히스토그램
Fig. 4. Histogram of pupil sizes

그림 3. 동공크기 측정 데이터의 예
Fig. 3. Example of pupil size measurement data

그림 2. 동공크기 측정 시스템 및 측정 과정
Fig. 2. Pupil size measurement system and measure
process

     ⋯  . (12)

     ⋯ . (13)

와 ’는 각각 수집된 데이터의 크기를 뜻하며,

과 를 레이블 –1, +1로 할당한다.

본 연구에서는 학습자들의 동공 크기를 측정하기

위해 아이트래커 Tobii Pro X2-30을 사용하였다. 측

정 빈도가 30Hz인 이 장비는 길이 184mm, 무게

200g 정도의 스틱형이며, 타임스탬프, 동공 크기

(mm), 안구운동의종류, 시선위치등의데이터를추

출할 수 있다 [26].

아이트래커를 이용하여 수집한 대학교 2학년 35명

의 동공 크기 데이터를 사용하였다. 수집된 데이터에

는 참가자 코드, 좌우 동공의 크기, 학습 상태로 구성

되어 있다. 좌우 동공의 크기의 경우 비슷한 값으로

측정되었기 때문에 좌우 동공의 크기의 평균을 이용

하였다. 상황별로 수집된 동공 크기의 평균은

  mm,   mm이고표준편차는

 
 mm,  

 mm이다. 참가자별

로 동공의 크기 변화가 크게는 약 0.3mm, 작게는

0.01mm 정도의변화가있었다. 이는그림 4에나타내

었다.

실험 참가자별로 동영상을 보는 중과 시험을 보는

중의 학습 상태에 따라 동공 크기 데이터의 레이블을

할당하였다. 3장에서제안한데이터재구성방법을통

하여생성된  
과  

를분류머신러닝알고리즘의

입력으로 사용하고, 성능 평가 기준으로는 전체 판단

결정 중 올바르게 판단한 비율인

           
     

(14)

를 사용한다. 여기서 와 은 각각 True

Positive, True Negative를 뜻하며 실제 값과 예측 값

이 같은 경우의 수를 의미하고, FP와 FN은 False

Positive, False Negative를 뜻하며 실제 값과 예측값

이 다른 경우를 뜻한다. 분류 머신러닝 알고리즘으로

는 SVM(Support Vector Machine)과 KNN 방법을

사용하였고, 모델 검증 알고리즘으로는 K겹 교차 검

증(K-fold Cross Validation)을 이용하였다.

4.2 시뮬레이션 데이터 생성 및 결과
본 절에서는 제안하는 데이터 재구성 방법의 성능

을 수학적 모델 기반으로 생성된 데이터를 이용하여

검증하고자 한다. 제안하는 데이터 재구성 방법이 다

양한 통계적 특성을 가진 데이터에 대해서도 성능향

상을 보이는지 검증하기 위하여 본 시뮬레이션에서

사용한 수학적 모델은 동공 크기 데이터를 모사할 수

있는균등분포모형, 자기회귀모형, 그리고정규분포모

형을 이용하였다.

동공 크기를 가장 간단하고 단순하게 모델링하기

위하여 균등분포모형을 사용하여 데이터를 생성할 수

있다. 두값 ,  구간내에서균등분포모형으로생성

된 데이터 의 확률밀도함수는 다음과 같다.
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그림 5.   ,   인 1차 자기회귀모형으로 생성한
데이터 예시
Fig. 5. Example of data generated by the first order
autoregressive model with    and   

자기회귀모형(AR)
  ,

  

균등분포모형(UNIF)
하한선: min

상한선: max

정규분포모형(NORM)
  

  

표 1. 데이터 생성 모형 별 파라미터 설정
Table1. Hyper-parameters for data generation models

알고리즘

SVM KNN

모

형

자기회귀모형 AR_SVM AR_KNN

균등분포모형 UNIF_SVM UNIF_KNN

정규분포모형 NORM_SVM NORM_KNN

표 2. 데이터 생성 모형 별 적용 머신러닝 알고리즘
Table2. Machine learning algorithms for data generation
models

  







  


    

 otherwise
. (15)

와 는 각각 하한선, 상한선을 의미한다.

또한 동공 크기는 시계열 데이터로 과거의 값으로

부터 규칙을 발견하고 미래에도 같은 규칙이 계속 될

것이라는 기대하에 자기회귀모델을 이용하여 데이터

를 생성할 수 있다. 일반적으로  자기회귀모형은 다

음과 같은 관계식을 가진다.

  
  



     (16)

여기서  는시점 에서의동공의크기를말한다.

는자기회귀모형의 차수로 과거 개의값을이용한

다는 의미이며, 는 자기상관계수, 는 백색잡음이

다.

본 실험에서 사용한 데이터는 1차 자기회귀모형을

기반으로 생성하였으며, 자기상관계수는    정

하여 그림 5와 같이 데이터 과 를 생성하였다.

과 는 각각 레이블 –1, +1에 해당하며, 각각

500개의 샘플 데이터를 포함하고 있다. 이 때 과

의 평균값의 차이인

    ∈  로설정하였다. 균

등분포모형과 정규분포모형의 데이터는 표 1에 나타

낸 것과 같이 자기회귀모형으로부터 계산된 최소값,

최대값, 평균값, 표준편차인 m in , m ax ,

 , 을 이용하여 500 샘플씩 생성하였

다.

다양한 머신러닝 기반 분류 알고리즘 중에서 일반

적으로 좋은 성능을 보인다고 알려져 있는 SVM과

KNN의두알고리즘을사용하였고[27], 이를표 2에나

타내었다.

시뮬레이션은 과  데이터를 훈련데이터로

사용하여분류모델을생성한후, 테스트데이터를생성

한 분류모델에 적용하여 분류 정확도를 비교한다. 두

상태에 대한 차이인

    ∈  와 데이터 재구성

시 길이인 ( ≤  ≤  , ∈)의 값에 변화를

주었다. 그리고 값별로 1,000번씩 반복하여 머신러

닝알고리즘의 평균적분류성능을 비교하였다. SVM

은선형커널을사용하였고, KNN은   와유클리

디안거리를이용하여알고리즘을적용하였다. 시뮬레

이션은 Python 3.6을 이용하였으며, Windows 7

Enterprise 64bit, Intel® Core i7 860 CPU, RAM

8GB 환경에서 진행하였다.

그림 6은 SVM, 그림 7은 KNN 알고리즘으로분류

한결과로자기회귀모형, 균등분포모형, 정규분포모형

으로 생성된 데이터에 대하여 1,000번의 평균 정확도

를 데이터 재구성 길이인 에 대하여 나타내었다. 자

기회귀모형, 균등분포모형, 정규분포 모형의 모든 경

우에서생성된데이터에대하여 SVM또는 KNN의분
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그림 6. 분류 정확도(SVM)
Fig. 6. Accuracy of classification(SVM)

그림 7. 분류 정확도(KNN)
Fig. 7. Accuracy of classifiacation(KNN)

그림 8. 실험 참가자 분류 정확도 (SVM)
Fig. 8. Classification accuracy of participants (SVM)

그림 9. 실험 참가자 분류 정확도 (KNN)
Fig. 9. Classification accuracy of participants (KNN)

류 알고리즘을 적용한 경우, 정확도의 성능향상 형태

는 상이하나 제안한 데이터 재구성 알고리즘의 길이

인 가 증가할수록 분류 정확도가 향상되는 것을 확

인할 수 있다. 즉, 제안하는 데이터 재구성 방법은 분

류하고자 하는 데이터의 특성과 상관없이 성능 향상

을 가져올 수 있음을 확인할 수 있다.

4.3 실험 데이터 분류 결과
그림 8과 9는 실제 수집한 실험 데이터에 본 논문

에서 제안하는 데이터 재구성 알고리즘을 적용하고,

각각 SVM 및 KNN 알고리즘으로 분류한 결과이다.

35명의 실험 참가자 데이터를 사용한 분류 알고리즘

별로 50% 신뢰구간을 포함한 평균 분류 정확도를 제

시하였다.

본 논문에서 제안하는 방법을 적용하여 분류하면

   기준으로 전체 평균 분류 정확도가 SVM은

0.64에서 0.75로 약 17%, KNN은 0.64에서 0.76으로

약 17.5%의 성능향상을 보여줬다. 제안한 데이터 재

구성 전처리 알고리즘을 실제 데이터에 적용한 때도

모델 기반으로 생성한 임의 데이터 결과와 마찬가지

로 분류 성능이 향상되는 것을 확인할 수 있다. 그림

10과 그림 11은 데이터 길이 에 따른 분류 정확도

변화량을 나타낸다. 분류 정확도 변화량은   일

때의분류정확도와 일때의분류정확도차이를계

산하였다. 본 결과는   일 때의 값이다. 사용한

분류알고리즘인 SVM과 KNN 모두에서일정데이터

길이까지는 분류 정확도 변화량은 높으나 그 이후로

는분류정확도가크게변하지않는포화상태가되는
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그림 10. 분류 정확도 변화량 (SVM)
Fig. 10. Change of accuracy (SVM)

그림 11. 분류 정확도 변화량 (KNN)
Fig. 11. Change of accuracy (KNN)

것을확인할수있다. 하지만데이터길이 가길어질

수록 학습에 필요한 복잡도가 높아지기 때문에 데이

터 재구성 알고리즘을 적용할 경우 분류 정확도 변화

량이 0에가까워지는데이터길이 를사용하는것이

가장 효율적이다.
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