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강화학습 기반 Slotted ALOHA의 성능개선
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Slotted ALOHA
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요 약

Framed Slotted ALOHA(FSA)에 강화학습을 적용한 기존의 ALOHA-Q에서는 각 노드가 지능적으로 슬롯을 선

택하여 충돌 없이 패킷을 전송한다. 여기서 채널은 여러 개의 프레임으로 구성되고, 프레임은 여러 개의 슬롯으로

구성된다. ALOHA-Q에서는 각 노드가 프레임당 한 개의 슬롯만 선택하기 때문에 프레임 내의 슬롯의 개수, 즉

프레임 크기와 노드 수가 다른 경우 네트워크 성능이 많이 감소한다. 본 논문에서는 기존의 ALOHA-Q에 목적 함

수를(Objective function) 적용해 각 노드가 프레임 내에서 사용하는 슬롯의 개수를 조절하여 네트워크 성능을 높

인다. 시뮬레이션 결과를 통해 논문에서 제안한 방식의 throughput이 노드 수에 민감하지 않고, ALOHA-Q와 비

교하여 높은 성능을 내는 것을 보여준다.

Key Words : ALOHA protocol, Reinforcement learning, Objective function, ALOHA-Q, Wireless LAN

ABSTRACT

In the existing ALOHA-Q, which applies reinforcement learning to frame based slotted ALOHA, each node

intelligently selects a slot and sends packets without collision. A channel consists of several frames, and a

frame consists of several slots. In ALOHA-Q protocol, because each node selects only one slot per frame,

network performance is greatly reduced if the frame size and the number of nodes are different. So, in this

paper, we apply the objective function to the existing ALOHA-Q to control the number of slots that each

node uses within the frame to increase network performance. The simulation results show that the throughput

of the proposed algorithm is not sensitive to the number of nodes, and that high performance is produced

compared to ALOHA-Q.

Ⅰ. 서 론

Additive Links On-line Hawaii Area (ALOHA)는

다중접속을 통한 무선통신을 위해 하와이 대학교에서

개발된 컴퓨터 네트워킹 시스템이다. ALOHA[1] 방식

은 간단하고 오버헤드가 적다. 하지만 채널에 랜덤하

게접근하기때문에충돌이많이발생하게되고, 충돌

에의한재전송으로발생하는에너지소모가크다. 임

의접근 방식인 ALOHA 프로토콜에는 Pure ALOHA

와 Slotted ALOHA 두 가지 방식이 있다.

Pure ALOHA는 자신이 전송하고자 하는 패킷이

생기면 바로 전송하는 방식이다. 채널이 사용 중인지
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확인하지 않고 패킷을 전송하기 때문에 충돌이 자주

발생하게된다. 충돌이발생하게되면일정시간이후

에 전송한다. Pure ALOHA의 throughput을 높이기

위해 나온 Slotted ALOHA는 채널을 여러 개의 타

임 슬롯으로 나누고 슬롯의 시작 부분에서 패킷을

전송한다. 슬롯의 시작 부분에서만 패킷을 전송할 수

있어서 Pure ALOHA와 비교해 충돌이 적게 발생하

는 장점이 있다. 그러나 Slotted ALOHA도 마찬가지

로 채널이 사용 여부를 확인하지 않고 패킷을 전송하

기 때문에 다른 프로토콜에 비해 여전히 throughput

이 낮다.

ALOHA-Q[2]는 FSA에강화학습을 적용했다. 프레

임은 여러 개의 슬롯으로 구성되어 있다. 각 단말은

이전에 전송한 기록을 통해 학습하여 충돌이 발생하

지않는슬롯을찾아서전송한다. 학습초반에는랜덤

하게 패킷을 전송하지만, 학습이 완료된 후에는 모든

단말이 충돌 없이 패킷 전송이 가능하다. ALOHA-Q

는 스케줄링을 위한 추가정보의 교환이 필요하지 않

기 때문에 오버헤드가 발생하지 않고 무경쟁 접근 방

식처럼 동작할 수 있다. 그러나 ALOHA-Q에서 프레

임 크기는 고정되어 있고 프레임당 하나의 패킷을 전

송한다. 따라서노드수가네트워크성능에크게영향

을 미친다. 노드 수보다 프레임 크기가 큰 경우에는

사용되지않는슬롯이생기게된다. 반대로노드수보

다 프레임 크기가 작은 경우 학습이 잘 안 되고 충돌

이 발생한다.

본논문에서는강화학습[3]을통해효과적으로슬롯

을 선택하고, 프레임당 보내는 패킷의 개수를 유동적

으로조절해서네트워크의성능을높인다. 시뮬레이션

결과를통해각노드가일정한개수의패킷을충돌없

이 전송하는 것을 볼 수 있다.

Ⅱ. 관련 연구

2.1 Dynamic Framed Slotted ALOHA (DFSA)
DFSA는 FSA 알고리즘의문제점을해결하기위해

제안된 알고리즘이다. 기존 FSA 알고리즘은 프레임

크기가 고정되어 있기 때문에 노드 수가 프레임 크기

보다 작거나 큰 경우에 성능이 저하된다. 반면에,

DFSA 알고리즘은노드수를추정하여프레임크기를

유동적으로 변화시킨다. Vogt[4] 알고리즘은 이전 프

레임에서 충돌이 발생한 슬롯 개수를 이용해서 다음

프레임 크기를 정한다. 충돌이 발생하면 해당 슬롯에

최소두개이상의노드가전송한것을알수있다. 따

라서 프레임 크기를 이전 단계 충돌 슬롯 개수에 2를

곱한 값으로 결정한다.

노드수추정을통해프레임크기를결정하는알고

리즘[5]에서는충돌이발생한슬롯의개수와프레임크

기의 비율을 이용하고 식은 다음과 같다.

   

   


 (1)

L은 이전 프레임 크기이고, 는 충돌 비율을

의미하고 n은 추정하고자 하는 노드의 수다. 위와 같

이 DFSA 알고리즘은노드수추정을통해프레임크

기를 변경해서 성능을 높인다. 그러나 DFSA 알고리

즘도 랜덤하게 슬롯을 선택하기 때문에 트래픽이 많

은 환경에서 throughput이 현저히 감소한다.

2.2 ALOHA-Q
ALOHA-Q는 FSA에 강화학습을 적용하여 각 노

드가 지능적으로 슬롯을 선택해 충돌 없이 패킷을 전

송하도록 한다. 여기서 채널은 여러 개의 프레임으로

구성되고, 프레임은 여러 개의슬롯으로 구성된다. 각

노드는 프레임 내 각각의 슬롯에 대해 Q값을 가지고

있다. 노드들은 Q값이 0일때임의접근으로시작해서

trial and error를 통해 학습을 진행한다. 전송 결과에

따라 Q값이 업데이트가 되고 각 노드는 전송에 성공

할 확률이 높은 슬롯을 찾게 된다. 따라서 별도의 스

케줄링 없이 무경쟁 접근 방식처럼 동작한다. 


는 노드 에서 슬롯 a에 대한 가치를 나타내고, 식은

다음과 같다.


 


 (2)

Q값은기존의 Q값과 전송 결과(success or failure)

로받게된보상(Reward)을통해계산된다. 는학습

률(learning rate)이고, r은 보상이다. 행동(Action)은

패킷을전송하고자하는슬롯이다. 슬롯 a에서전송에

성공하면 보상으로 +1을 받고, 충돌이 발생하면 보상

으로 –1을 받게 된다. 노드들은 Q값이 높은 슬롯에

서 패킷을 전송한다. 그림 1은 전송 결과에 따라 Q값

을 업데이트하는 예제이다.   일 때 프레임 1

에서 전송에 성공한 슬롯은 프레임 2에서 Q값이 0.1

이 된다. 프레임 2에서 Q값이 가장 높은 슬롯에전송

하고, 충돌이 발생하면 프레임 3에서 해당 슬롯의 Q

값은 -0.01로 업데이트가 된다. 따라서 다른 슬롯에
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그림 1. Q값 업데이트 예제
Fig. 1. Example of Q value update

패킷을 전송한다.

2.3 기계학습 기반의 ALOHA 프로토콜
최근 여러 논문에서 기계학습 기반의 다양한

ALOHA 프로토콜을제안하였다. 백오프기법을사용

하는 Slotted ALOHA에 기계학습을 적용한 연구[6]에

서는 제안한 방식을 통해 최적의 경쟁 윈도우 크기를

찾아서 시스템의 성능을 향상시켰다. 이진 지수 백오

프(BEB: Binary Exponential Backoff) 기반의 Slotted

ALOHA에서 각 노드는 전송할 패킷이 있으면 경쟁

윈도우 크기 내에서 백오프 슬롯을 선택한 후, 해당

슬롯에 도착하면 패킷을 전송한다. 충돌이 발생하면

경쟁 윈도우 크기가 2배가 되고, 전송에 성공하면 경

쟁 윈도우 크기의 최솟값으로 설정된다. 제안하는 기

법에서 시간을 여러 개의 프레임으로 나누고 하나의

프레임은 BEB 구간, Broadcast slot과 C-CWS 구간

으로 구성된다. BEB 구간에서는 각 노드가 BEB 방

식으로 패킷을 전송하고, 이때의 빈 슬롯, 충돌 슬롯

과 전송 성공 슬롯의 비율을 파악한다. BEB 구간이

끝나게 되면 미리 학습된 기계학습 모델을 이용해 최

적의경쟁윈도우크기를찾고, 이값을 C-CWS 구간

에서 고정된 경쟁 윈도우 크기로 사용한다.

강화학습기반의 DFSA 연구[7]에서는 Q-learning을

통해 프레임 크기를 결정한다. 상태(State)는 이전 프

레임에서 충돌 슬롯의 개수이고 행동은 다음과 같다.

  ×× (3)

  ×× (4)

⋮
  ×× (5)

행동의 개수는 총 11개이고 는 충돌 슬롯의 개

수이다. 보상(Reward)은 충돌 비율을 이용해서 구할

수 있다.

 









    and  



  ≥ 


and  



  ≥ 


and  



  ≥ 



(6)

Ⅲ. 성능개선을 위한 목적함수 적용

기존의 ALOHA-Q는 각 노드가 프레임당 하나의

슬롯에만 전송하기 때문에 프레임 내의 슬롯의 개수,

즉 프레임 크기와 네트워크의 노드 수가 다른 경우

throughput이 감소한다. 노드 수가 프레임 크기보다

작은 경우 패킷을 전송하지 않는 빈 슬롯이 생기고,

큰 경우에는 충돌이 계속 발생하여 학습되지 않는다.

본 논문에서는 프레임 크기를 충분히 크게 하고, 각

노드가 프레임당 보내는 패킷의 개수를 효율적으로

조절하여 성능을 높인다.

3.1 슬롯의 개수 결정
프레임당 사용할 슬롯의 개수(행동의 개수)는 목적

함수를 이용해서 결정한다. 즉, 사용할 슬롯의 개수가

3인 경우 Q값이 높은 3개의 슬롯을 선택해서 패킷을

전송한다. 각 노드는 목적 함수를 가지고 있고 다른

노드와 협력 없이 이 값을 최대화하려고 한다. 목적

함수는 다음과 같다.

 × (7)

노드 가 한 프레임 내에서 사용하는 슬롯이 많을

수록 throughput이 증가하게 된다. 따라서 노드 가

프레임당 전송하는 슬롯의 개수인 를 변수로 사용

한다. 하지만다른노드가사용하는슬롯개수를고려

하지않고 를증가시키면 충돌확률또한증가하게

된다. 따라서 이전 프레임에서 다른 노드들이 사용하

지않은슬롯, 즉빈슬롯의개수 를이용해목적함

수를 설계하여 를 조절한다. 노드 가 프레임당 사

용할수있는슬롯의개수는최대 이고, 의범위

는  ≤ ≤ 이다. 각 노드는 carrier sense를 통

해 다른 노드가 사용하지 않은 빈 슬롯의 개수를 알

수있다. 목적함수  를최대화하기위한최적의 
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그림 2. 패킷 전송과정 예제
Fig. 2. Example of packet transmission

값은 다음과 같이 구할 수 있다.



 (8)

따라서 노드 가 현재 프레임에서 사용할 슬롯의

개수 는 이전 프레임에서 빈 슬롯 개수 의 절반

값이다. 그러나 학습 초반에는 랜덤하게 전송하기 때

문에 충돌이 많이 발생하고, 그로 인해 빈 슬롯의 개

수가많다. 이때 값을그냥 의절반으로하면 

값이큰폭으로변화한다. 따라서 값이크게바뀌지

않도록하기위해 step size로조절한다. 매프레임시

작점에서각노드는사용할슬롯의개수를정하고, 
업데이트 식은 다음과 같다.

   


 (9)

계산한 값은 실수이기 때문에 실제 전송하는 슬

롯의개수는⌊⌋이다. 이전프레임에서전송한슬

롯의개수가빈슬롯의개수보다 많으면 값을 감소

시키고, 적을 경우에는 값을 증가시킨다. 는 step

size를의미한다. step size가크면 가큰폭으로증가

해서학습이안된상태에서는충돌이발생할수있다.

3.2 행동 선택
슬롯의 개수가 1개 이상이면 값을 정한 후 Q값

이 높은 슬롯들에 패킷을 전송한다. 그림 2는 값에

따른 패킷 전송과정을 나타낸 예제이다. 프레임1에서

  이고, 이때 Q값이높은한개의슬롯에만패킷

을전송한다. 프레임2에서   로업데이트가됐다

면, Q값이 높은 두 개의 슬롯에 패킷을 전송한다. 그

러나 강화학습에서는 충분한 학습이 이뤄지지 않은

상태에서 Q값이높은행동만선택하면로컬최적점에

빠질 수 있다. 그래서 적절한 Exploration and

Exploitation을 통해 최적의 행동을 찾는 것이 중요하

다. Exploration and Exploitation 알고리즘으로는 많

이 사용되는 알고리즘 중 하나인 Upper Confidence

Bound (UCB)를사용했다. UCB 알고리즘은 신뢰구

간을기준으로값이높은행동을선택한다. 신뢰구간

은 다음 식으로 구할 수 있다.

 



log

(10)

는 시간 t동안 행동 a가 선택된 횟수를 나타

낸다. 는 탐험의 정도를 조절하는 하이퍼 파라미터

이다. 이 작은 행동의 경우 Q값이 작더라도

UCB값이 높아지기 때문에 선택될 수 있다. 따라서

빈 슬롯을 더욱 효율적으로 찾을 수 있다. 학습이 완

료된 후 모든 노드가 충돌 없이 패킷을 전송할 때의

값은 다음과 같이 구할 수 있다.

 




 
 




 ≠

(11)


  



 

∙ 
  



 (12)


  



 


 (13)

충돌이없다면 는프레임크기 L에서다른노드

가사용하는슬롯의개수를뺀값이므로 를식 (11)

과같이나타낼수있다. N은노드수를나타낸다. 식

(11)을이용하여모든노드가사용하는슬롯의개수를

구하면 식 (12)와 같다. 식 (12)를 정리하면 최종적으

로 식 (13)을 구할 수 있다. 따라서 목적 함수를 사용

했을 때, 한 프레임당 몇 개의 슬롯을 사용하는지 알

수있다. 프레임크기가 100, 노드수가 10인경우식

(13)을통해모든슬롯을사용하지않고약 90개의슬

롯을 사용하는 것을 알 수 있다.
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Parameters Values

Channel bit rate 250 kbits/s

Slot length 1100 bits

Data packet length 1044 bits

ACK packet length 20 bits

표 1. 시뮬레이션 파라미터
Table 1. Simulation parameters

그림 3. Normalized throughput
Fig. 3. Normalized throughput

그림 4. 평균 지연 시간
Fig. 4. Average delay

Ⅳ. 시뮬레이션

제안한방식의성능분석을위해모든시뮬레이션은

Python으로 진행하였다. 표 1은 시뮬레이션 파라미터

를나타내고, 모든노드는항상전송할데이터를갖고

있다고 가정한다.

그림 3은 노드 수에 따른 ALOHA-Q와 DFSA[5],

그리고 제안한 방식의 normalized throughput을 비교

한 그래프이다. Exploration-Exploitation 알고리즘으

로는 UCB를사용하고, 학습률은 0.001로시뮬레이션

을진행하였다. ALOHA-Q의프레임크기는 5인경우

와 25인 경우로 나눠, 각각 프레임 크기가 노드 수보

다 작을 때와 클 때의 성능을 비교하였다. 제안한 알

고리즘의 프레임크기는 100이다. ALOHA-Q의프레

임 크기가 5로 노드 수가 같을 때 normalized

throughput이 1에가까운성능을보여준다. 하지만노

드 수가 프레임 크기보다 많아지면 성능이 급격하게

떨어지는것을확인할수있다. ALOHA- Q의프레임

크기가 25, 노드 수가 20개인 경우 normalized

throughput은 약 0.8이다. 노드 수가 작아질수록 낭비

되는 슬롯이 많아져서 성능이 감소한다. 그래프를 통

해 ALOHA-Q는 프레임 크기와 노드 수가 다른 경우

충돌 또는 슬롯의 낭비로 인해 성능이 감소하는 것을

확인하였다. DFSA 알고리즘은 노드 수를 추정해 프

레임크기를유동적으로변화시키지만, 랜덤하게전송

하기때문에트래픽이많은환경에서 throughput이상

대적으로 낮은 것을 확인할 수 있다.

반면에 제안한 알고리즘은 노드 수가 프레임 크기

보다 작더라도 여러 개의 슬롯을 사용하기 때문에 일

정이상의성능을유지한다. 먼저, 노드수가 5인경우

normalized throughput이 약 0.8, 노드 수가 15인 경

우 약 0.93이고 노드 수가 20인 경우 약 0.95로 가장

높은성능을 보인다. 이는식 (13)에서 계산한이론값

과일치하는것을알수있다. 또한, 노드수 N이커질

수록 사용하는 슬롯이 많아져서 throughput이 증가하

는 것도 시뮬레이션을 통해 확인했다.

그림 4는 그림 3과 같은 조건에서 각 알고리즘의

전송지연을측정한그래프다. 노드의수가 20개일때

제안한 알고리즘의 지연 시간은 약 92ms로 가장 짧

고, DFSA의지연시간은약 223ms이다. 프레임크기

가 25인 ALOHA-Q는노드의 수가 5개일 때, 20개의

슬롯이 낭비되기 때문에 전송 지연이 약 105ms로 비

교적 길다.

그림 5는 제안한 알고리즘을 사용했을 때 각 노드

가 공평하게 슬롯을 사용하는지 확인하기 위한 그래

프이다. 각노드의평균 throughput을측정하여 Jain’s

fairness index[8]를 계산했다. fairness index는 0과 1

사이의값이고, 1에가까울수록자원을공평하게사용

하는 것을 의미한다. 노드의 수가 5개일 때 fairness

index는 1이고, 20개일때 fairness index는약 0.97이

다. 그래프를통해제안한알고리즘을사용했을때모

든 노드가 균등하게 슬롯을 사용함을 알 수 있다.

그림 6은 다양한 Exploration-Exploitation 알고리

즘에따라학습초반인 time step 0부터 100까지누적

보상을 나타낸다. 우선 greedy 방식은 Q값이 가장 높

은 행동을 선택하여 전송하는 방식이다.
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그림 6. 누적 보상
Fig. 6. Cumulative reward

그림 7. 에 따른 normalized throughput
Fig. 7. Normalized throughput according to 

그림 5. Jain’s fairness index
Fig. 5. Jain’s fairness index

epsilon-greedy 방식은 greedy 방식과 다르게

1-epsilon의 확률로 Q값이 가장 높은 행동을 선택하

고, epsilon의 확률로 랜덤하게 행동을 택한다.

Thompson sampling 방식은 확률적으로 행동을 선택

한다. 각 행동의 성공 확률을 베타 분포로 표현하고,

샘플링을통해샘플값이높은행동을선택한다. 시뮬

레이션 결과를 통해 epsilon-greedy 방식의 time step

100에서의 누적 보상이 약 5500으로 가장 낮은 것을

확인할 수 있다. epsilon-greedy는 epsilon의 확률로

랜덤하게행동을선택하기때문에 Q값이낮은행동을

선택해서 누적 보상이 낮을 수 있다. Thompson

sampling과 greedy 방식은 누적 보상 증가 폭이 유사

하고, time step 100에서의 보상은 약 7000으로

epsilon–greedy 방식보다 1500정도높다. UCB를적

용해 학습했을 때 time step 100에서의 누적 보상이

약 9000으로 가장 높고 Thompson sampling과

greedy 방식보다 2000, epsilon-greedy 방식보다 3500

정도 높다.

그림 7은 Exploration-Exploitation 알고리즘으로

UCB를사용하고프레임크기가 100, 노드수가 10일

때 time step 0부터 200까지의 학습률 에 따른

normalized throughput을 나타낸다. 학습률이 0.01,

0.1로 작은 경우에 모두 비슷한 성능을 내고, time

step이 약 100일 때 normalized throughput이 약 0.9

에수렴하는 것을 확인할 수 있다. 학습률이 0.5인경

우에 time step 100에서 normalized throughput이 약

0.9이고 time step 200에서 약 0.8로 오히려 감소한

것을볼수 있다. 학습률이 0.5로큰 경우에는 과거에

받은보상의영향이적고현재 time step에서받은보

상의 영향의 상대적으로 크기 때문에, 현재 time step

에서선택한행동의결과에따라 Q값이큰폭으로변

화한다. 따라서 이전 time step에서 성공을 많이 해서

Q값이높더라도, 한번이라도충돌이발생하면 Q값이

낮아져다른슬롯에패킷을전송한다. 그결과학습률

이높은경우에는학습이잘안되고 throughput이큰

폭으로 감소한다.

Ⅴ. 결 론

본 논문에서는 기존 ALOHA-Q가 프레임 크기와

노드 수가 다를 때 throughput이 많이 감소하는 문제

점을 개선하기 위해 새로운 방식의 Medium Access

Control 방식을 제안했다. 기존의 ALOHA-Q에 목적

함수를 적용하여 각 노드가 프레임 내에서 사용하는

슬롯의 개수를 조절했다. 시뮬레이션 결과를 통해 제

안한 방식은 노드 수와 프레임 크기가 달라도

throughput이 많이 감소하지 않고, 노드 수가 프레임

크기에 가까워질수록 throughput이 증가하는 것을 확

인할수있다. 제안한알고리즘의 fairness index를측

정하여 각 노드가 자원을 공평하게 사용하는 것을 확

인하였고, 다양한 Exploration-Exploitation 알고리즘

을 적용하여 성능을 비교했다. 또한 학습률에 따른
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throughput을 측정하여 비교했다.

향후에 cooperative reinforcement learning을 적용

한다면 학습 시간을 더욱 줄이고, 노드 수가 적어도

빈 슬롯 없이 패킷을 전송하여 시스템의 성능을 높이

는 것이 가능할 것이다.
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