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딥러닝 기반 Wi-Fi 핑거프린트 실내 측위 기법 동향 및 전망
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A Survey of Deep Learning-Assisted Indoor Localization with

Wi-Fi Fingerprinting: Current Status and Research Challenges
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요 약

최근 5G 시대를 맞이하여 스마트 기기와 함께 사물인터넷 기술의 급속한 발전과 활용 분야의 확대에 따라, 무

선 신호를 이용한 실내 측위 기법이 활발히 연구되고 있다. 다양한 실내 환경에서 높은 위치 추정 정확도와 낮은

복잡성을 가지는 실내 측위 기법을 개발하는 것은 매우 어려운 일이다. 여러 실내 측위 기법 중에서 Wi-Fi 신호

를 활용한 핑거프린트 기법은 별도의 장비 설치 및 인프라 구축이 필요 없이, 위치 추정이 가능하므로 최근 학계

및 산업체로부터 많은 주목을 받고 있다. 최근에는 비약적으로 발전한 머신러닝 및 딥러닝 기술들이 Wi-Fi 핑거프

린트 방식에도 접목되면서, 실내 측위 정확도가 대폭 향상되고 있다. 따라서 본 논문에서는 머신러닝 및 딥러닝

기술을 활용한 Wi-Fi 핑거프린트 실내 측위 기법에 대한 최신 기술 동향 및 장단점에 대해 소개한다. 또한, 기술

된 Wi-Fi 핑거프린트 실내 측위 기술 동향을 기반으로 새로운 연구 방향 및 이슈들에 관해 논한다.

키워드 : 실내 측위, Wi-Fi 핑거프린트, 머신러닝, 딥러닝

Key Words : Indoor localization, Wi-Fi fingerprint, Machine learning, Deep learning

ABSTRACT

In the recent 5G era, according to the rapid development of Internet-of-Things technologies along with smart

devices and expansion of its application, the indoor localization techniques using wireless signals have been

extensively studied. It is a very challenging task to develop an indoor localization technique with high location

accuracy and low complexity in various indoor environments. Among many indoor localization techniques,

fingerprint technique using Wi-Fi signals has been received the greatest interest from academia and industry

because location estimation is possible without the need for installing separate equipment and constructing

infrastructure. Recently, the accuracy of indoor localization has been largely improved as machine learning and

deep learning technologies, which have been rapidly developed, have been incorporated into Wi-Fi fingerprints.

Therefore, in this paper, we introduce the state-of-the-art trends and pros-and-cons of indoor localization

techniques based on Wi-Fi fingerprint utilizing machine learning and deep learning technologies. Furthermore,

we discuss new research directions and issues based on the described trends of indoor localization techniques

for Wi-Fi fingerprint.
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그림 1. 대표적인 무선신호 측위 기법 (a) Time of
Arrival(TOA), (b) Angle of Arrival(AOA), (c) 핑거프린트
Fig. 1. Typical methods of Localization (a) Time of
Arrival(TOA), (b) Angle of Arrival(AOA), (c) Fingerprint

Ⅰ. 서 론

실내 측위(indoor localization) 기술은 사물인터넷

(internet of things) 서비스를 고도화하는데 필수적인

역할을 한다[1,2]. 건물의 대형화 및 사람들의 실내 활

동증가로인해실내내비게이션과같은실내측위기

반 서비스(location-based service)의 수요가 급격히

증가하고 있다. 현재 구글에서 Wi-Fi 기반의 측위 기

술을 이용하여 실내 공간에서 사용자가 요청한 경로

를알려주는서비스를제공하고있으며, 구글외다양

한 국내외 기업들이 실내 측위 기반 서비스에 주목하

고 있다.

실외 환경에서 대표적으로 사용되는 측위(outdoor

localization) 기술은 GPS(Global Positioning System)

를이용하는것이다. GPS 기반측위기술은실외에서

우수한위치추정성능을보이는장점이있다. 그러나

실내에서는반사및회절로인한 GPS 수신신호의부

정확도로 인해 측위 성능이 현저히 저하된다는 문제

점이 있다[3]. 이러한 문제점을 극복하기 위해 실내에

서는 GPS 신호를 대신하여 UWB(Ultra-Wideband),

RFID(Radio Frequency Identification), Wi-Fi 등의

무선 신호들을 활용하여 사용자의 위치를 추정하는

기술들이 고려되고 있다[4,5]. 특히 Wi-Fi의경우, 실내

측위를위한별도의인프라를구축할필요가없어, 추

가적인비용이발생하지않아 Wi-Fi 신호를기반으로

한실내측위기술들이활발하게연구및개발되고있

다[6].

UWB, RFID, Wi-Fi 등의 무선 신호를 활용하는

대표적인측위기술은 <그림 1>과같이세가지로분

류할 수 있다. 위치 추정 대상과 다수의 접속점

(Access Point, AP) 사이의 거리를 측정하는 기법인

TOA(Time of Arrival), 각도를 측정하는 기법인

AOA(Angle of Arrival), 참조 위치(Reference Point,

RP)마다다수의접속점으로부터오는수신신호세기

(Received Signal Strength, RSS)를 기록한 데이터베

이스를 기반으로 사용자의 위치를 추정하는 핑거프린

트(fingerprint) 기법이있다. TOA, AOA 기법들은신

호의직진파(Line of Sight, LOS) 성분들을주로활용

하여 위치를 추정하는 특징을 지니고 있다. 그러므로,

비교적 장애물이 적은 실내외에서는 신호의 직진파

성분이노이즈, 신호간섭에강하기때문에두기법을

활용한 알고리즘의 위치 추정 정확도가 우수하다. 그

러나 대부분의 실내 환경에서는 다중경로(multipath)

에 의한 자기 신호 간섭이 발생하고, 변화하는 주변

환경에 따라 신호가 지속적으로 변하기 때문에 TOA

및 AOA 기법들로정확한실내측위성능을달성하기

는어렵다[7,8]. 따라서신호의직진파성분과다중경로

성분의 세기를모두 활용하여 구축된 데이터베이스를

기반으로 위치를 추정하는 핑거프린트 기술은 높은

실내 측위 정확도로 인해 현재 학계에서 활발히 연구

되고 있다.

핑거프린트 기술을 이용할 경우 발생하는 어려움

중 하나는 핑거프린트 데이터베이스 내의 데이터를

분석하여 알고리즘을 개발하는 것이다. 왜냐하면, 핑

거프린트 데이터베이스의 규모는 일반적으로 매우 크

고, 복잡성도 높기 때문이다. 이러한 문제를 해결하기

위해 최근 대용량의 복잡한 데이터를 효율적으로 처

리하는 머신러닝 및 딥러닝 기법을 활용한 핑거프린

트 기술이 각광받고 있다.

머신러닝이란 특정한 영역에서 발생하는 데이터베

이스 또는 축적된 경험을 통해 기계가 스스로 학습을

수행 후, 새롭게 발생한 데이터에 대해 분류 또는 추

정 문제를 해결하려는 기법으로 높은 정확도를 자랑

한다. 특히 머신러닝의 대표적인 알고리즘 중 딥러닝

이그우수성을인정받아최근주목받고있는데, 딥러

닝이란비선형적함수, 가중치(weight), 그리고편향치

(bias) 등으로 구성된 심층 신경망(Deep Neural

Network, DNN)을 학습시키는 방식으로 다량의 데이

터나 복잡한 자료들 속에서 핵심적인 내용 또는 특징
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그림 2. Wi-Fi 핑거프린트 기반 실내 측위 기법 개요
Fig. 2. Outline of Wi-Fi fingerprint based indoor
localization

을 추출하여 분류 또는 추정 문제를 해결하려는 기법

이다. 본 논문에서는 핑거프린트 데이터베이스 내의

막대한 데이터를 효과적으로 처리하는 머신러닝 및

딥러닝 기반 핑거프린트 실내 측위 기술에 대해 상세

히 알아볼 예정이다.

본논문의세부구성은다음과같다. Ⅱ장에서는본

논문의 바탕 기술이 되는 Wi-Fi 핑거프린트 기법에

대해 소개한다. Ⅲ장에서는 머신러닝 및 딥러닝에 적

용될 수있는 실내위치 모델(location model)과 좌표

체계를 소개한다. 이와 더불어 각 위치 모델에 따른

학습 방법 및 대표적으로 사용하는 손실 함수를 정의

한다. 그리고 IV장에서는 대표적인 머신러닝 기법인

-NN과 SVM을활용한 Wi-Fi 핑거프린트실내측위

기법에 대해 알아본다. 이후, 딥러닝 기법 중 합성곱

신경망과 순환 신경망을 활용한 핑거프린트 실내 측

위 기법을 소개한다. 또한, 알파고와 같은 게임 분야

에서 우수한 성능을 보인 강화학습을 활용한 실내 측

위 기법에 관해 설명한다. V장에서는 앞서 기술한

Wi-Fi 핑거프린트 실내 측위 기술 동향을 기반으로

새로운 연구 방향 및 이슈들에 대해 논하고, VI 장에

서 논문의 결론을 지으며 마무리한다.

Ⅱ. Wi-Fi 핑거프린트 기법 개요

Wi-Fi 핑거프린트 기반 실내 측위 기법은 임의의

참조 위치에서 접속점들로부터 오는 수신 신호 세기

(Received Signal Strength, RSS)들이 다양한 환경적

요소(측정 환경, 신호 감쇠 등)로 인한 오차를 포함하

는 것에 기인하여, 확률적 기반의 알고리즘을 이용하

는모델링방법이다. Wi-Fi 핑거프린트기법의과정을

<그림 2>와 같이 요약 및 도시하였는데, 두 단계 1)

offline phase, 2) online phase로구성되는것을알수

있다. 두 단계의 세부적인 내용은 다음과 같다.

1) offline phase에서는건물 내부에서임의로또는

일정 간격마다 선정된 개의 참조 위치(Reference

Point, RP)에서 개의 접속점(Access Point, AP)들

로부터오는수신신호세기를수집하여기록한다. 임

의의참조위치에서측정한수신신호세기값은아래

식과 같이 벡터 형태로 표현할 수 있다.

             (1)

여기서 는 번째 참조 위치에서 측정한 번째

접속점의 수신 신호 세기 값을 의미한다. 그리고 번

째 참조 위치의 위치 를 2차원 좌표계를 사용했을

때 다음 식과 같이 표현할 수 있다.

          (2)

핑거프린트 데이터베이스를 구성하는 각 데이터는

이산적인   로 표현되고, 여기서 는 측정 시

각이다.

핑거프린트 데이터베이스를 구축한 후, 수신 신호

세기 과 위치  사이의 연관성을 여러 알고리즘을

통해 학습할 수 있다. 이때 수집된 데이터의 양과 수

집할 당시 주변 환경의 변화, 기기의 종류 등 다양한

요소들이 알고리즘 학습을 어렵게 만든다. 이러한 문

제를 해결하기 위해 수집된 핑거프린트 데이터베이스

를 분석하여 신뢰할 수 없는 데이터를 제거함으로써,

데이터베이스의 품질을 높일 수 있는 연구가 있다[9].

현재 실내 측위 연구를 위한 다양한 Wi-Fi 핑거프린

트데이터베이스들이구축되어있고, 이에관한내용은

뒤에서 상세하게 설명한다.

2) online phase에서는 사용자의 단말기로부터 측

정된 수신 신호 세기 값 을 앞선 offline phase에서

학습된 알고리즘에 입력함으로써 사용자의 추정 위치

을 산출한다. 이를 사상 함수(mapping function)로

나타내면 아래 식과 같은데,

   →   (3)
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그림 3. UJIIndoorLoc 데이터베이스의 건물 도면[10,11]
Fig. 3. Floor plan of buildings in UJIIndoorLoc
database[10,11]

Title Year Details

Fingerprint traceset from

mannhein/compass dataset
2008 [12],[13]

Indoor WLAN measurement

database
2014 [14]

UJIIndoorLoc Database 2014 [10],[11]

Indoor User Movement Prediction

from RSSI data Data Set
2016 [15],[16]

Geotec Database 2016 [17],[18]

IPIN Database 2016 2016 [19],[20]

kth/rss dataset 2016 [21]

WiFi RSSI, Bluetooth and

magetometer DataSet
2016 [22],[23]

Alcalá Tutorial Database 2017 [24],[25]

Tampere 2017 [26]

Geo-Magnetic field and WLAN

dataset Data Set
2017 [27],[28]

IPIN Competition Database 2016 2017 [29]

IPIN Competition Database 2017 2017 [30]

IPIN Competition Database 2018 2018 [31]

IPIN Competition Database 2019 2019 [32]

표 1. 공개된 Wi-Fi 핑거프린트 데이터베이스
Table 1. Public Wi-Fi fingerprint databases

딥러닝 기반 실내 측위에서는 학습된 심층 신경망

이 사상 함수 의 역할을 대신하게 된다.

모든 과정 중 offline phase에서의 데이터 수집 과

정이 가장 번거롭고 시간 소모가 크다. 이 과정을 실

내 측위 연구자들이 대중에게 공개한 다양한 Wi-Fi

핑거프린트 데이터베이스로 대체할 수 있다. 특히 실

내 위치 인식 및 내비게이션 기술과 관련하여 매년

IPIN(Indoor Positioning and Indoor Navigation) 국

제학술대회가개최되고있다. 이대회에서사용된일

부 데이터베이스들이 대중에게 공개되어 대회 참여자

들의차후연구를돕고, offline phase에서의노동집약

적인 데이터 수집 과정을 생략할 수 있게 하였다.

IPIN 대회에 사용된 데이터베이스와 그 이외에도 많

이 사용되는 데이터베이스들을 <표 1>에 정리하였다.

이중, 성능평가로가장많이이용되는데이터베이스

는 IPIN 2015 대회에사용된 UJIIndoorLoc 데이터베

이스로[10,11], 본 논문에서 소개할 실내 측위 기법들의

성능 비교에 쓰일 예정이다. 해당 데이터베이스는 스

페인에 위치한 Jaume I 대학의 세 건물에서 수집한

데이터(수신 신호 세기, 참조 위치 등)로 구성되어 있

다. 구체적으로 <그림 3>과같이나란히위치한세개

의건물에서총 520개의접속점으로부터측정한수신

신호세기는–100∼0 dBm 사이의값으로기록되었

고, 신호를 감지하지 못했을 경우에는 100으로 표기

되었다. 측정된 수신 신호 세기와 함께 각 참조 위치

는위도, 경도, 층, 그리고건물번호로구성되어있고,

측정했을당시의시간도기록되어있다. 데이터베이스

는 2013년도에약 2∼3주를간격으로 총두달간 수

집되었고, 하나의 참조 위치에서 수신 세기 신호는 1

∼2분 간격으로 최대 10번 이하로 반복 측정되었다.

그리고 UJIIndoorLoc 데이터베이스의 통계치는 <표

2>에 정리하였다.

지금까지Wi-Fi 핑거프린트기법의개요를두단계

(offline and online phase)로 나누어 살펴보고, 활용

가능한 데이터베이스에 대해 알아보았다. Wi-Fi 핑거

프린트 기법의 핵심은 offline phase에서 구축된 데이

터베이스로부터 위치추정에 최적화된 알고리즘을 학

습하는 것이다.

# of training samples 19,937

# of test samples 697

# of APs 520

# of floors 4~5

표 2. UJIIndoorLoc 데이터베이스의 통계치
Table 2. Statistics of UJIIndoorLoc database

Ⅲ. 실내 위치 모델 및 좌표체계

본장에서는머신러닝및딥러닝에적용될수있는

실내 위치 모델(location model)과 좌표체계에 관해

알아본다. 위치 모델은 실내 공간에서의 특정 위치를

일관되고 체계적인 방식으로 기술할 수 있도록 하며,

머신러닝및딥러닝기반실내측위기술의출력형태

를 결정한다. 대표적으로 활용되는 위치 모델로는 기

호적 위치 모델, 지리 위치 모델이 있는데 자세한 내

용은 다음과 같다.
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(a) (b)

그림 4. 실내 공간의 위치를 명시하기 위한 위치 모델
Fig. 4. Location models for specifying locations of indoor
space

3.1 기호적 위치 모델
기호적 위치 모델(symbolic location model)은 실

제 지리적 위치를 사용하지 않고 측정하고자 하는 실

내공간을건물의층, 방등의작은공간들로나눈후,

기호(symbol)를 부여하여 실내 공간의 위치를모델링

하는 것이다. 이를 <그림 4-(a)>에 나타내었다. 이 모

델을사용했을경우위치추정결과가실내공간내부

에 있다는 확실한 보장성을 부여할 수 있다. 그러나

전체 공간을 작은 공간으로 나누는 명확한 기준을 세

우기 어렵고, 실내 내비게이션 서비스에서 필요한 정

확한거리계산이어렵다는단점이있다. 머신러닝및

딥러닝에서 기호적 위치 모델을 적용할 경우, 공간적

분류 문제로 풀이하는데, 이때 사용되는 대표적인 손

실 함수는 아래 식과 같이 교차 엔트로피 오차(Cross

Entropy Error, CEE)이다.

CEE  
  



 ln  (4)

여기서 는 정답을 나타내는 수로 정답일시 1, 오

답일시 0의값을가진다. 는신경망의출력값, 는

학습데이터의개수를나타낸다. 위손실함수는비단

본 논문에서 다루는 실내 측위 문제뿐만 아니라 딥러

닝기반의 분류(classification) 문제를 해결할 때사용

하는 대표적인 손실 함수이다.

3.2 지리 위치 모델
지리위치모델(geometry location model)은 <그림

4-(b)>와 같이 실제 지리적 위치를 나타내는 지리 좌

푯값(geometry coordinates)을 사용하여 실내 공간의

위치를 모델링 하는 것이다. 이 모델은 기호적 위치

모델과 달리 정확한 거리 계산을 할 수 있어, 다양한

실내 측위 서비스를 제공할 수 있다. 그러나 위치 추

정 결과가 실내 공간 내부에 있다는 확실한 보장성을

부여할 수는 없다. 지리 위치 모델을 머신러닝 및 딥

러닝에적용할경우, 수치를예측하는회귀문제로풀

이한다. 이때, 예측된 위치 좌표와 정답 좌표 사이의

오류를 줄이기 위해, 주로 아래의 식과 같이 평균 거

리오차(Mean Square Error, MSE) 손실함수를사용

한다.

MSE w  


  



 rw
 (5)

여기서 는 정답 값, rw는 심층 신경망의 예

측값, 그리고 는 학습 데이터의 개수이다. 정답 값

는 앞서 Wi-Fi 핑거프린트 기법의 offline phase를

알아본 바와 같이 주로 2차원 좌표계를 사용한다.

요약하면 머신러닝 및 딥러닝에 기호적 위치 모델

을 적용할 경우 분류 문제로 풀이하고, 지리 위치 모

델을적용할경우회귀문제로풀이한다는것이다. 다

음장에서는본절에서살펴본두위치모델을적용한

머신러닝 및 딥러닝 기반 Wi-Fi 핑거프린트 실내 측

위 기법들에 대해 상세히 알아본다.

Ⅳ. 머신러닝 및 딥러닝 기반 실내 측위

본 장에서는 본격적으로 머신러닝 및 딥러닝 기반

Wi-Fi 핑거프린트 실내 측위 기술에 대해 알아본다.

먼저기존머신러닝기반실내측위기법을간략히서

술하고 그 한계점을 알아본 후, 딥러닝 기반 실내 측

위 기술을 알아본다.

4.1 기존 머신러닝 기반 실내 측위 기법
본 절에서는 기존 머신러닝 기반 실내 측위 기법

중 대표적인 두 알고리즘, 1) -NN(-Nearest

Neighbor)과 2) SVM(Support Vector Machine)을소

개하고, 3) 실내측위분야에서두알고리즘이가지고

있는 한계점에 대해 알아본다.

4.1.1 -NN 알고리즘

-NN 알고리즘은새로운데이터를입력받았을때,

구축된 데이터베이스에서 새로운 데이터와 가장 유사

한 개 데이터를 선정 및 참조하여 분류 또는 회귀

문제를풀이하는알고리즘으로, 머신러닝분야에서매

우 간단하지만, 효과적인 알고리즘 중 하나이다.

Wi-Fi 핑거프린트기법을적용한 -NN의경우, 사용
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자의 위치를 추정할 때, 측정된 수신 신호 세기를 데

이터베이스내의수신신호세기모두와비교한다. 그

후, 가장유사한값을가지는 개의수신신호세기를

선정하여 해당 참조 위치를 참고하여 사용자의 위치

를추정한다. 선정된참조위치정보들로부터거리제

곱 평균 등 다양한 계산과정을 통하여 사용자의 위치

를 최종적으로 결정하는데, 이때 사용하는 계산 방법

에 따라 weighted -NN[33], soft-range limited 

-NNs[34] 등으로 나뉠 수 있다.

4.1.2 SVM 알고리즘

SVM(Support Vector Machine) 알고리즘은 패턴

인식분야에서제안된알고리즘으로, 데이터가가지는

특징을 구분하는 최적의 초평면(hyperplane)을 찾는

것을목적으로가진다. 특히 SVM 알고리즘은저차원

의 데이터를 활용한 이진 선형 분류 문제를 풀이하는

데 특화되어있는데, 커널 함수(kernel function)를 사

용함으로써 저차원의 데이터를 고차원의 특징 공간

영역으로 변경하여 비선형적 분류 문제를 풀이하는

것도가능하다. 분류문제에서사용된 SVM의원리를

기반으로하여회귀문제를풀이할수도있는데, 이때

는 SVR(Support Vector Regression)이라고 명칭 하

기도한다. Wi-Fi 핑거프린트실내측위기법을 SVM

에적용했을경우, 먼저 offline pahse에서 Wi-Fi 핑거

프린트 데이터베이스로부터 데이터를 잘 구분하는

SVM 모델을 학습한다. online phase에서 수신 신호

세기를받아오면, 학습된 SVM 모델에입력하여유사

도가높은참조위치들을찾아거리제곱평균계산을

통해 사용자의 위치를 추정한다[35,36].

4.1.3 기존 머신러닝 알고리즘들의 한계

위에서 제시한 기존 머신러닝 알고리즘들(-NN,

SVM)은 각각 실내 측위 분야에서 여러 가지 한계점

을가지고있다. 먼저, -NN 알고리즘은사용자의위

치를 추정하기 위해 단말기에서 측정된 수신 신호 세

기를구축된모든 Wi-Fi 핑거프린트데이터와 비교해

야 하므로 연산 집약적(computation-intensive)이고,

online phase에서도 핑거프린트 데이터베이스를 저장

하고 있어야 하므로 알고리즘의 크기가 매우 커지는

문제점이 있다. 다음으로 SVM 알고리즘은 -NN 알

고리즘과 달리 핑거프린트 데이터베이스를 offline

phase에서 SVM 모델을 학습할 때에만 사용하지만,

복잡한 하이퍼-파라미터 (hyper-parameter) 조정과 저

차원의 데이터를 고차원의 특징 공간 영역으로 변경

하는 커널 함수(kernel function) 선택과정에서, 많은

테스트가 요구된다. 이러한 과정은 매우 복잡하고 알

고리즘의 최적화를 어렵게 하며, 데이터의 수가 많을

수록학습속도가느려진다는한계점이있다. 최근많

은 실내 측위 연구자들은 이러한 한계점들을 딥러닝

과 Wi-Fi 핑거프린트 기술을 결합함으로써 해결하고

자 한다.

다음 장부터는 최근 활발히 연구되고 있는 딥러닝

기법중합성곱신경망, 순환신경망그리고강화학습

에 대해 상세히 살펴보고, 각 기법이 실내 측위 분야

에어떻게적용이되었는지소개한다. 특히각기법의

학습 방법을 위주로 설명하고, UJIIndoorLoc 데이터

베이스를활용한신경망들의성능까지비교분석한다.

4.2 합성곱 신경망 기반 실내 측위 기법

4.2.1 합성곱 신경망 개요

합성곱 신경망(Convolutional Neural Network,

CNN)은 영상처리나 신호처리 분야에서 많이 사용하

는 컨볼루션(convolution) 연산을 적용함으로써 모델

의 복잡도를 낮추고, 주어진 데이터로부터 좋은 특징

을 추출하여 분류 또는 회귀 문제를 효과적으로 해결

하려는 신경망이다. 구체적으로 <그림 5>와 같이 먼

저, 입력 데이터의 간단한 특징들을 커널(kernel)들을

통해추출하고, 다음층에서는앞서학습한간단한특

징들을 조합하여 복잡한 특징들을 표현한다. 즉, 신경

망이 깊어질수록 입력 데이터를 다양한 패턴의 조합

으로표현할수있게된다. 결과적으로합성곱신경망

은작은크기의커널을이용하여학습을하고, 계산을

하기때문에신경망의메모리및계산효율이높은장

점이 있다. 또한, 분류 문제에서 우수한 성능을 보인

다. 다음절에서는본논문에서다루는실내측위에서

합성곱 신경망이 어떻게 적용되는지 알아본다.

그림 5. 합성곱 신경망의 일반적인 구조(2D-CNN)
Fig. 5. The general structure of convolutional neural
network(2D CNN)

4.2.2 합성곱 신경망 기반 실내 측위 기법

합성곱 신경망 기반 실내 측위 기법은 offline

phase에서, 핑거프린트 데이터베이스에 기록된 수신

신호 세기들의 주요 특징, 즉 패턴을 추출하여 참조
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Algorithm

SAE+

Classifier

[38]

Scalable

DNN[38]

CNN-

based[38]

CNNLoc

[37],[45]

Floor

Accuracy
91.1% 92.9% 95.4% 96%

표 3. UJIIndoorLoc 데이터베이스에서 층 분류 정확도 비교
Table 3. Comparison of floor accuracy in UJIIndoorLoc
database

(a) (b)

그림 6. UJIIndoorLoc의 RSS 예시 (a) 2-D 이미지로 나타
낸 RSS 값[38] (b) RSS 값의 CWF 변환 이미지[42]
Fig. 6. Example of a RSS sample in UJIIndoorLoc (a)
2-D image of the sample[38] (b) CWT of the sample[42]

위치 정보와 연결하는 알고리즘을 학습한다. online

phase에서는 사용자의 단말기에서 수신한 신호를 학

습한알고리즘에입력하여사용자의위치를예측한다.

합성곱 신경망은 특히 분류 문제를 잘 다룬다는 특성

때문에, 실내위치를기호적위치모델을나타내어공

간적 분류 문제를 풀이하는 연구가 활발하다. 즉, 기

호적 위치 모델을 사용하여 건물이나 층을 분류하는

문제가 주로 연구되었다. <표 3>에는 최근제안된 합

성곱신경망기반실내측위기법과완전연결형(fully

connected) 심층신경망의층분류정확도를비교하였

다. 이때 모든 신경망은 UJIIndoorLoc 데이터베이스

를 사용하였다. <표 3>에서 합성곱 신경망기반 실내

측위 기법 CNNLoc[37]가 96%, 완전 연결형 구조 기

반 실내 측위 기법 Scalable DNN[38]이 92.9%의 층

분류 정확도를 기록해, 합성곱 신경망이 분류 문제를

잘 다루는 것을 확인할 수 있다.

한편, 지금까지살펴본층분류와같이분류할경우

의 수가 적은 상황을 제외하고, 2차원 공간을 기호적

위치모델로나타냈을경우를고려해보자. 2차원전체

공간을작은공간으로나눌때, 실내공간이넓을수록

설정해야 하는 작은 공간의 개수가 증가하는데, 이는

추정해야할경우의수가많아지는것을의미한다. 이

러한 경우 알고리즘은 매우 어려운 분류 문제를 풀기

때문에성능을보장할수없고, 결과적으로대형건물

에서의 정밀한 측정이 어렵다는 한계를 가진다.

한편, 합성곱신경망은분류문제를잘해결할뿐만

아니라 2차원 이미지를 학습하는데 우수한 성능을 보

인다는 것에 기인하여, 벡터로 표현할 수 있는 수신

신호세기를 2차원이미지로 전환하여 알고리즘을 학

습하려는 연구가 이루어졌다[39-41]. 예를 들어, 논문

[38]에서는 <그림 6-(a)>와 같이 1차원의 수신 신호

세기  벡터를 2D 배열로 재정렬하여 이미지화하였

고, 논문 [42]에서는 <그림 6-(b)>와 같이 연속 웨이

블렛 변환(Continuos Wavelet Transform, CWT) 기

법을 통해 이미지화하였다.

합성곱 신경망은 다른 신경망 구조와 쉽게 결합하

여사용되기도하는데, 앞서봤던층분류에서우수한

성능을보인 CNNLoc[37]의경우수신신호세기 를

SAE(Stacked Auto-Encoder)를 통해 전처리함으로써

데이터의 차원을 줄이는 방법으로 더욱 효과적인 학

습을 끌어냈다.

합성곱신경망은분류문제를잘해결한다는점, 이

미지처리에특화되어있는점, 그리고다른신경망구

조와 쉽게 결합할 수 있다는 점 등이 실내 측위 문제

를 다룰 때 큰 장점이 된다. 그러나 합성곱 신경망은

지리 위치 모델을 사용하여 정확한 좌표를 추정하는

회귀문제를푸는데는아직큰성과를보이지못하고

있다. 다음부터 소개할 내용은 합성곱 신경망인

ResNet(Residual Network)의 skip connection을기반

으로한논문 [43]를간략하게소개하고, 그성능을비

교 분석한다. 소개에 앞서 명백히 말하자면 논문 [43]

에서 제안하는 신경망은 ResNet을 완전 연결형 신경

망에활용한구조로, 논문의완성도를위해본절에서

소개한다.

인공신경망이깊어지면딥러닝의이론적인문제인

그래디언트 소멸 문제(vanishing gradient problem)가

나타나는데, 이러한 현상은 딥러닝의 성능 향상에 큰

한계가 되어 학습이 잘 이루어지지 않는 결과를 낳는

다. ResNet(Residual Network)은이러한 한계를극복

하기위해잔차학습(residual learning) 개념을도입한

다. 잔차 학습은 <그림 7>과 같이 기존 가중치 층

(weight layer)들이 쌓여 있는 구조에서 skip
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그림 7. ResNet의 skip connection
Fig. 7. Skip connection in ResNet

Algorithm Method
Average distance

error (m)

RADAR[44] -NN 

DNN[44] DNN 

CNNLoc[37],[45] CNN 

ResNet[43] ResNet 

표 4. UJIIndoorLoc 데이터베이스에서 평균 거리 오류 비교
Table 4. Comparison of average distance errors in
UJIIndoorLoc database

connection을 추가한 것으로, 이전 상태 를 출력에

전달한다. 이러한 기본 가중치 층 구조에 단순 덧셈

연산이 추가된 형태를 통해 연산 증가량은 거의 없으

면서 그래디언트 소멸 문제를 방지하여 깊은 신경망

구성을 가능하게 한다. ResNet은이미지분류 문제를

뛰어난 성능으로 해결하기 위해 <그림 7>의 가중치

층(weight layer)을합성곱신경망으로구성한다. 그러

나논문 [43]에서는사용자가위치한좌표(위도, 경도)

를회귀문제로해결하기위해합성곱신경망대신완

전연결형신경망에 skip connection 기법을도입하였

다. <표 4>에서는실내측위문제를지리위치모델을

사용하여회귀문제로풀이한, -NN, 완전연결형심

층 신경망, 합성곱 신경망 기반 실내 측위 기법과 함

께, 논문 [43]에서 제안하는신경망의 평균거리 오차

를 제시하였다. 이때 <표 3>과 마찬가지로모든 신경

망은 동일하게 UJIIndoorLoc 데이터베이스를 사용하

였다. 평균 거리 오류(average distance error)는 사용

자가실제로위치한위도, 경도와신경망이예측한위

도, 경도를 유클리드거리(Euclidean distance)를통해

계산한 결과이다. <표 4>에서 심층 신경망을 적용한

DNN[44]는 -NN 기반의 RADAR[44]보다 뛰어난 성

능을보였고, 심층신경망을사용하였을때위치추정

과정의 계산 시간이 약 0.03초로 -NN과 비교하여

16배 이상 감소함을 논문 [44]에서 확인할 수 있다.

따라서 기존 머신러닝보다 딥러닝 기반 실내 측위 기

법이훨씬우수한것을알수있다. 한편, 분류문제에

서 가장 우수한 성능을 보였던 CNNLoc[37,45]에서는

회귀 문제의 위치 추정 성능은 11.78 m로 다소 열등

한결과를보인다. 반면, 논문 [43]에서제안된신경망

은평균거리오류가 5.23 m로다른심층신경망보다

훨씬 우수한 위치 추정 정확도를 보인다.

지금까지 살펴본 심층 신경망들은 단일 수신 신호

세기와 해당 참조 위치 정보의 연관성을 학습하기 위

해 데이터베이스의 측정 시각 정보는 무시하고 학습

데이터는 무작위 순서로 입력된다. 즉, 단말기에서 얻

은단일수신신호세기만으로바로위치를추정할수

있다. 이와 달리, 단말기의 처음 위치를 알고 있을 때

일정 시간 동안 단말기가 이동하면서 신호를 연속적

으로 입력받아 처음 위치로부터의 이동 궤적을 추정

하는 실내 측위 기법에 관한 연구가 있다. 이는 주로

로봇주행, 경로예측및안내에사용될수있다. 연속

신호를 사용하기 때문에 신호의 왜곡에 강하다는 장

점이있지만, 다수의입력을받아야하고처음위치라

는사전정보가필수적이다. 다음절에서는이러한연

속데이터(sequence data)를다루는순환신경망기반

실내 측위 시스템을 소개한다.

4.3 순환 신경망 기반 실내 측위 기법

4.3.1 순환 신경망 개요

순환 신경망(Recurrent Neural Network, RNN)은

연관성(correlation)을 가지는 연속 데이터를 다루는

신경망이다. 일반적인머신러닝및딥러닝알고리즘은

입력 데이터가 독립 동일 분포(Independent

Identically Distribution, IID)를가진다고가정하여데

이터의 입력순서와는 무관하게 현재 입력에 대해서만

학습한다. 하지만 순환 신경망에서는 현재 입력뿐만

아니라과거입력과과거 time step의은닉층으로부터

의 정보를 학습한다. 즉, 과거의 정보를 사용하여 신

경망을 구축하고, 새롭게 얻은 정보를 통해 신경망을

계속 업데이트한다.

순환 신경망의 구조는 <그림 8>과 같이 입력층

(input layer) , 은닉 층(hidden layer)  , 출력층

(output layer)로 이루어져 있다. 입력층으로부터 전

달되는 변숫값들의 선형 결합(linear combination)을

비선형 함수로 처리하여 출력층 또는 다른 은닉층으

로 전달하게 된다. 여기서  ,  , 는 각 층에서의

가중치 행렬이다.
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그림 9. P-MIMO LSTM 신경망 구조[47]
Fig. 9. Structure of P-MIMO LSTM[47]

그림 8. 순환 신경망 구조
Fig. 8. Structure of the recurrent neural network

4.3.2 순환 신경망 기반 실내 측위 기법

순환 신경망 기반 실내 측위 기법은 연속데이터를

통해 학습하기 때문에 데이터베이스로부터 실내 경로

를 생성하는 과정이 필요하다. 물론 경로로 이루어진

데이터베이스가 있으면 생략할 수 있지만, 실내에서

만들어질 수 있는 경로는 매우 다양하므로 데이터베

이스를 구축하기 힘들다. 따라서, UJIIndoorLoc 데이

터베이스와 같이 실내 경로 데이터가 없고, 사용자의

위치와 해당 수신 신호 세기 정보가 기록된 일반적인

핑거프린트 데이터베이스를 기반으로 무작위로 실내

경로를 생성하여 이를 연속적인 학습 데이터로 사용

한다. 실내 경로는 사람이 움직일 수 있는 최대 거리

등을 기반으로 정의된 위치 확률 모델을 통해 생성될

수도 있다. 논문 [46]에서는 위치 확률 모델 을

참조 위치 에서의 위치  와 샘플링

(sampling) 시간 간격 동안 사람이 움직이는 최대

거리 max  max ×라고 하여 다음 식으로 정

의하였다.

 

  



max





×

exp


 pre
   pre





(6)

여기서 pre pre는 의 가장 최근 위치, 는

표준 편차이다.

순환 신경망은 현재 입력을 통해 사용자의 위치를

추정하는 합성곱 신경망과 달리, 과거의 입력, 과거의

입력을통해추정된위치, 그리고현재의입력사이의

시간적 유사성을 통해 최적의 경로를 탐색함으로써

사용자의 현재 위치를 예측한다. 따라서 순환 신경망

에서는 데이터 입력 시간을 라 할 때, 시간 동안

의 시간 연속성을 가지는 데이터를 학습 데이터로 사

용한다. 즉, 위치좌표데이터는   의세

트가 된다. 추정 위치가    일 때, 순환

신경망의 손실 함수는 아래의 식과 같다[47].

RNN   


  



 
 


(7)

여기서 · 는 유클리드 거리(Euclidean distance)

이다. 논문 [47]의순환신경망은 <그림 9>와같이새

로운정보가들어올때마다 예측값  을계속업데이

트한다.  

를학습 time step 에서의예측값  라할

때, 라는 입력에 대해 신경망은 예측한 값의 세트

 

 


   

 
을얻는다. 예를들어, 학습 time

step 1에서는  

, 2에서는  


 


 , 3에서는

 

 


 


를 얻는다. 사용자의 현재 예측 위치는

최종적으로 아래의 식과 같이  동안 각 학습

time step       에서의 예측값 

의

평균값으로 결정된다.

 


  

 




(8)

최근실내측위를위한다양한순환신경망구조가

연구되고 있다. 논문 [46]에서는 다층순환신경망 구

조를 사용하였고, [48]에서는 수신 신호 세기의 특징

을 추출하여 잡음에 강인한 시스템을 제안하였다. 특

히 논문 [49]에서는 두 학습 단계를 가지는 double

RNN 구조를 제안하였다. 1단계 location matching에

서는 수신 신호 세기로부터 대략적인 위치를 추정하

는 과정으로 단일 RNN 형태와 동일하고 출력값

     을 가진다. 2단계 location filtering에서
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그림 10. 강화학습 흐름도
Fig. 10. Framework of reinforcement learning

Algorithm Method
Average distance

error (m)

Particle filter[49] Baysian filter 

Kalman filter[49] Baysian filter 

P-MIMO LSTM[46] RNN (Except Building 2)

DL-RNN[49] RNN 

표 5. UJIIndoorLoc 데이터베이스에서 순환 신경망 및 기존
위치 추적 알고리즘의 평균 거리 오류 비교
Table 5. Comparison of average distance error between
RNN and tranditional tracking algorithms in UJIIndoorLoc
database

는 좀 더 정확한 위치 추정을 위한 후처리 과정으로

전단계의출력값으로부터      를얻고, 아래

식의 손실 함수로 학습한다.

                

 

 
  



    
 

 
  



     
 (9)

해당논문은 UJIIndoorLoc 데이터베이스에서랜덤

워크 방법을 활용하여 생성한 경로를 학습 데이터로

사용하였다.

<표 5>에 순환 신경망 기반의 실내 측위 알고리즘

의위치추정 성능을파티클필터(particle filter)와칼

만 필터(Kalman filter)와 함께 비교하여 나타내었다.

파티클 필터와 칼만 필터는 잡음을 가지는 연속신호

로부터 확률 기반 추론으로 움직이는 물체의 위치를

추정하는 대표적인 방법인 베이즈 필터(Bayes filter)

의 효율적인 계산을 위한 방법들이다. 여기서도

UJIIndoorLoc 데이터베이스를 사용하여 성능을 비교

하였다. 칼만필터의경우파티클필터보다우수한성

능을보이지만, 가우시안 잡음을 가정으로 하므로, 일

반적인 실내 신호의 특성에 맞지 않는다는 오류를 범

한다. 순환 신경망 기반의 실내 측위 알고리즘

P-MIMO LSTM[46]와 DL-RNN[49]는 각각 평균 거리

오차가 5 m 미만으로가장 우수한성능을보인다. 성

능비교에사용한 UJIIndoorLoc 데이터베이스는앞 2

장에서설명하였듯이, 모든데이터가시간연속적이지

않고 측정 시각 간격 또한 일정치 않아 완전한 연속

데이터라고 보기 어렵다. 이러한 데이터베이스에서도

경로생성과정을통해임의의시간연속데이터를만

들어순환신경망에충분히활용될수있다는점과함

께 우수한 성능을 확인하였다. 이처럼, 순환 신경망

기반 실내 측위 기법은 과거 데이터 축적으로 잡음에

강인한모델이다. 하지만초기위치에대한정보가필

수적이기 때문에 일반적인 상황에 적용하기 어렵다는

결정적인 한계를 가진다.

지금까지 딥러닝의 가장 대표적인 신경망 구조인

합성곱 신경망과 순환 신경망을 기반으로 하는 실내

측위기법의다양한연구사례를다루었고, 그성능을

비교및분석하였다. 지금까지살펴본딥러닝기반실

내 측위 기법에서는 단말기 위치의 정답 값과 예측값

의 평균 거리 오차를 최소화하는 방법으로 알고리즘

을 최적화하였다. 이때, 새로운 데이터가 축적되면 알

고리즘을 새로이 학습해야 한다는 번거로운 과정이

필요해 아쉬움이 있다.

4.4 강화학습 기반 실내 측위 기법
본 절에서 소개할 강화학습은 앞에서 알아본 문제

점에대한해결책중하나로, 보상이라는개념을도입

하여 알고리즘을 학습함으로써 새로운데이터에도 잘

적응한다는 큰 장점을 가져, 신호 변화가 큰 실내 상

황에서 효과적일 것으로 기대된다. 강화학습은 <그림

10>과 같이 학습대상(agent)이 주어진 환경

(environment)과 상태(state)에 대해 최적의 행동

(action)을선택하는학습방법으로, 상태에따라변화

하는 확률적 모델을 학습한다. 학습대상의 행동이 좋

고 나쁜 정도를 평가하여 학습대상에게 알려주는 것

을 보상(reward) 또는 강화(reinforcement)라고 하며,

강화학습은 이러한 보상을 최대화하는 방식을 통해

학습한다. 강화학습은 마르코프 의사결정 과정

(Markov Decision Process, MDP)으로공식화된문제

를푸는하나의기법으로볼수있는데, MDP의행동

을 결정하는 정책(policy)은 강화학습 방법에 의하여

학습된다. 실내 측위 문제를 MDP 형태로 공식화한

두 가지 기법[50,51]이 있는데, 두 기법은 실내 측위 문

제를서로다른 MDP 형태로공식화하지만, 단말기의

위치를 추정하는 것을 목표로 설정하여 예측값이 목

표에 도달하면 보상을 최대화하는 접근 방법으로 학
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그림 11. CNNLoc[45](좌)와 (b) SAE-CCNN[52](우)의 테
스트 결과 비교
Fig. 11. Comparison of test results between
CNNLoc[45](left) and SAE-CCNN[52](right)

습한다는 것은 공통적이다. 강화학습 기반 실내 측위

시스템은실내측위문제를 MDP 형태의공식화와보

상함수를적절히설정하는것이핵심으로, 차후연구

가 기대된다.

Ⅴ. 새로운 연구 방향 및 이슈

지금까지 살펴본 주된 내용은 머신러닝 및 딥러닝

기반 Wi-Fi 핑거프린트 실내 측위 기법이었다. 본 절

에서는지금까지살펴본내용이외에 Wi-Fi 핑거프린

트 기법과 관련된 새로운 연구 방향 및 이슈를 크게

네 가지로 나누어 알아본다.

첫 번째로, 앞에서 살펴본 모든 딥러닝 신경망에서

공통으로 나타나는 한계점이 존재하는데, 학습 시에

건물의 구조를 고려하지 않고 거리 오류만을 줄이는

것에목표를두어, 신경망이예측한좌표가건물의외

부에 위치할 가능성이 있다는 점이다. 이러한 근본적

인문제의원인을파악하고해결하기위해, 건물의윤

곽정보를활용하여, 새로운손실함수를제안한연구

가 있다[52]. SAE-CCNN[52]은 기존 CNNLoc[45]에서

건물 경계를 벗어나는 좌표들에 대해 추가적 불이익

(penalty)을 반영하여 <그림 11>과 같이 예측된 좌표

들이 정해진 건물 내부에 위치할 수 있도록 하고, 결

과적으로 실내 측위의 견고함과 정확도를 높였다.

두 번째로, 본 논문에서 다루는 Wi-Fi 핑거프린트

기법은 Ⅱ장에서 살펴본 바와 같이 offline phase에서

데이터베이스를 구축하는 것이 가장 번거롭고 시간

소모가 크다. 또한, 시간을 들여 데이터베이스를 잘

구축하였다고 하더라도, 실내 공간이 변화할 가능성

때문에, 데이터베이스를 주기적으로 업데이트(update)

해주어야 하는 문제점이 있다. 이러한 문제점을 해결

하기 위해 데이터 수집 과정에서 생기는 노력을 줄이

기 위한 연구들이 활발히 진행 중이다[53,54].

세 번째로, 지금까지 우리는 Wi-Fi 신호만을 이용

하여 위치를 추정하는 기법들에 대해 알아보았다. 그

러나실내에서 측정할 수있는신호는 Wi-Fi 신호이

외에도 Bluetooth, FM 라디오 신호 등 여러 가지가

있다. 논문 [55]에서는 Wi-Fi 신호와 Bluetooth 신호

를 함께측정하여 핑거프린트 데이터베이스를 구축하

였다. 이외에도 FM 라디오 신호[56], 초음파 신호[57],

지구 자기장 강도[58] 등의 무선 신호를 Wi-Fi 신호와

함께 이용하여 사용자의 위치를 추정하는 연구들이

있다. 모든 연구에서 나타나는 공통적인 부분은

Bluetooth, FM 라디오, 지구 자기장 강도 등의 무선

신호를 이용했을 때, 별도의 인프라를 구축할 필요가

없어 실내 측위를 위한 추가적인 비용이 발생하지 않

는다는 큰 장점이 있다는 것이다.

마지막으로, 실내 측위 기법은 사용자가 실내에 위

치하고있다는가정하에작동될수있다. 따라서사용

자의정확한위치를추정하기전에, 사용자가실외또

는 실내 중 어디에 위치하는지를 판단해야 시스템 개

발이 필요하다. 이를 위해 논문[59]에서는 실내에서

측정된 Wi-Fi 핑거프린트데이터베이스만을이용하여

사용자의 위치를 실내 또는 실외로 구분하는

OvA(One-vs-All) 방식을제안하였다. 논문[60]에서는

2가지 단계로 사용자의 실내/외 검출을 시행하는데,

첫번째단계는사용자가자동차와같은이동수단내

에있으면실외에있다고검출하고, 걷고있거나멈추

어있으면모호하다고 판단후다음단계로넘어간다.

두 번째 단계는 사용자의 기기로부터 측정된 수신 신

호 세기를 이용하여 사용자의 위치를 도심, 시골, 실

내 중 1가지로 검출한다.

Ⅵ. 결 론

본 논문에서는 실내 측위 분야에서 잠재성이 높은

것으로평가되는 Wi-Fi 핑거프린트기법에대해살펴

보았고, 이를최근활발히연구되고있는머신러닝및

딥러닝 기법들과 결합한 사례들을 살펴보았다. 특히

대표적인 머신러닝 기법들(-NN, SVM)이 Wi-Fi 핑

거프린트 기법과 결합했을 때 가지게 되는 한계에 대

해 알아보았고, 이를 극복하기 위한 합성곱 신경망,

순환신경망기반실내측위기법 사례를소개하였다.

또한 각 딥러닝 기반 실내 측위 기술의 장점 및 한계

점에 대해 분석하였고, 위치 추정 성능을 비교 및 분

석하였다. 향후 딥러닝 기술의 발전과 컴퓨팅 능력의

향상에 따라, 더욱 혁신적인 딥러닝 기반 실내 측위

기술들이 지속해서 개발되어 초연결 시대의 핵심 기

반 기술로 자리매김 할 것이라 기대된다.
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