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기계학습 기반 상향링크 랜덤

접속 네트워크 성능 근사화
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Machine Learning-Based Performance

Approximation in the Uplink Random

Access Network
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요 약

확률 기하 기반한 성능 분석은 동작 변수가 성능에

미치는 영향을 정량적으로 파악할 수 있지만 제한된

네트워크 환경에서 성능 분석이 가능하다. 따라서 본

논문은 확률 기하 기반 기계학습을 역방향 성능 근사

화에 적용하는 방안을 제안한다. 제안 방안으로는 송

신전력 제어 변수가 성능에 미치는 영향을 근사화하고

기타 네트워크 환경에도 응용 가능함을 보여 준다.

Key Words : Uplink SINR performance, power

control, stochastic geometry,

machine learning

ABSTRACT

The stochastic geometry-based analysis is possible

to understand the effect of operating variables on

network performance. But it is possible in a limited

environment. Thus, this paper proposed a method

that applies stochastic geometry-based machine

learning to uplink performance approximation. The

proposed method can approximate the effect of the

power control variable on the uplink performance. In

addition, the proposed method can apply to other

network environments.

Ⅰ. 서 론

SINR(Signal to Interference plus Noise Ratio) 분

포는 시뮬레이션 방식으로 분석할 수 있지만 복잡한

네트워크 환경에서는 긴 시간이 필요하다. 확률 기하

기반 성능 분석은 제한된 네트워크 환경에서 가능하

지만 복잡한 수식은 동작 변수가 성능에 미치는 영향

을 분석하는 데 응용의 어려움이 있다[3, 4]. 최근에는

기계학습을 성능 분석에 적용한 연구[1, 2]가 진행되었

다. [1]에서는 sigmoid-like function과 인공신경망을

SINR CCDF 성능 근사화에 적용한 연구가 진행되었

다. sigmoid-like function은 target SINR값과 계수들

로 구성된 수식으로서 네트워크 환경변수가 성능에

미치는 영향을 직접 반영할 수 없는 한계가 있다. 따

라서 송신 전력 제어 변수가 적용된 환경에서 기지국

밀도가 성능에 미치는 영향을 반영하는 데는 그 응용

의 한계가 있다. [2]에서는 확률 기하 수식의 근사식

에서 제안 방안에 적용할 근사식을 도출하고 경로 감

쇄, 잡음등네트워크환경변수를입력특징으로하는

인공신경망을 제안하였다. 하지만 순방향 네트워크에

서 확률 기하 동작 변수와 네트워크 환경변수가 일치

한 상황만 고려하였다. 따라서 역방향 네트워크에서

확률 기하 동작 변수는 아니지만, 네트워크 환경변수

인송신전력제어변수가있는상황에서는제안방안

의 응용은 어려운 한계가 있다.

따라서 본 논문은 역방향 확률 기하 수식[4]과 기계

학습을 결합한 근사식을 제안하고 제안한 근사식을

인공신경망에적용하는방안을제안한다. 제안한방안

을활용하여송신전력제어변수가성능에미치는영

향을 근사화하고 서로 다른 네트워크 환경에서의 응

용가능함과제안근사식을송신전력제어변수에따

른 최댓값을 도출하는데 응용 가능함을 보여 준다.

Ⅱ. 시스템 및 성능 모델

본 논문은 기존 연구[3]에서 기지국 분포를

HPPP(homogeneous poisson point process)와 육각

셀 배치를 성능 분석에 적용하였던 점을 참고하여 그

림 1과 같은 기지국 배치로 진행하였다. 그림 1-(a)는

기지국이 HPPP를 따른 배치를 보여 주고 그림 1-(b)

는 기지국이 육각 셀 배치를 따르는 것을 보여 주고
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그림 2. 역방향 SINR CCDF
Fig. 2. Uplink SINR CCDF

(a) PPP 배치 (b) 육각 셀 배치

그림 1. 기지국 배치 종류
Fig. 1. Base station deployment type

있다. 단말은 단위면적당 개를 갖는 균일 푸아송 분

포에서 랜덤 접속 네트워크 환경을 고려하여 송신 확

률 에 따라 단위면적당 개 분포한다. 단말은 가장

가까운 기지국과 송신하고 송신 여부는 송신 확률을

따른다. 단말과 기지국은 모두 단일 안테나를 사용한

다. 송신과정은  의 경로 감쇄 영향을 받고 는

단위 거리당 경로 감쇄, 는 단말과 기지국 간 거리,

는 경로 감쇄 지수를 의미한다. Rayleigh 페이딩 환

경으로가정하고음영효과는고려하지않았다. 역방향

랜덤접속네트워크환경에서기지국이 이상의 SINR

신호를수신할확률을아래수식(1)과같이표현할수

있다[4].

Pr     


∞

 exp


  


 (1)

수식 (1)에서 ≐ exp




log



 는 음영효과,

은 단말과 기지국 간 거리, 는 사용자의 송신전력,

 ≐  ,  ≐sin


을 보여

주고 있다. 또한 수식 (1)은 아래와 같이 근사화 가능

하다[4].

Pr      









 (2)

역방향 랜덤 접속 네트워크 환경에 송신전력 제어

방안을 적용 시 각 단말의 송신전력은

  minmax ∙
와 같이 결정된다[5]. max는

최대 송신전력, 는 참조 전력, 는 경로 감쇄 영향

을 보여 준다. 가 0부터 1 사잇값으로 설정 시 송신

전력 제어 방안을 FPC(Fractional Power Control)라

고도부른다. 그림 2는송신전력제어방안을적용한

역방향 랜덤 접속 네트워크의 SINR

CCDF(complementary cumulative distribution)을 시

뮬레이션 방식으로 도출한 결과이다. FPC가 0에서 1

로 설정 시 높은 SINR 값을 갖는 UE는 감소하는 반

면 간섭의 영향이 적어진 것을 확인할 수 있고 수식

(1)의 결과는 FPC=0인 성능을 잘 반영할 수 있는 점

을확인할수있다. 비록 FPC가 0부터 1 사잇값일시

수식으로는 SINR CCDF을직접도출할수없지만송

신 전력 제어 방안을 적용한 SINR CCDF 데이터를

통해 기지국 밀도에 따른 target SINR 값 보다 큰 확

률값 데이터를 확보할 수 있고 확보한 데이터를

curve-fitting 방식을 통해서 데이터의 경향을 반영하

는 곡선을 도출하는 데 사용할 수 있다. 따라서 아래

와 같은 근사식을 제안한다.

Pr    ≈exp (3)

수식 (2) 가 수식 (1)의 성능을 잘 따른 점[4] 과 수

식 (2)에서   부분을    로표현

할수있는점을고려하여제안하였다. 네트워크환경

변수인 기지국 밀도만 남기고 시뮬레이션 결과를 통

한 비선형 최소자승법(non-linear least square)방식의

curve-fitting을 통해 가 성능에 미치는 영향을

≐ 들을통해반영한다. 기지국밀도가성능에

미치는 영향을 반영한 데이터 셋을 다항식 곡선 피팅

방식으로도 접근할 수 있다. 하지만 다항식의 차수를

5차까지 설정해야 경향을 반영한다는점과 다항식 본

신은 기지국 밀도에 대한 높은 차수의 다항식으로 성

능에 미치는 영향을정량적으로 분석하기에는 한계가

있다. 반면제안근사식은네트워크환경변수값에따

라 값들은 서로 다르지만, 인공신경망에 적용하면

두 개의 예측값만 도출하면 된다.
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그림 3. 제안 방안을 활용한 성능 분석 1
Fig. 3. Performance analysis 1 using proposed method

Ⅲ. 인공신경망 및 데이터 셋

본장에서는네트워크환경변수인    을입력

특징으로 하여 curve-fitting을 통해 도출한

≐ 중 하나를 출력하는 인공신경망을 제안한

다. 제안한 인공신경망과 수식(3)을 사용하여 FPC가

서로다른값을적용시신속히기지국밀도가성능에

미치는영향을분석할수있다. 인공신경망은각각입

력층은 4개뉴런, 출력층은하나의뉴런으로구성하였

다. 4개의 은닉층은 각각 13개, 9개, 5개, 3개의 뉴런

으로구성되었다. 은닉층을추가하여총뉴런수가증

가 시 비용함수에 주는 영향을 관찰하였지만 5개의

은닉층 구성 시 비용함수는 4개의 은닉층보다 1/10수

준 더 감소하지만 4층으로 구성하여도 10-3수준까지

비용함수가 감소함으로 위와 같은 은닉층으로 인공신

경망을 구성하였다. 은닉층 사이마다 Leaky ReLu층

을 사용하고 비용함수는 MSE(Mean Square Error)을

사용한다. MSE는 


  



 


로표현할수있고 

는 전체 학습 데이터 개수, 는 curve-fitting을 통해

도출한 값, 는인공신경망을통해도출한 값이다.

표 1의 네트워크 환경변수 범위에서 인공신경망에

학습할 데이터를 확보하였다. 표에서 [A, B]는 A 값

또는 B값으로 환경변수를 설정하고 진행하였음을 의

미하고 [A:B:C]는 A부터 C까지의 값 범위에서 B씩

증가하는것을의미한다. PPP 배치와육각셀배치네

트워크환경에서시뮬레이션에기반한 curve-fitting을

통해 각각 88,000개 데이터를 확보하였다. 각각의 데

이터셋에서 80%는학습데이터, 20%는테스트, 셋으로

활용하였다. 인공신경망을학습데이터로학습시  

는 각각 ×  , × 의 MSE을 보여 주었다.

Notation : Description Values

 : UE(user equipment) density 100 km-2

 : UE transmit probability [0.001, 0.01]

 : Path loss exponent [2.1:0.1:6]

 : Reference power [13:0.1:23]dBm

 : FPC parameter [0:0.1:1]

max : Maximum transmit power 23 dBm

표 1. 역방향 랜덤 접속 네트워크 환경
Table 1. Uplink random access network environment

Ⅳ. 성능 평가 및 응용

그림 3은임의테스트셋 HPPP배치네트워크환경

에서 서로 다른 송신전력제어변수가 성능에 미치는

영향을기지국밀도에따라보여주고있다. 인공신경

망의정확도는     
  



 


 
  



 


 인

R-squared 값으로평가할수있다. 위수식에서 는

실제값, 는 예측값, 는 평균값으로서 1에 가까울

수록 예측값과 실제값이 같아지는 것을 의미한다. 그

림에서 3가지 마크는 네트워크시뮬레이션을 통해 도

출한결과이다. 하나의송신전력제어변수가성능에미

치는 영향을 도출 시 47초가 필요하지만 학습된 인공

신경망에서는 0.98 이상의 R-squared 성능을 나타내

는  ,을신속히도출할수있고수식 (3)을통해서

제안 방안이 시뮬레이션 결과의 경향을 잘 반영하는

것을 그림을 통해 확인할 수 있다.

그림 4는육각셀배치의테스트셋에서임의로정

한 네트워크 환경에서 서로 다른 송신전력제어 변수

가성능에미치는영향을기지국밀도에따라보여주

고있다. 시뮬레이션결과의경향을잘반영하는것을

통해서 제안 방안으로 서로 다른 기지국 배치하에서

도 응용 가능함을 확인할 수 있다. 제안 방안으로는

송신전력제어 변수가 성능에 미치는 영향의 최대치를

구할수있다. 그림 4의 FPC=1인상황에서기지국밀

도가 0에서 시작 시 일정한 선형적인 증가가 있지만,

기지국 밀도가 커지면서 증가 폭은 크게 줄어드는 것

을확인할수있다. 따라서 FPC가 1인상황에서성능

에미치는최대영향은수식(3)에서기지국밀도를일

정하게 큰 값을 취할 수 있는 것으로 그림을 통해 직
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그림 4. 제안 방안을 활용한 성능 분석 2
Fig. 4. Performance analysis 2 using proposed method

관적으로 확인할 수 있다.

Ⅴ. 결 론

본 논문에서는 네트워크 환경변수와 확률 기하 동

작 변수가 일치하지 않는 상황의 성능 근사화에 적용

가능한방안을제안하였다. 제안방안으로는송신전력

이성능에미치는영향을근사화할수있음을보여주

었다. 향후, 간섭이 SINR에 미치는 영향을 확률 기하

기반기계학습으로분석하는응용으로확장할것이다.
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