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입력 데이터 무작위도 특성이 기본 오토인코더와 적층

오토인코더의 학습 성능에 미치는 영향
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Impact of Input Data Randomness on Training Performance of

Basic Autoencoder and Stacked Autoencoder
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요 약

본 논문에서는 입력 데이터 특성 중 하나인 무작위도가 오토인코더의 학습 성능에 미치는 영향을 살펴본다. 가

우시안 분포를 따르는 입력 데이터를 가정하여 입력 데이터의 무작위도와 오토인코더의 학습 성능이 선형 관계에

있음을 이론적으로 증명하였다. 이론적 증명을 실험적으로 확인하기 위하여, 입력 데이터의 표준편차와 평균을 변

화시켜가며 실험을 진행하였다. 그 결과, 입력 데이터의 평균에 관계없이 입력 데이터의 표준편차와 오토인코더의

학습 손실이 선형 관계임을 보임으로써 이론적 증명과 실험 결과가 동일함을 확인하였다. 기본 구조의 오토인코더

에 대한 실험과 적층 오토인코더에 대한 실험을 각각 진행하여 은닉층의 수에 관계없이 입력 데이터의 무작위도

가 오토인코더의 학습 성능과 선형 관계에 있음을 확인하였다. 이때 은닉층의 노드 개수가 증가할수록 오토인코더

의 학습 손실이 감소하며, 입력 데이터의 무작위도에 따른 학습 손실의 변화가 적음을 알아내었다.

Key Words : Autoencoder, Stacked autoencoder, Training loss, Gaussian distribution, Randomness

ABSTRACT

In this paper, we examine the impact of the input data randomness on the traning performance of the

autoencoder. Assuming the input data follow a Gaussian distribution, we mathematically analyze that the

randomness of the input data and the training performance of the autoencoder have a linear relationship, and

demonstrate this finding through experiments. Experiments on the basic autoencoder and the stacked

autoencoder confirm that the input data randomness and the training performance of the autoencoder have a

linear relationship regardless of the number of hidden layers. In addition, we examine the training performance

of autoencoder according to the mean and standard deviation of the input data. The results support that the

mean of the input data has a negligible effect on the training loss of the autoencoder. Therefore, we ensure

consistency between mathematical analysis and the experimental results that the number of nodes in the hidden

layer increases, the training loss of the autoencoder and the impact of input data randomness decrease.
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Ⅰ. 서 론

사물인터넷(IoT, Internet of Things)의 발달, 컴퓨

팅 성능 향상, 데이터 저장 가능 용량 증가로 빅데이

터에 기반한 초연결 사회가 도래하고 있다. 5G/B5G

통신·네트워크를 이용하는 사용자가 폭발적으로 증가

하고, 다양한 기능을 제공하는 새로운 서비스가 등장

하면서 비정형 데이터가 대량으로 발생하고 있다[1].

이러한 변화로 인해 더 높은 데이터 전송 속도, 향상

된 커버리지(coverage), 더 나은 비용 효율성(cost

efficiency) 등이요구되고이를해결하기위하여머신

러닝을적용하는노력이계속되고있다[2]. 구체적으로

LSTM(Long Short-Term Memory) 기반 순환신경망

(RNN, Recurrent Neural Network)을 활용한 서비스

별 네트워크 자원예측[3], 강화학습 기반기지국전원

제어[4] 등이제안된바있다. 이외에도머신러닝을적

용하여 트래픽 분류(traffic classification), 트래픽 라

우팅(traffic routing), 혼잡 제어(congestion control),

결함 예측(fault prediction), QoS(Quality of Service)

관리, QoE(Quality of Experience) 관리, 이상 탐지

(anomaly detection), 침입 탐지(intrusion detection)

등의 문제를 해결하려는 시도가 있다[5].

다양한 머신러닝 기법 중, 오토인코더는 입력 데이

터를압축하는인코딩(encoding) 과정을거친후디코

딩(decoding) 과정을통해다시원래의데이터로복원

시킬 수 있도록 표현 학습(representation learning)을

하는 인공 신경망이다. 오토인코더는 라벨이 없는 입

력 데이터 및 적은 입력 데이터의 표현을 학습할 수

있는 장점이 있어, 비지도 학습 방식 기반의 딥러닝

알고리즘사용에효과적이다. 따라서오토인코더기반

의소형 셀주파수및전력 자원 할당시스템[6] 및데

이터특성 간의 비선형 상관관계(correlation)를분석

하여 정확도를 높인 네트워크 이상 탐지 시스템[7]이

제안된 바 있으며 잡음제거 오토인코더(denoising

autoencoder), 적층 오토인코더(stacked autoencoder),

변분 오토인코더(variational autoencoder)와 같은 다

양한 종류의 오토인코더를 활용한 네트워크 침입 탐

지 알고리즘[8] 등의 연구가 진행된 바 있다.

오토인코더를 최적으로 사용하기 위해서는 오토인

코더의 학습 성능을 결정하는 활성화 함수(activation

function), 손실함수(loss function), 은닉층(hidden

layer)의 구조, 에포크(epoch), 학습률(learning rate)

등을 적절히 설정하는 것이 매우 중요하다. 오토인코

더의구성요소중활성화함수와손실함수는입력데

이터의 특성과 사용 목적에 따라 결정할 수 있다. 또

한, 은닉층의구조는오토인코더에서일반적으로은닉

층의노드개수가증가할수록학습손실(training loss)

이 작아지는 경향이 있다는 사실이 알려져 있으나[9],

입력 데이터의 특성에 따른 최적의 은닉층 노드 개수

결정에 관한 연구는 충분하지 않다. 오토인코더의 은

닉층의 노드 개수가 증가함에 따라, 학습 손실은 감소

하지만 학습량은 증가하는 트레이드 오프(trade-off)가

발생하므로, 효율적인학습을위하여입력데이터에따

라 적합한 은닉층의 노드 개수를 결정할 필요가 있다.

본 논문에서는 오토인코더를 활용할 때 입력 데이

터의 특성에 맞는 적절한 은닉층의 노드 개수를 효율

적으로설정하기위하여, 입력데이터특성중하나인

무작위도가 오토인코더의 학습 성능에미치는 영향을

해석적으로분석하였다. 가우시안분포를따르는입력

데이터에 대하여, 오토인코더의 학습 손실이 입력 데

이터의 무작위도를 의미하는 지표인 표준편차와 선형

관계가 있음을 증명하였다. 이론적 학습 손실을 실험

적으로 확인하기 위하여, 가우시안 분포를 따르는 입

력 데이터의 평균과 표준편차를 변화시켜가며 오토인

코더에적용하였다. 이때오토인코더의은닉층의수에

관계없이 입력데이터의 무작위도와 오토인코더의 학

습 손실이 선형 관계에 있음을 확인하기 위해, 기본

구조의 오토인코더에 대한 실험과 적층 오토인코더에

대한 실험을 각각 진행하였다. 또한, 동일한 조건 하

에 은닉층의 노드 개수를 변화시켰을 때 오토인코더

의학습손실에미치는영향을알아보았다. 이를통하

여 반복적인 은닉층 노드 개수 변화를 통한 실험 없

이, 입력 데이터의 무작위도를 계산하여 적합한 은닉

층의 노드 개수를 설정할 수 있다.

본 논문은 다음과 같이 구성되어 있다. Ⅱ장에서는

본 논문의 실험에 활용되는 오토인코더의 구조와 오

토인코더의 학습에 대한 이론적 배경을 제시한다. Ⅲ

장에서는 오토인코더의 학습 성능 척도를 정의하고,

가우시안 분포를 따르는 입력 데이터와 오토인코더

학습 성능 간의 관계를 분석한다. Ⅳ장에서는 Ⅲ장에

서 분석한 입력 데이터의 무작위도와 오토인코더의

학습 성능 간의 관계를 검증하기 위하여 실험을 수행

하고, 실험 결과에 대해논의한다. 마지막으로 Ⅴ장에

서는 입력 데이터의 무작위도가 오토인코더에 미치는

영향에 대한 결론을 제시한다.

Ⅱ. 오토인코더의 이론적 배경

2.1 오토인코더 구조
오토인코더는입력데이터의차원을압축하는인코
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그림 1. 기본 오토인코더의 구조
Fig. 1. The structure of basic autoencoder

그림 2. 적층 오토인코더의 구조
Fig. 2. The structure of stacked autoencoder

더 부분과 인코더를 통하여 압축된 데이터를 원본의

입력 데이터로 다시 재구성하는 디코더 부분으로 이

루어져 있다[10]. 그림 1은 오코인코더의 기본 구조를

보여준다. 기본 구조의 오토인코더는 단일 입력층

(input layer), 출력층(output layer), 은닉층으로 이루

어져있다. 인코더를통과한입력데이터의정보가압

축된 데이터 층을 은닉층이라 한다[11]. 입력 가 신

경망을통과하여압축된잠재변수(latent variable) 

가 되고, 가 다시 신경망을 통과하여 출력 이 된

다. 오토인코더는 학습을 통해 출력 이 입력 와

유사하게 출력되도록 하는 가중치를 찾기 위해 손실

함수 ⋅를 이용하여 과 의 차이를 줄이는

방향으로학습한다. 손실함수를통해오토인코더의학

습손실을계산하고, 이를최소화하는잠재변수 를

학습한다.

은닉층이 하나인 기본적인 오토인코더 외에도, 다

양한 종류의 오토인코더가 존재한다. 그 중, 적층 오

토인코더는그림 2와같이은닉층을 2개이상쌓아올

린 형태이다[12]. 적층 오토인코더는 은닉층이 여러 개

이기 때문에 마치 기본 구조의 오토인코더를 여러 개

쌓아놓은 것처럼 여러 단계의 인코딩, 디코딩 과정을

거치며, 가운데의 은닉층을 기준으로 대칭 형태로 이

루어져 있다.

2.2 오토인코더의 학습에 영향을 미치는 요소
오토인코더의 구성 요소는 활성화 함수, 손실함수,

은닉층의구조, 에포크, 학습률등이있다. 오토인코더

의 학습 성능이 구성 요소 설정 방식에 따라 영향을

받기 때문에 오토인코더 사용 목적과 입력 데이터에

맞는구성요소를설정하는것이매우중요하다. 이를

위해 적절한 구성 요소를 결정하는 방식에 관한 다양

한 연구가 진행되었다.

대표적인 오토인코더의 활성화 함수로는 ELU

(Exponential Linear Unit), ReLU(Rectified Linear

Unit), LeakyReLU, 시그모이드(sigmoid) 함수, 쌍곡

탄젠트(hyperbolic tangent) 함수가 있다. 활성화 함수

에 내재된 특성으로 인해 출력값과 그래디언트

(gradient) 값의 범위가 상이하기에, 입력 데이터와

목적 함수(objective function)에 따라 우수한 성능

을보이는활성화함수를선택해야한다[13]. 이를위해

기존의 활성화 함수를 결합하여 성능을 높이는 방안

도 제안되었다[14].

오토인코더와같은인공신경망을이용한딥러닝은

에포크를적절하게설정하는것이중요하다. 에포크를

작게 설정하면 데이터에 대한 학습이 충분히 이루어

지지 않아 과소적합(underfitting)이 발생하고, 에포크

를크게설정하면학습과정에서과대적합(overfitting)

이 발생하기 때문이다. 반복적인 실험을 통해 에포크

를 결정하는 것을 피하고자 자기조직화 지도

(self-organized map)를활용하여 최적의에포크를 설

정하는 방안이 제안되었다[15].

은닉층의 수가 오토인코더의 학습 성능에 미치는

영향을 알아보기 위하여, 기본 오토인코더와 적층 오

토인코더의 학습 성능을 비교하는 연구가 진행되었다
[16]. 은닉층의 수가 증가할수록 신경망의 학습 능력

(learning capability)이향상되고, 은닉층의수가감소

하면 수렴 속도가 증가하며 학습 과정이 빠르게 진행

된다는 사실이 밝혀졌다.

이와같이오토인코더적용모델의정확성및효율
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성을향상시키기 위해 활성화 함수, 에포크, 은닉층의

개수 설정과 관련된 다양한 선행 연구가 진행되었지

만, 오토인코더의 학습 성능은 오토인코더의 구성 요

소뿐만아니라입력데이터에따라서도달라진다. 따

라서 본 논문에서는 입력 데이터의 특성이 오토인코

더의 학습 성능에 미치는 영향에 관하여 분석하고자

한다.

Ⅲ. 입력 데이터의 무작위도와 오토인코더의 학습
성능에 대한 분석

본 논문에서는 입력 데이터의 특성 중에서도 데이

터 무작위도가 오토인코더의 학습 성능에 미치는 영

향을분석한다. 이를위해입력데이터와출력데이터

의차이인학습손실과입력데이터의무작위도간관

련성을 도출하였다. 본 논문에서는 입력 데이터가 가

우시안분포를따른다고가정한다. 그러므로데이터의

무작위도는표준편차에의해결정되며, 입력데이터의

무작위도를 나타내는 표준편차와 오토인코더의 학습

손실 간의 관계를 분석한다.

3.1 오토인코더의 학습 성능 척도 정의
본논문에서는오토인코더의학습성능을분석하기

위하여  -norm을 이용한 손실함수를 정의한다. 오토

인코더의 입력을 벡터  , 출력을 벡터 이라 하고,

오토인코더의 입력층과 출력층의 노드 개수를 , 입

력층의 번째노드를  , 출력층의 번째노드를 

라 하고  -norm을 이용한 손실함수 은 식

(1)과 같이 정의한다.

  
  



 
 (1)

를 확률 변수(random variable), 를 실현값

(realization)이라 할 때, 임의의 분포 를 따르도

록 입력 데이터 를 생성한다. 오토인코더를 통과한

출력 데이터 은 임의의 분포 를 따른다. 즉,

 ∼ ,  ∼이다. 이때 의 데이터 집

합의 크기가 충분히 크다면 식(2)와 같이 근사적으로

표현될 수 있다.


  



 
 ≈ 

∈

 (2)

식(2)와 같은 근사식이 성립한다면 손실함수

은 두 분포   간의  거리를 계

산한 것과 같다.  의 확률 측도(probability

measure)를각각 라정의하면식(3)과같이표현

가능하다.


∈

   (3)

3.2 가우시안 분포를 따르는 입력 데이터에서의

오토인코더 학습 성능 분석

본 논문에서는 입력 데이터 가 가우시안 분포

 ∼  
 를 따른다고 가정한다. 오토인코더

에서 은닉층의 압축된 데이터를 통해 출력 데이터가

입력데이터와유사하게복원되도록학습이되었다면,

출력 데이터 또한 입력 데이터와 동일한 형태의 분포

를따를것이므로출력데이터은평균  , 표준편

차 의 가우시안 분포를 갖는다. 즉,

 ∼  
 이다. 입력 데이터 와 출력 데이

터 의 차이를 의미하는 오토인코더의 학습 손실을

계산하기 위하여 식(4)와 같이 를 정의한다.

 ,

  
(4)

이때, 는입력데이터와출력데이터의차를나타

내는 변수이며, 는 출력 데이터 에 음수를 취한

값으로, 식(7)의합성곱(convolution)의계산을위하여

정의한 변수이다. 입력 데이터 분포와 출력 데이터의

분포간의거리를계산하기위해입력데이터 의확

률밀도함수를 나타낸 식(5)와 출력 데이터 의 음수

값 의 확률밀도함수를 나타낸 식(6)을 정의한다.

 










 

(5)

 
  

 











 


(6)

의 확률밀도함수  는 입력 데이터 확률밀도함

수 와 출력 데이터 확률밀도함수  간의 거리를
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의미한다. 즉,  는 식(7)과 같이 의 확률밀도함수

 와
의 확률밀도함수 의 합성곱 형태이다.

     
 (7)

입력 데이터 와 출력 데이터 이 모두 가우시

안분포를가지므로, 합성곱인  또한가우시안분포

를가진다. 식(7)에입력데이터 의확률밀도함수를

나타낸식(5)와출력데이터의음수값 의확률밀

도함수를 나타낸식(6)을대입하여 계산하면, 입력데

이터와출력데이터간거리 의확률밀도함수  는

식(8)과 같다.

 
∞

∞

 




 
 







 
 

  




 
 







 
 

  












 


(8)

식(8)에서 오토인코더의 학습 과정에서 발생한 입

력 데이터와 출력 데이터 간 오차의 분포  는 평균

 이고, 분산 
 

 



 

인 가우시안 분포이다. 즉,

 ∼  
 

 이다.

오토인코더의 학습 손실은 식(3)과 같이 입력 데이

터와 출력 데이터의 차이의 절댓값으로 정의된다. 그

러므로 오토인코더의 학습 손실 값은 에 절댓값을

취한 후 기댓값을 계산한 식(9)와 같다.

∣∣ 
  

 ∣∣ (9)

오토인코더의 학습 손실 분포를 나타내기 위해 식

(10)과 같이 을 설정한다.

   (10)

의 확률밀도함수  은 ≥ 인 부분은 와

같고,   인 부분은 축 기준으로 대칭이동 시킨

형태이므로 식(11)과 같이 나타낼 수 있다.

 









 













 
(11)

오토인코더의 학습 손실 값을 도출하기 위하여, 본

논문에서는 식(12)와 같이 정의된 오차함수(error

function) 를 사용한다.

 

 









 (12)

이를 이용하여  의 기댓값  은

  













 





(13)

와 같이 나타낼 수 있다. 평균  이고, 분

산 
 

 
이므로,

  
 

 










 
 

  


 


 
 




(14)

와 같이 나타낼 수 있다.

오토인코더의구성에의하여결정되는출력데이터

의특성을파라미터   로나타내고,  
 

 ,

  로 정의하여 식(14)에 대입하면 아래 식

(15)와 같이 나타낼 수 있다. 식(15)는 입력 데이터의

표준편차 에 관한 함수이다.

  
 









 




 
 




(15)
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그림 3. 입력 데이터  ∼ 의 확률밀도함수
Fig. 3. Probability density function of input data
 ∼ 

그림 4.  ∼ 를 오토인코더의 입력으로 사용하였

을 때의 출력 데이터 의 확률밀도함수

Fig. 4. Probability density function of output data  as
an outcome of  ∼ 

오토인코더는입력데이터와출력데이터의차이를

최소화하는 방향으로 학습하기 때문에, 오토인코더의

학습이 목적에 맞게 이루어졌다면 입력 데이터와 출

력 데이터의 무작위도가 유사할 것이다. 따라서

 ≈,  ≈로 근사하여, 식(16)과 같이 나타낼 수

있다.

 ≈ 
 






(16)

식(16)에서  의 값은 
 의 값에 따

라 달라지는 것을 알 수 있다. 이때 는 고정된 값이

므로 식(17)과 같이  ≥ 일 때  은 와

비례한다.

 ∝ (17)

 와 가비례하므로둘사이의선형관계가

성립한다. 선형 관계의 기울기를 나타내는 를 정의

하여, 식(17)을 식(18)과 같이 나타낼 수 있다.

   (18)

오토인코더의 학습 손실 을 의미하는

 은 와선형관계이며직선의경사도 는오

토인코더의 구성 요소들인활성화함수, 손실함수, 은

닉층의 구성, 에포크 등에 의해 결정된다.

Ⅳ. 입력 데이터의 무작위도와 오토인코더 학습
성능 관계 실험

4.1 오토인코더 입출력 데이터 분포에 대한 실험
Ⅲ장 2절에서 논의한 것과 같이, 은닉층의 압축된

데이터를 통해 출력 데이터가 입력 데이터와 유사하

게복원되도록오토인코더의학습이이루어졌다면, 출

력 데이터 또한 입력 데이터와 동일한 형태의 분포를

따른다는 것을 실험적으로 확인하고자 한다.

본 실험에서는 평균이 10, 표준편차가 1인 가우시

안 분포를 따르는 500,000개의 데이터

 ∼  를 생성한후, 이를오토인코더의입

력 데이터로 사용한다. 이때 활성화 함수, 학습률, 에

포크를 각각 LeakyReLU, 0.01, 100으로 설정하였으

며, 은닉층의 노드 개수는 50개로 설정하였다.

그림 3은오토인코더의입력으로사용된데이터 

에대한확률밀도함수 를나타낸 것이고그림 4는

를 입력 데이터로 사용하였을 때의 오토인코더의

출력 에 대한 확률밀도함수 를 나타낸 것이다.

그림 4가 그림 3과 같은 가우시안 분포 형태인 것을

통해, 오토인코더의 출력 데이터의 분포는 입력 데이

터의 분포와 동일한 형태임을 확인할 수 있다.

4.2 입력 데이터의 무작위도에 따른 오토인코더

학습 성능 실험

Ⅲ장에서이론적으로증명한입력데이터의무작위

도와 오토인코더의 학습 손실이 선형 관계에 있음을

실험적으로 확인하고자 한다. 무작위도가 서로 다른

가우시안분포를따르는입력데이터를생성한후, 동

일한 조건의 실험을 반복하여 입력 데이터의 무작위

도가 오토인코더의 학습 성능에 미치는 영향을 확인
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그림 5. 기본 오토인코더에서 은닉층의 노드 개수를 개로
변화시켰을 때 표준편차에 따른 학습 손실 변화
Fig. 5. Training loss according to standard deviation from
different number of nodes in single hidden layer  of
basic autoencoder

그림 6. 적층 오토인코더에서 은닉층의 노드 개수를 개로
변화시켰을 때 표준편차에 따른 학습 손실 변화
Fig. 6. Training loss according to standard deviation from
different number of nodes in hidden layer  of stacked
autoencoder

한다. 또한 입력 데이터의 무작위도와 오토인코더의

학습 손실이 오토인코더의 은닉층의 구조에 영향을

받지 않음을 확인하기 위하여 기본 오토인코더와 적

층 오토인코더를 이용한 실험을 각각 진행한다.

평균  , 표준편차 의가우시안분포를가지는

500,000개의 데이터를 생성하였다. 생성한 데이터를

오토인코더의 입력으로 사용하기 위해, 수를 100개씩

나누어 길이가 100인 5,000개의 데이터 를 만들었

다. 를 오토인코더의 입력 데이터로 사용하였으며,

오토인코더의 활성화 함수는 LeakyReLU, 에포크는

100으로 설정하였다. 이는 오토인코더 학습 과정에서

과적합이 일어나지 않고, 에포크가 증가할수록 학습

손실이 줄어드는 안정적인 학습 조건을 실험적으로

확인한것이다. 본실험에서는입력데이터 의평균

은 ∈{10, 20, 30}으로설정하고순차적으로번갈

아가며변화시킨다. 이때입력데이터 의표준편차

는 ∈{1, 2, 3, …, 30}로, 를 1부터 30까지 1

씩증가시킨다. 활성화함수 LeakyReLU는입력이음

수일 때는 출력을 작은 값으로 축소시키는 특성이 있

으므로,   인 데이터만 사용한다.

4.2.1 입력 데이터의 무작위도에 따른 기본 오토인코

더 학습 성능의 변화 실험

은닉층이 1개인 기본 구조의 오토인코더에서 입력

데이터의 무작위도가 오토인코더의 학습 성능에 미치

는 영향을 알아보기 위한 실험을 진행한다. 학습률은

0.01로 설정하였고, 은닉층의 노드 개수는 ∈{10,

20, 30, 40, 50, 60, 70}로 변화시켜가며 실험하였다.

그림 5는 은닉층의 노드 개수()를 변화시켰을 때

표준편차에따른오토인코더의학습손실을나타낸다.

가 커질수록 오토인코더의 학습 손실이 증가하는

데, 이는 가 클수록 입력 데이터의 무작위도가 커

져 학습 성능이 저하되기 때문이다. 또한, 그림 5에서

가 클수록 은닉층의 노드 개수 증가에 따른 학습

성능 개선율이 높아지는 것을 확인할 수 있다. ∈
{10, 20, 30}의 값에 관계없이 학습 성능은 와 선

형인 것을 관찰할 수 있다. 따라서 입력데이터

 ∼  
 의 무작위도에 영향을 미치지 않는

평균값은 오토인코더의 학습 성능에도 영향을 미치지

않는다는 것을 확인할 수 있다.

4.2.2 입력 데이터의 무작위도에 따른 적층 오토인코

더 학습 성능의 변화 실험

은닉층이 3개인 적층 오토인코더에서 입력 데이터

의 무작위도가 오토인코더의 학습 성능에 미치는 영

향을 알아보기 위한 실험을 진행한다. 적층 오토인코

더는대칭구조이므로첫번째와세번째은닉층의노

드개수는동일하게설정하고, 두번째은닉층의노드

개수는첫번째와세번째은닉층의노드개수보다작

거나같게설정한다. 적층오토인코더의첫번째와세

번째은닉층의노드개수는 70개로고정하였고, 두번

째 은닉층의 노드 개수를 ∈{10, 20, 30, 40, 50,

60, 70}로 변화시켜 실험하였으며, 학습률은 0.001로

설정하였다. 오토인코더학습과정에서과적합이일어

나지 않고, 에포크가 증가할수록 학습 손실이 줄어드
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Basic

autoencoder

Stacked

autoencoder



10 0.7491 0.7359

20 0.6919 0.6566

30 0.6383 0.5807

40 0.5869 0.4984

50 0.5373 0.4209

60 0.4882 0.3447

70 0.4408 0.2900

표 1. 은닉층의 노드 개수 에 따른 선형 계수 값
Table 1. Value of  for different number of nodes in
the hidden layer 

는 안정적인 학습 조건을 실험적으로 확인한 것이다.

그림 6은 은닉층의 노드 개수()를 변화시켰을 때

표준편차에 따른 적층 오토인코더의 학습 손실을 나

타낸다. 그림 6에서 가 커질수록 적층 오토인코더

의 학습 손실이 증가하는 결과를 관찰할 수 있다. 또

한, 그림 6에서 가 클수록 은닉층의 노드 개수 증

가에 따른 학습 성능 개선율이 높아지는 것을 확인할

수있다. ∈{10, 20, 30}와관계없이 학습성능이

와선형인 결과를바탕으로 은닉층의개수가 여러

개인적층오토인코더의 경우에도 는학습성능에

영향을 미치지 않는다는 것을 알 수 있다.

2절 1항의 그림 5와 2항의 그림 6을 통해 기본 구

조의오토인코더와 적층 오토인코더 모두 에대하

여 학습 성능이 식(15)에 나타난 결과와 같이 선형으

로나타남을알수있다. Ⅲ장에서이론적으로증명한

것과 같이 은닉층의 수와 관계없이 입력 데이터의 무

작위도가 증가할수록 오토인코더의 학습 성능이 저하

되는 결과를 관찰할 수 있으며, 은닉층의 노드 개수

( )가증가할수록학습손실은 줄어든다는 사실을실

험적으로 확인하였다. 표 1은 은닉층의 노드 개수에

따른선형계수 를정리한것이다. 본논문에서는은

닉층의노드개수이외에나머지구성요소는모두고

정시켰으므로, 는 은닉층의 노드 개수에 따라 결정

된다. 표 1에서 은닉층의 수와 관계없이 가 커질수

록 가감소하는것을통해, 은닉층의노드개수가증

가할수록 입력 데이터의 무작위도의 영향을 적게 받

는다는것을알수있다. 또한, 가동일한경우적층

오토인코더의 학습 성능이 더 뛰어나다는 것을 확인

하였다.

Ⅴ. 결 론

본논문에서는입력데이터의무작위도가오토인코

더의학습성능에미치는영향에대해분석하고, 입력

데이터의 무작위도를 이용하여 은닉층의 노드 개수를

설정하는 방안에 관한 연구를 진행하였다. 본 논문에

서는 가우시안 분포를 가지는 입력 데이터를 활용하

여 입력 데이터의 무작위도를 의미하는 지표로 표준

편차를 사용해 오토인코더의 학습 손실과 선형 관계

임을 증명하였다. 실험을 통해 입력 데이터의 표준편

차와학습손실이양의선형관계를가지는것을확인

하였다. 또한 은닉층의 노드 개수가 증가할수록, 무작

위도에 따른 오토인코더의 학습 성능의 변화가 적다

는 사실을 알아내었다. 이 결과는 적층 오토인코더에

도 적용되는 것을 실험적으로 확인하였다. 또한 은닉

층의 노드 개수가 증가할수록, 무작위도에 따른 오토

인코더의 학습 성능의 변화가 적다는 사실을 알아내

었다. 이 결과는 적층 오토인코더에도 적용되는 것을

실험적으로 확인하였다. 따라서 오토인코더의 은닉층

의 노드 개수를 결정할 때 입력 데이터의 무작위도를

계산하여 학습 성능을 예측할 수 있다.
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