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요 약

최근 무선 네트워크 기술의 발전을 통해 모바일 단말에서 물체 인식 및 비디오 분석과 같은 실시간성 모바일

비전 어플리케이션이 여러 분야에서 적용되고 있다. 이러한 어플리케이션은 높은 정확도의 딥러닝 모델을 사용하

기 위하여 모바일 엣지 컴퓨팅 (MEC)을 활용하지만, 네트워크 비용 및 지연으로 인해 낮은 사용자 경험 품질

(QoE)을 보인다. 이를 해결하기 위해서, 모바일 단말과 MEC 서버 사이 딥러닝 추론 연산을 레이어 단위로 나누

는 딥러닝 모델 파티셔닝 기술이 주목받고 있다. 기존 연구는 모바일 비전 어플리케이션의 사용자 경험 품질 향상

을 위하여 단대단 지연 시간, 에너지 소모, 추론 속도 (fps) 중 한 가지, 혹은 두 가지 지표만을 개선할 수 있는

딥러닝 모델 파티셔닝 방법을 제시하였다. 본 연구에서는 위 세 가지 성능 개선지표의 향상을 위하여 1) 모델 파

티션 포인트, 2) 입력 프레임 중 처리할 프레임 수, 3) 모바일 단말의 GPU 클럭 주파수를 제어하는 알고리즘을

제안한다. 시뮬레이션 결과를 통해, 제안하는 방법이 동일 단대단 지연 시간에서 모바일 단말 단독 추론 알고리즘

과 비교했을 때, 90.2%의 평균 에너지 소모 성능 개선을 보이고, MEC 서버 단독 추론 알고리즘과 비교했을 때,

91.8%의 처리 fps 성능 개선을 보임을 확인하였다.

Key Words : DNN model partitioning, mobile vision application, quality of user experience, mobile edge
computing, optimization

ABSTRACT

Through the advancement of wireless network technology, real-time mobile vision applications such as object

detection and image analysis in mobile devices are being used in various fields. Such applications leverage

mobile edge computing (MEC) to utilize high-accuracy deep learning models, but show low QoE due to

network overhead. To tackle this, deep model partitioning has emerged that splits processing for inference

between a mobile device and MEC server. Existing works proposed deep learning model partitioning algorithms

to improve one or two metrics among end-to-end latency, energy consumption, and frame per second (fps) to

enhance the QoE of mobile vision applications. In this paper, we propose an algorithm to jointly control (i)

the model partitioing point, (ii) the number of frames to be processed among the input frames, and (iii) the

GPU clock frequency of the mobile device to improve the performance of the above three metrics. With

trace-driven simulation, we verify that our RT-DMP can save 90.2% of energy consumption than mobile

processing algorithm, and improve processed fps by 91.8% compared to MEC algorithm.
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Ⅰ. 서 론

최근 B5G/6G 네트워크의 출현으로 인하여 자율
주행 자동차, 증강 현실 (AR) 등과 같이 딥러닝을 활

용한 모바일 비전 어플리케이션이 주목받고 있다. 이

러한어플리케이션사용자의경험품질 (QoE) 기준은
크게 1) 한정된 배터리 용량에 의존하는 모바일 단말

의에너지효율성, 2) 추론결과에대한정확도, 3) 단

일프레임을처리하는데발생하는총처리시간인단
대단 지연 시간, 4) 초당 처리되는 프레임의 수 (fps)

로 총 네 가지이다. 이때, 모바일 사용자의 요구나 어

플리케이션의 종류에 따라서 특정 기준이 다른 기준
보다 더 중요할 수 있다.

모바일 단말은 한정적인 연산 능력과 메모리 크기,

배터리 용량을 갖기 때문에, 모바일 비전 어플리케이
션은 주로모바일엣지컴퓨팅 (MEC)의 도움을 받는

다. 이때 MEC 서버는충분한 연산 능력 (GPU)를 갖

고 있다. 따라서 모바일 단말은 무선 네트워크 (5G,
WiFi) 상태와 배터리 상태에 따라서 모바일 단말 자

체에서딥러닝 추론(모바일 컴퓨팅)을진행하거나, 입

력 데이터를 MEC 서버로 전송하여 MEC 서버가 대
신딥러닝추론 (MEC)을진행할수있다. 일반적으로

모바일 컴퓨팅은 네트워크오버헤드를 발생시키지 않

지만, 부족한 연산 능력으로 인하여 프로세싱 오버헤
드를발생시킨다[1]. 반면 MEC 서버는충분한연산능

력으로 인하여 모바일 단말의 처리 오버헤드는 줄여

줄수있지만, 모바일단말과 MEC 서버사이데이터
송․수신 과정에서 네트워크 오버헤드가 발생할 수

있다. 과거에는 모바일 단말의 DVFS (Dynamic

Voltage and Frequency Scaling)과 실시간으로 변화
하는 네트워크 환경을 고려하여 모바일 컴퓨팅을 할

것인지, MEC를할것인지를결정하는이분법적연구

들이 진행되어왔다[1-8].

한편, 모바일 비전 어플리케이션의 경험 품질 향상

을 위하여 딥러닝 모델 파티셔닝에 대한 연구가 진행

되고 있다[9-13]. 이러한 연구는 기존의 이분법적 연구
와는 달리, 딥러닝 모델이 연속된 레이어로 구성되어

있는 점을 활용하여 레이어 별 추론을 모바일 단말과

MEC 서버가 나누어 처리하게 된다. 딥러닝 모델이
나누어지는 지점을 파티션 포인트라 하며, 기존 연구

와 같이 DVFS, 네트워크 제어와함께파티션포인트

를 추가로 제어함으로써, 모바일 단말과 MEC 서버
사이의 네트워크 및 프로세싱 오버헤드를 조절할 수

있다. 이를 통해, 추가적인 사용자 경험 품질 향상을

기대할수있다. 하지만기존딥러닝모델파티셔닝을

다룬연구는앞서소개한네가지의사용자경험품질
기준 중, 하나 혹은 두 가지의 기준만을 다루었다.

본 연구에서는 딥러닝 모델 파티셔닝이 사용자 경

험품질기준중 1) 모바일단말의에너지소모, 2) 단
대단 지연 시간, 3) 처리 fps 세 가지 기준에 대해 높

은변동성을보인다는점을활용하여, 동적딥러닝모

델 파티셔닝 및 프로세싱/네트워크 자원 관리 모델을
제안한다. 해당 모델은 위 세 가지 경험 품질에 대한

성능을 보장한다.

이를 위하여 본 연구에서는 모바일 단말의 프로세
싱과네트워크사용에따른에너지소모와처리 fps로

이루어진 사용자 만족도에 대한 비용을 최소화하는

문제를생성한다. 이때시간평균단대단지연시간을
보장한다. 이를 가상 큐 기반 Lyapunov 최적화를 활

용하여 1) 파티션포인트, 2) 모바일단말의 DVFS, 3)

처리 fps를 동적으로 제어하는 RT-DMP 알고리즘으
로 도출한다. 제안한 RT-DMP 알고리즘은 목표한 단
대단 지연 시간을 위반하지 않으면서 비용을 최소화

함을 증명한다. 또한, 시뮬레이션을 통해 제안한
RT-DMP 알고리즘을 검증한다.

Ⅱ. 시스템 모델

2.1 서비스 모델
그림 1은 본 연구의 시스템 구조로, 모바일 단말이

비전 어플리케이션을 사용하고, 모바일 단말과 MEC

서버 모두 사전 학습된 딥러닝 모델 을 메모리에

올려두고 있다. 예를 들어, 모바일 단말에서 물체 인

식을 위하여 모바일 단말과 MEC 서버 모두

YOLOv4-tiny 모델을 메모리에 올려둔다. 본 연구에

서는 ∊  ⋯로 나누어진 환경으로,

단위 시간 간격은  (second)로 둔 시간에 따라 동
작하는시스템을고려한다. 모바일비전어플리케이션

은 매 타임슬롯 시작 추론을 위하여  (bits) 크기의
 (frames) 개를생성하고, 이는모바일 단말의추
론을위한입력데이터로사용한다. 모바일단말은입
력되는 데이터에 대해서 처리하고자 하는 데이터의

양  ∊ ⋯을 결정한다.
사전 학습된 딥러닝 모델 은 convolution,

maxpool과같이특정작업을수행하는여러레이어로

구성된다. 이러한 레이어의 출력 결과는 연속된 다음

레이어의 입력이 된다. 본 연구에서는 모델 을 

개의레이어그룹으로나누어, Seq


   ⋯ 
로

표현하였다. 레이어 그룹  ∊ Seq은 추론 연산을
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분할하기 위한 가장 작은 단위이다. 이때, 레이어 그

룹 은 단일 레이어뿐 아니라, 병렬적으로 구성된 여
러 개의 레이어와 shortcut connection으로 구성된
residual block 등을 모두 포함할 수 있다. 모바일 단

말과 MEC 서버 모두에서 개의 프레임을 처리하
기위해각프레임은 Seq의모든레이어그룹연산

을 거치게 된다. 따라서 일부 상위 레이어 그룹은 모

바일 단말에서 프로세싱된 후, 그에 따른 결과를

MEC 서버로 전송한 후, 남아있는 나머지 레이어 그
룹은 MEC 서버에서 프로세싱하여 추론을 진행할 수

있다. 즉, 딥러닝 모델 파티셔닝을 통하여 모바일 단

말과 MEC 서버가 추론 연산을 분담한다. 이에 따라
모바일단말은모바일단말과 MEC 서버간프로세싱

연산을 나누기 위하여 매 타임슬롯 마다 파티션 포

인트  ∊ ⋯를결정한다. 결정된파

티션 포인트 에 따른 동작은 다음과 같다.










    MEC서버가 Seq
를처리

     모바일단말이 Seq
를처리

  모바일단말이 
 ⋯

  를처리후

MEC서버가  ⋯


를처리

각레이어그룹 
은구성된레이어, 수행작업, 필

터의 영향으로 서로 다른 특성을 보인다. 예를 들어,

서로 다른 역할을 하는 레이어를 처리하는데 필요한
연산량은 다를 것이다. 또한, 같은 종류의 레이어라고

해도, 특성 맵을 생성하는 데 필요한 필터의 구성에

따라서필요한연산량은다르다. 이러한각레이어그
룹의 특성을 반영하기 위하여 단일 비트를 처리하는

데 필요한 GPU 사이클 수를 나타내는 processing

density 
 (cycles/bit)를정의하였다. 또한, 각레이어

그룹별로 입력 데이터 대비 출력 데이터 크기가 다르

다. 이러한비율을 bit conversion ratio 
 (bits/bit)로

정의하였다.

파티션 포인트 에 따른 모바일 단말 (md)와
MEC 서버 (es)의 processing density와 bit

conversion ratio는 다음과 같이 표현된다.









md
  

 





  




  es

  
 





  






md
  

  




  es

 
  






(1)

2.2 자원 및 에너지 모델
모바일 단말은 처리를 위하여 GPU를 탑재하고 있

고, DVFS가 가능하여 매 타임슬롯 모바일 단말의

GPU 클럭주파수   max  (cycles/second)를

조절할수있다. 모바일단말은결정된파티션포인트
에 따라서 를 조절한다. 에 따른 GPU
에너지 소모량  는 다음과 같다.

    (Joule) (2)

는 모바일 단말의 GPU 모델에 따라 결정되
는 상수이다. MEC 서버는 모바일 단말보다 연산 능

력이 좋으므로 max보다 높은 es (cycles/second)의

고정된 GPU 클럭 주파수를 갖는다.

모바일 단말은 매 타임슬롯 마다 파티션 포인트

에 따라서 MEC 서버로 5G, WiFi와 같은 무선
네트워크를 통해 데이터를 전송한다. 이때, 네트워크

무선채널은채널상태, 모바일단말의 path loss 등에

의해 매 타임슬롯 변화한다. 따라서 매 타임슬롯마다
업링크 네트워크를 통해 전송 가능한 데이터의 양을

 ∊ max  (bits)라 정의하였다. 이로 인해 모바

일단말은매타임슬롯마다 MEC 서버로 md


를 전송한다. 네트워크 에너지 소모량 는 다음

과 같다.

  
max


md


(Joule) (3)


max는 업링크 자원 를 최대로 사용했을 때

그림 1. 모바일 단말-엣지 서버 기반 딥러닝 모델 파티셔닝
시스템 구조
Fig. 1. Architecture of mobile-edge based DNN model
partitioning system
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발생하는 최대 네트워크 에너지 소모량이다. 따라서

매 타임슬롯 에 모바일 단말에서 발생하는 총에너지

소모 는 와 의 합으로 표현된다.

2.3 단대단 지연 모델
단일 프레임을 처리하는 데 발생하는 단대단 지연

시간은 다음과 같이 네 가지로 이루어진다.

1) 모바일 단말에서의 프로세싱 시간: 에 따라
모바일 단말에서 처리해야 하는 GPU 사이클 수는

md
 (cycles)이고, GPU 클럭 주파수는 

(cycles/second)이므로, 모바일 단말 프로세싱에 걸리

는 시간은 md
  (seconds)이다.

2) 결과 업로드 시간: 모바일 단말에서 MEC 서버

로 전송하는 데이터의 양은 md
 (bits)이고, 업링

크 대역폭은  (bits/second)이므로 데이터 전

송 시간은 md
 이다.

3) MEC 서버에서의 프로세싱 시간: MEC 서버에

서 처리해야하는 GPU 사이클 수는 es
 (cycles)

이고, GPU 클럭 주파수는 es (cycles/second)이므로

MEC 서버 프로세싱에 걸리는 시간은 es
 es

(seconds)이다.

4) 최종 결과 다운로드 시간: 비전 어플리케이션에
서최종추론결과 (bounding box 좌표, 신뢰도, 클래

스)는전체추론시간대비매우적은비중을차지하므

로 최종 데이터 전송에 대한 시간은 생략한다.

따라서 단대단 지연 시간 은 다음과 같다.

 

md




md


es

es


(seconds)

(4)

Ⅲ. 문제 정의 및 제안 알고리즘

3.1 문제 생성
본 절에서는 모바일 비전 어플리케이션 경험 품질

개선 문제를 세우고, 이를 해결하기 위한 알고리즘에

대해살펴본다. 우선파티션포인트 와모바일단
말 내에서 입력되는 프레임 중 처리할 프레임 수

 , 모바일 GPU 클럭 주파수 를 제어하여 추
론을 진행하며 평균 단대단 지연 시간을 보장하는 동
시에 long-term 모바일 단말 에너지 소모 (E)- fps 유

틸리티 (U)의 가중 합을 최소화하는 문제는 다음과

같다.

(P1): min   



















  ≤ max

  md
 ≤∀∊ 

  md
 ≤∀∊ 

   ∊ ⋯∀∊ 
   ∊ ⋯∀∊ 
    max  ∀∊ 

 ∊ ,  ∊ ,
 ∊ 이며, 는 에너지 감소와 fps 유틸
리티사이가중치이다. 또한, 유틸리티함수 ⋅은
연속 미분 가능하고, 증가하는 성질을 지닌 concave

함수이다. (C1)은시간평균단대단지연시간에대한

제약사항, (C2), (C3)은업링크네트워크와 GPU 프로
세싱 용량의 제약사항, (C4), (C5), (C6)은 파티션 포

인트  , 처리하고자 하는 프레임 수  , 모바일
GPU 클럭 주파수 이 선택 가능한 영역이다. 본

연구에서는 시스템 상태 Ω  가 매
타임슬롯 i.i.d 하다고 가정한다.

유틸리티 함수 ⋅는 시간 평균에 대하여 비선
형 함수이므로, 매 타임슬롯마다 문제를 풀어나가기

어렵다. 따라서매타임슬롯푸는문제로변환하기위

해서 straight line set과 보조 변수를 추가한다. 먼저
임의의상수 minmax 로 이루어진 straight line set

  min ≤≤max을 정의한다. (P1)에 제약

사항을 추가한 문제는 다음과 같다.

(P2): min   



























∊

이때, (P2) 목적함수의 최솟값은 추가된 제약사항
으로 인해 (P1)의 최솟값보다 작을 수 없다. 하지만

straight line set 가 매우 크다면, (P2)는 (P1)과 동
일한 최적값을 달성한다. 다음으로, (P2)를 시간 평균

의 함수로 나타내기 위하여 보조 변수  ∊를

소개한다. 는 Jensen’s inequality로 인하여 다음
과 같은 관계를 갖는다.

∊ and ≤ (5)

마지막으로, 보조변수 를추가한문제는다음
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과 같다.

(P3): min     















  ≤







   ∊∀∊ 

이때, ∊ 이며보조변수 는가

상의 처리 fps로, 


는 를 시간 평균 관점에

서 쫓아가는 방식으로 동작하게 된다.
를 제어하여 시간 평균 에너지 소모

와 시간 평균


로 이루어진 fps 유틸리티의 가중

합을 최소화하는 (P1)의문제는보조변수 의추

가로, 를제어하여시간평균에
너지 소모와 시간 평균 fps 유틸리티 가중치 합을 최

소화하는 문제로 변환되었다. 즉, 보조 변수 의
추가로 매 타임슬롯 풀어나갈 수 있는 문제로 변환되

었다. (P3)의 목적함수의 최적값은 (P1)의 목적함수

최적값과 같다.

3.2 알고리즘 유도
먼저, 초기큐값  ∞을갖는가상큐

를 정의한다.  은 다음 관계를
갖는다.

  max 
 , (6)

 





 





 . (7)

이때 만약 큐 와 가 발산하지 않는다면,
제약사항 (C1)과 (C7)이 만족하게 된다.

가상의 큐 와 를 사용하여, Lyapunov
drift와시간평균에너지와 fps 유틸리티가중치합에
를곱한합을나타내는 Lyapunov drift-plus-penalty
를 최소화하는 알고리즘으로 도출할 수 있다.

3.3 알고리즘 설명
본 절에서는, 실시간 딥러닝 모델 파티셔닝 방법인

RT-DMP를 제안한다. 제안하는 방법은 오직 입력되

는 가상의 큐  , 프레임의 수  , 업링
크 네트워크 자원  정보만을 이용하여
 을 결정한다.

1) 보조 변수 : 매 타임슬롯 마다 가상의 큐

에 따라 RT-DMP는 다음 문제를 해결한다.

min (8)

 ∊ 

식 (8)은 convex 최적화 문제이기 때문에. 다음과

같은 해가 도출된다.

 



 ′ 







min

max

(9)

유틸리티 함수 ⋅이 연속 미분 가능하면서 증

가하는 concave 함수이기 때문에,  ′ ⋅은 감

소함수이다. 식 (9)에서 가 감소하게 되면, 즉,

제약사항 (C4)를 만족하게되면, 간접적으로


를

증가시키기 위하여 를 증가하여 가 증가한
다.

2) 그 외 변수    : 매 타임슬롯 마
다 가상의 큐 와 에 따라 RT-DMP는 다음
문제를 해결한다.

min IBS


max


md





md




md


es

es



 















md
 ≤

md
 ≤

 ∊ ⋯
 ∊ ⋯
  max  

(10)

식 (10)에서   는 업링크 네트워크
자원제약과 GPU 프로세싱자원제약으로인해서로

얽혀있는 문제로, 독립적인 문제로 분해될 수 없다.
따라서 삼차원의 도메인에서 가능한 모든 경우의 수

를 확인 후, 변수 결정이 가능하다. 문제의 복잡도를

낮추기 위해 고정된  ∊⋯와

∊ ⋯에 대해서 식은 다음 에

대한 일차원의 convex 최적화 문제로 변환된다.

  argmin






md
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md
 ≤

  max  
(8)

식 (11)의  는 convex 함수로, 이에 대한 최

솟값으로 최적값이 구해진다.

 



  





md
 





md


max

(12)

이를가능한파티션포인트 와처리프레임개
수 에 대해 비교하는 방식의 알고리즘은 다음과
같다.

   결정 알고리즘

Input: 

Output:    ,
(Initialization)

1: ←∞

(Iteration)
2: for  ∊ ⋯ do

3: for  ∊ ⋯ do
4: Find  by eq (12).

5: Update  minIBS

6: if   IBS then

7: Update     

8: end if
9: end for

10: end for

   결정 알고리즘은 의 최댓값
이 max일때, max 회의반복을 요구한다.

3.4 알고리즘 성능
본 연구에서 제안한 알고리즘 RT-DMP는 시간 평

균에너지소모와 fps 유틸리티의가중합에대해모든

제약사항을 만족하면서 다음과 같은 성능을 보인다.

≤


 
 


(13)

이때, 
 

 는 (P3)의에너지소모와 fps

유틸리티의 가중치 합의 최솟값이다.

Ⅳ. 시뮬레이션

이절에서는시뮬레이션을통하여 RT-DMP 알고리
즘이 모바일 비전 어플리케이션 환경에서의 동작을

검증한다.

4.1 시뮬레이션 환경
본 시뮬레이션에서는 모바일 단말 사용자가 사물

추론비전어플리케이션을사용하는것을고려하였다.

사용하는 딥러닝 모델은 YOLOv4-tiny[14]로, 모델을

12개의레이어그룹으로나눈뒤각특성을그대로반
영하였다. 입력되는 프레임의 수는 평균 60개로 설정

하였고, 모바일 단말은 (114-1300)MHz의 GPU 클럭

주파수 설정이 가능하며, MEC 서버의 GPU 클럭 주
파수는 RTX3090 스펙으로 설정하였다. 모바일 단말

의 에너지 및 하드웨어 특성은 Nvidia Jetson TX2의

스펙으로 설정하였다. 또한, 업링크 네트워크로 보낼
수 있는 데이터 양은 (10.864-63.196)Mbps로 설정하

였다. 모바일 단말의 GPU 에너지 모델에 따른 값은

  ×,   ,  로 설정
하였다. 시뮬레이션은 총 1000 타임슬롯 동안 실행되

었다.

4.2 시뮬레이션 결과
그림 2는 본 연구에서 제안한 알고리즘의 성능 검

증을위한시뮬레이션결과이다. 그림 2-(a)는요구단

대단지연시간에따른처리 fps와프레임당발생하는
에너지에 관한 결과를 보여준다. 결과에 따르면, 요구

단대단 지연이 길어질수록 더 높은 처리 fps를 갖는

것을확인할수있다. 이러한결과는요구되는단대단
지연 시간이 길어질수록 프로세싱 및 네트워크 자원

을더유연하게사용할수있으므로시스템은더많은

수의프레임을처리할수있기때문이다. 하지만모바
일 단말의 프로세싱 자원 부족으로 인하여 모바일 단

말의 프로세싱 한계에 다다르게 되면 처리 fps가 더

이상 증가하지 못하게 된다. 또한, 그림 2-(a)에서 단
대단 지연 시간이 길어질수록 GPU 에너지는 감소한

다. 이는단대단지연시간이길어질수록모바일단말

이 더 작은 크기의 GPU 클럭 주파수 설정을 통하여
처리하기때문이다. 이와함께긴단대단지연시간에

서는 MEC 서버로더많은양의프로세싱을분담하여

네트워크 에너지는 증가한다. 하지만 모바일 단말의
에너지소모는 GPU 사용에따른에너지가주를이루

기 때문에, 단대단 지연 시간이 길어질수록 총에너지

소모는 감소한다.
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그림 2-(b)는 요구 단대단 지연 시간이 0.04초일

때, 에너지 감소와 처리 fps 사이 가중치  변화에

따른 처리 fps와 모바일 단말의 평균 에너지에 관한

결과를보여준다. 의증가는시스템이에너지감소

보다 처리 fps 증가를 중점으로 동작함을 의미한다.

결과에 따르면 의 증가와 함께 처리 fps와 에너지

모두증가한다. 이는 의증가함에따라서시스템이

처리 fps에 더 집중한 결과로, 처리 fps 증가에 따라

모바일단말의 GPU 클럭주파수증가와네트워크사
용 증가로 인한 결과라 볼 수 있다.

그림 2-(c)는 제안한 방법 RT-DMP와 타 알고리즘
간 처리fps와 평균 에너지의 비교 그래프이다. 타 알
고리즘은 1) Mobile-only: 처리할 프레임의 개수와

GPU 클럭주파수를제어하는모바일단말단독추론

알고리즘과, 2) Edge-only: 처리할 프레임의 개수를
제어하는 MEC 서버 단독 추론 알고리즘이다.

RT-DMP (0.04s)와 Mobile-only 알고리즘은 요구 단

대단 지연 시간을 0.04초로 설정, RT-DMP (0.05s)와
Edge-only 알고리즘은 요구 단대단 지연 시간을 0.04

초로 설정하여 비교하였다. 먼저 RT-DMP (0.04s)는

Mobile-only와 비교했을 때 4.5%의 처리 fps 성능 개
선 및 90.2% 평균 에너지 소모 성능 개선을 보인다.

이는 Mobile-only가 요구 단대단 지연 시간의 만족과
높은처리 fps 달성을위하여매우높은 GPU 클럭주
파수 설정 때문이다. 다음으로 RT-DMP (0.05s)를

Edge-only와 비교했을 때 91.8%의 처리 fps 성능 개

선을 보이지만,평균 에너지 소모 측면에서는 좋은 성
능을 보이지 못한다. 이는 Edge-only가 GPU 에너지

를발생시키지않기때문이다. 하지만 Edge-only는네
트워크 상태에 큰 영향을 받기 때문에 0.05초보다 짧
은 단대단 지연 시간을 보장하지 못하고, 22 이상의

처리 fps를 달성시키지 못한다. 즉, 모바일 단말의 에

너지 소모를 제외한 사용자의 경험 품질 개선이 이루

어지지 않았다. 이러한 결과는 딥러닝 모델 파티셔닝
과 DVFS, 네트워크의복합적 제어가 단대단지연시

간, 처리 fps, 에너지소모성능개선에효과를보임을

확인시켜 준다.

Ⅴ. 결 론

모바일 비전 어플리케이션 사용자의 경험 품질은
모바일단말의에너지소모, 하나의프레임의처리시

간을나타내는단대단지연시간, 처리속도를나타내

는 처리 fps에큰 영향을 받는다. 본 연구에서는 모바
일 비전 어플리케이션 사용자 경험 품질 향상을 위한

딥러닝 모델 파티셔닝 기반 제어 알고리즘을 제안한

다. 이는 모델 파티션 포인트, 입력 프레임 중 처리할
프레임의개수, 모바일단말의 GPU 클럭주파수를제

어하여 단대단 지연 시간을 보장하면서 에너지 소모

감소 및 fps 유틸리티 증가시킬 수 있다. 시뮬레이션
을 통해 제안하는 알고리즘이 요구된 단대단 지연 시

간에따라서처리 fps와에너지소모개선이이루어짐

을 검증하였다. 또한, 모바일 단독 추론 알고리즘과
MEC 서버단독추론알고리즘과비교하여사용자경

험 품질 개선에 높은 효과가 있음을 검증하였다.
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