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요 약

스마트폰을 활용한 실내 측위에서 많이 사용되는 보행자 관성항법은 사용자의 움직임에 따라 변화하는 관성 측

정 장비의 값을 사용하여 위치를 갱신한다. 보행자 관성항법은 보행 감지, 보폭 계산, 이동 방향 추정 총 3가지

요소로 이루어져 있는데, 실내 환경에서 보행 감지와 보폭 계산은 비교적 안정적으로 추정되지만 이동 방향 추정

은 센서의 누적오차와 실내 자기장의 영향으로 방향 추정값에 변동성이 증가한다. 이 문제를 해결하기 위해, 본

논문에서는 사용자가 스마트폰을 가지고 걸을 때 스마트폰에 내장된 관성 측정 장비의 센서값을 수집하여 입력

데이터로 만들고 사용자가 걸을 때 실제 이동 방향을 출력 데이터로 구성해, 별도 보정계수 (Hyperparameter) 설

정 필요 없이 방향 정보뿐만 아니라 관성 측정 유닛의 원시 데이터도 사용하여 사용자 이동 방향을 예측하는 딥

러닝 기반의 이동 방향 추정 기법을 제안한다. 제안된 기법을 검증하기 위해 Android OS에서 관성 측정 장비의

센서 데이터를 수집하였고, Google사의 기계학습 라이브러리 TensorFlow를 사용하여 딥러닝 모델을 구현하여 제

안 기법의 실험 결과를 확인하였다.

키워드 : 실내 측위, 스마트폰 기반 실내 방향 추정, 방위각, 딥러닝, 관성 측정 유닛

Key Words : Indoor Localization, Smartphone-based Indoor Direction Estimation, Azimuth, Deep Learning,
Inertial Measurement Unit

ABSTRACT

Pedestrian dead reckoning (PDR) which is widely used in smartphone-based indoor localization, updates

user's location by calculating the movement variations using the inertial measurement unit (IMU) inside the

smartphones. The PDR consists of three components: step detection, stride length estimation, and direction

estimation. In the indoor environment, although the step detection and the stride length estimation obtain

accurate results relatively, the direction estimation accuracy can be easily affected by the cumulative errors and

the magnetic noises. In this paper, we propose a deep learning-based direction estimation scheme by taking

into account the gyroscope drift problem and the external magnetic field effects. The proposed scheme collects

the IMU data when the user freely walks with the smartphone as the training data and labels the data using

the actual walking direction as the output data. The proposed deep learning model receives the IMU sensor
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Ⅰ. 서 론

실외 공간에서 GPS (Global Positioning System),

GLONASS (GLObal NAvigation Satellite System)

등의 위성 신호를 활용하여 사용자 위치를 계산할 수
있는데 반해, 실내에서는 위성 신호가 건물에 가리고
수신하기 어려워 위성 신호로 실내에서 사용자 위치
를측정하는, 즉실내측위 (Indoor Localization)는큰
오차 때문에 사용 불가할 수 있다. 최근 들어, 스마트

폰 보급률이 높고 휴대가 간편하다는 점을 고려해 스
마트폰 기반의 실내 측위에 관한 연구가 활발히 진행
되고 있으며, 주요 기반 시설에 의존하는
(Infrastructure-dependent) 방식과 의존하지 않는

(Infrastructure-independent) 방식으로 크게 나눌 수
있다.
기반 시설에 의존하는 방식 중 초광대역 (Ultra

Wide Band; UWB)[1], Wi-Fi[2], Bluetooth Low

Energy (BLE)[3]와같이스마트폰이수신하는무선신

호의 세기와 방향을 활용하여 사용자의 실내 위치를
계산하는 기법 등이 있는데, 이러한 기법의 공통적인
단점은 액세스 포인트 (Access Point), 비콘 (Beacon)

등과같은앵커노드 (Anchor Node)에대한의존성이
있다. 앵커 노드는 미리 설치해야 하고, 실내 측위 정

확도는 이들의 개수와 위치뿐만 아니라 환경의 변화
에 의해 영향을 받는다[4].

스마트폰기반의기존보행자관성항법 (Pedestrian

Dead Reckoning; PDR) 기법은 기반 시설에 의존하
지 않은 방식이며, 사용자가 스마트폰을 가지고 걸을
때 변화하는 관성 측정 유닛 (Inertial Measurement
Unit; IMU) 내의 가속계 (Accelerometer), 지자계
(Magnetometer), 자이로스코프 (Gyroscope) 센서값을

이용하여 사용자 위치를 계산한다. 정확한 이동 방향
을 얻는 것은 PDR 기법의 주요 기술적 목표이며, 지
자계 센서는 실내 자기장 간섭에 민감하고 자이로스
코프에서는 드리프트 (Drift)에 따른 누적오차가 있어
이동 방향의 정확도가 떨어지고 실내 측위 성능이 감
소한다. 이문제를해결하기위해센서융합알고리즘
은 이동 방향 추정 개선에 널리 사용되고 있다[5-7].

최근에는 기존 PDR의 성능을 향상하기 위해 딥러
닝 (Deep Learning; DL) 기반의 PDR 방안에대한연

구가 활발히진행되고있다[8-10]. 예를들어, [9]에서는
보폭계산정확성을향상하기위해 DL 모델이스마트
폰사용자의행위를분류하는데사용되고, [10]에서는
가속도를 적분하는 대신 보행자 이동 속도를 추정하

는 DL 접근법이 제안되었다.

본논문에서는기존 PDR 기법의이동방향추정에
서발생하는자기장간섭문제, 센서드리프트문제를
해결하기 위해, 스마트폰 관성 센서를 사용한 딥러닝
기반의이동방향측정기법을제안한다. 사용자가걸
을 때 스마트폰 IMU 센서값을 저장하여 실제 이동
경로를 바탕으로 학습 데이터로 만들어 사용자의 이
동방향을안정화하고예측하는 DL 모델을지도학습

한 후, 실제 수집된 IMU 데이터를 사용하여 기존 이
동 방향 추정 방안, 융합 알고리즘 방안 그리고 제안
기법을 이용하여 사용자의 이동 경로를 추적하고 각
각의측위결과를비교하여이동방향추정성능을확
인한다.

본 논문의 구성은 다음과 같다. 2장에서는 기존 스
마트폰 IMU 센서 기반의 이동 방향 측정 기법과 방
향 추정성능개선을위한융합알고리즘을 소개한다.

3장에서는 제안하는 DL 기반의 이동 방향 안정화 기
법에대한 IMU 데이터수집및전처리, 지도학습데

이터의 구성과 모델의 훈련 방안에 대해 제안한다. 4

장에서는실험결과를살펴보고, 5장에서는논문의결
론을 지으며 마무리한다.

Ⅱ. 센서 기반의 방향 추정 방식과 문제점

본 장에서는 스마트폰 IMU 센서 기반 이동 방향
추정 기법과 방향 정확성을 향상하기 위한 융합 알고
리즘을소개한다. 여기서사용자가스마트폰을가지고
걸을 때변화하는 IMU 센서값을활용하여방향을추
정하고, 융합 알고리즘이 추정된 방향의 성능을 개선
하는 프로세스를 서술한다. 또한, 실내 환경과 IMU

센서의 한계에 의한 각각의 문제점도 설명한다.

2.1 기존의 방향 추정 방식
스마트폰 IMU 센서기반의이동방향측정기법은

그림 1과 같다. 기존의 보행자 관성항법의 이동 방향
은 스마트폰이 하늘을 향하고 있을 때 주요 회전축인

values while the user walks, and predicts the direction of the current step. In order to evaluate the

performance of the proposed scheme, we built an Android app to collect the IMU sensor data, and train the

deep learning model by utilizing the Google’s TensorFlow machine learning library.
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축 방향을 기준으로 사용하고, 축 방향은 가속계

(단위: msec), 지자기 (단위: T), 자이로스코프
(단위: radsec)로 이루어진 IMU에서 측정된 센서
값을 사용해 아래와 같이 계산된다.


  tan

 
 (1)


  

 (2)


  

  (3)

여기서, 
는 가속계와 지자기 센서로 계산한 번

째 걸음에서의 이동 방향이고, 
는 자이로스코프 센

서로 계산한 번째 이동 방향이다. 와 

는 각각 가속계와 지자기로 계산한 보정된 지자기 값

이다. 는 번째걸음에서의회전각속도이고, 는
회전 감지 시간이다. 첫 번째 가 식 (2)와 같이 가

속계와 지자기 센서로 계산한 의 값으로 초기화하

고, 나머지는 식 (3)에 따라 지난번  값에서 현재

각속도 를 적분하여 를 갱신한다.

자이로스코프 센서에서 도출되는 와 가속도 및

지자기센서에서 도출되는이동방향 는각 센서의

특성에따라방향정보가다르다. 지자기센서가지구
자기장의 북쪽을 향하는 특성을 이용하여 에서 지

구좌표계 (Global Coordinate System; GCS)의 방향
정보를 얻을 수 있는데, 실내에서 를 계산할 때 발

생하는문제는주로건물의철골구조나전자장비등
에서 발생하는 자기장에 의해 지구 자기력이 왜곡되
어 측정되는 문제이며, 이러한 현상을 소프트 아이언
효과 (Soft Iron Effect)라고한다[11]. 자이로스코프센
서를이용하여계산된이동방향 는자기장의영향

을 무시하는데, 회전각을 계산하는 센서의 측정 방식
때문에추적시간에따라센서의측정한계, 드리프트

현상 등에 의해 누적오차가 발생하여 짧은 추적 경로
에만 정확하다[6,12].

2.2 융합 알고리즘
스마트폰 IMU 센서를 이용하여 추정된 이동 방향

내의 불필요한 잡음을 감소시키기 위해, 기존 방법은
칼만 필터 (Kalman Filter; KF)[13,14], 파티클 필터
(Particle Filter; PF)[15], 상보 필터 (Complementary

Filter; CF)[16] 등의알고리즘을사용하여센서값을융

합하여 각 센서의 특성을 활용해 이상치를 감쇄한다.

주요 저주파 잡음을 포함하는 자이로스코프 이동 방
향과 주요 고주파 잡음을 포함하는 지자기 및 가속도
의 이동 방향을 일정한 비율로 융합하는 CF 방식은
아래 식에 따라 이동 방향을 추정한다[17,18].


  

 
 (4)

여기서, 와 는식 (1)과식 (3)에서얻은두이

동 방향이고, 계수 의 크기에 따라 와 의 융합

비율이결정된다. 또한, 의값을선택할때는각센서
의응답특성을고려해야하는데, 낮은주파수대역에
서 성능이 좋은 와 높은 주파수 대역에서 성능이

좋은 의 센서의 성질에 따라    이상의 값을

상황에 맞게 선택한다.

선형 역학계의 상태를 추정하는 순환 필터
(Recursive Filter)인 KF는 아래 식에 따라 이동 방향
을 추정한다[19].


  

   (5)


  

  (6)

예측 단계




 


 (7)

      (8)

보상 단계

    

  

 (9)




 


 

 


 (10)

그림 1. 스마트폰 IMU 센서를 사용한 이동 방향 측정 구조
Fig. 1. The framework of the heading estimation
algorithm using smartphone IMU sensors
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      (11)

여기서 식 (5)는 상태 전이 함수이며, 식 (5)에서

는 이동 방향,  는 시스템의 입력, 는 공분산

행렬 (Covariance Matrix) 를 가지는 정규분포
∼  잡음변수이다. 본논문에서 는자이

로스코프센서값이다. 식 (6)은관찰함수이며, 시스템
의 관찰 값은 가속계와 지자기 센서에서 도출되는 

이고 는 공분산 행렬 을 가지는 정규분포
 ∼ 잡음 변수이다. KF 알고리즘에 사용되
는 파라미터를 표 1로 요약하였고 이동 방향만 추정

해서 ,  , 는 모두 1로 초기화한다. 식 (5)과 식

(6)에서 나온 와 의 표준편차인 와 은 개발자
가 설정하는 매개변수이고 가 커지면 추정 잡음이
커져자이로스코프센서값의사용비율이낮아지고 

이 커지면 관측 잡음이 커져 가속계와 지자기 센서값
의 사용 비율이 낮아진다.

실외에서는 의값이안정적이고 의값과비슷

해서 서로 다른 매개변수를 사용하는 융합 알고리즘
결과도 비슷하다. 그러나 실내에서는 큰 자기장 잡음
때문에 융합 알고리즘 결과는 매개변수에 민감하고,
적당하지 않은 매개변수를 설정하면 잡음이 강한 공

간에서여전히문제가발생하며, 위와같은센서융합
방식은모든환경에따른 적합한계수설정이어렵다.

그림 2는 서로 다른 잡음 환경에서 다른 매개변수
의설정에따라다른융합결과를확인하기위한측정
결과이다. 그림에서 나온 KF의 결과는 식 (5)-(11)로

계산하였다. KF1 (초록색)은 의 값이 0.001이고 

의 값이 15인 KF 융합 결과이며, KF2 (빨간색)는 

의값이 0.01이고 의값이 1.5인 KF 융합결과이다.
그림 2(a)는 자기장 잡음이 약한 실외에서의 측정 결
과이고 KF1과 KF2의 융합 결과가 비슷한 모습을 확

인할수있었으며, 그림 2(b)에서는  (파란색)와 

(주황색)를 비교하여 가 실내에서 발생하는 자기장

으로 인해 불안정한 모습이 나타났고 KF1과 KF2의

융합 결과가 큰 차이인 것을 확인할 수 있었다.

또한, 와  뿐만아니라 IMU Raw 데이터에서

도사용자의이동방향과자세등정보를포함하고있
다. 예를 들어, 사용자는 스마트폰이 직진 방향을 가
리키고 걸을 때 다른 보행자에 양보하기 위해 옆쪽에
움직인다. 이 때 스마트폰이 여전히 앞쪽에 가리키고

있다면, 추정된방향은앞쪽인데실제이동방향은완
전 앞쪽이 아니다. 사용자가 오른쪽으로 이동하면

IMU 센서 중인가속도 센서의 축 데이터를 변동시
킬 것이고 적당하게 사용되면 추정된 이동 방향을 보
정할수있다. 하지만기존알고리즘은이러한데이터
를 사용하기 어렵다.

Ⅲ. 센서 기반의 방향 추정 방식과 문제점

본 논문에서 제안하는 DL 기반 방향 추정 기법은
학습을 위한 데이터 수집 과정, 학습 성능을 높이기
위한 전처리 및 훈련 데이터 작성 과정, 그리고 모델
의 훈련 과정으로 구성되며, 기존 IMU 센서 기반의
방향 추정 시 발생하는 문제 해결하기 위한 목적으로

Observed input  (measurement)

Posterior output  (estimate)

System model     

For internal computation 


   

표 1. KF 알고리즘에 사용된 파라미터
Table 1. Parameters used in the KF algorithm

(a) 실외 환경

(b) 실내 환경

그림 2. 실외 및 실내에서 서로 다른 매개변수의 융합 결과
Fig. 2. Fusion results for different parameters in outdoor
and indoor environments
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설계된 학습 데이터를 사용해 문제를 해결한다.

3.1 IMU 데이터 수집
본논문에서는 DL 기법의학습방법중지도학습

방식을 사용하여 모델을 훈련한다. 모델의 성능은 입
력 데이터 (Input Data)와 출력 데이터 (Output Data)

의상관관계에따라변화되고, 실제성능을높이기위
해서는 입력과 출력의 관계성이 높은 특성을 사용하
는것이중요하다. 제안하는 DL 기반방향추정기법

에서는 기존의 IMU 센서에서 발생하는 문제점을 해
결하기 위해 아래와 같이 Raw 데이터를 구성한다.

  
 

 
 




(12)

여기서, 
 , 

 , 
 는 스마트폰 3축

에서 측정되는 가속도, 자이로스코프, 지자기 센서값
이고 와 는식 (1)-(3)에서계산하는이동방향이

다.

그림 3은 Raw 데이터의 수집 시점과 과정에 대한
상태 전이도를 도시하며, 아래 과정을 따라 진행된다.
초기 상태인 “Not Walk” 단계에서는 걸음이 감지

되지 않으면 프로그램을 초기 상태로 유지하고 걸음
감지되면 “Step Queue” 상태로 변환한다. 걸음 감지

기준은 식 (13)과 같다.

    min    max (13)

스마트폰 IMU 센서에서 얻은 가속도 백터는 LCS

(Local Coordinate System)로 계산된 값이므로 GCS

로 변환해야 한다[20]. 여기서, 는 의
 값을 GCS로 계산한 수직 선형 가속도 값이

고, , 는감지기준인상한과하한값이며본논

문에서는 각각  msec와  msec으로 설정

하였다. 또한, 는 걸음 하나의 지속시간이고 min,

max는 지속 시간의 상한과 하한 값이며 각각

 sec,  sec로설정하였다. 각파라미터값의설
정에 대한 설명은 [20]에서 찾을 수 있다.

“Step Queue” 상태에서시간 동안새로운걸음이
감지되지 않으면 “Not Walk” 상태로 변환되며, 새로
운 걸음이감지되면 IMU 센서데이터가메모리대기

열로 저장된다. 저장된 대기열 길이가  이상이 되면
“Walking” 상태로 전환된다.

“Walking” 상태에서시간 동안새로운걸음이감
지되지 않으면 “Not Walk” 상태로 전환되고,
“Walking” 상태에서첫번째걸음이감지되면대기열
에 있는 IMU 데이터를 먼저 스마트폰 데이터베이스

에 저장하고이후에는걸음이감지될때마다 IMU 센
서 데이터를 바로 데이터베이스에 저장한다. 본 논문
에서는 를  sec로 을 3으로 설정하였다. 이는 사
용자의상태가쉽게 “Walking” 상태로전환되고쉽게
“Not Walk” 상태로 돌아갈 수 있는 것을 의미한다.

위와 같은 데이터 수집 시스템은 다른 동작 (간단
한스마트폰이동등)을걸음으로인식하지않게되며,

보행 중에만 센서 데이터가 생성되도록 보장해 사용
자가 보행 중 잠시 멈추고 다른 작업 (예: 메시지 전
송, 다른 응용 프로그램 사용 등)을 수행하더라도 측
위 결과에 영향이 없도록 보장한다. 데이터는 숭실대
학교 중앙 광장 및 도로 등의 실외 공간과 전형적인

사무 공간의 복도로 볼 수 있는 베어드홀 1층과 실내
외가연결되었으며넓은홀구조를가진형남공학관 2

층에서수집되었으며총 4,398개의 를수집
하였다.

3.2 데이터 전처리 및 훈련 데이터 작성
센서 데이터는 높은 정확도보다는 저전력, 작은 공

간 점유 등을 목표로 설계한 IMU 센서의 한계와 보
행 환경, 사용자의 움직임 등에 의해 잡음이 상당히
포함되어 있고 이에 따라 이상치가 발생한다. 데이터그림 3. 데이터 수집 시스템 상태 전이도

Fig. 3. State transition diagram of data collection

그림 4. 제안 알고리즘을 사용한 이상치 검출 및 제거 예시
Fig. 4. Example of outlier detection and elimination by
the proposed algorithm
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전처리 과정은 훈련 데이터에서 이러한 이상치를 제
거하여 모델에 잘 적용하고 성능을 향상할 수 있다.

사용자의 보행 이외의 다른 움직임에 의해 발생한
가속도로 인해 추가로 저장된 걸음 데이터는 전체 측
위 시스템의 정확도를 낮출 수 있고, 해당 데이터는
사용자 걸음에 의해 생성된 데이터가 아니므로 학습
에 영향을 줄 수 있으며, 이와 같은 데이터는 식 (14)

에 따라 학습에서 제외한다.

    (14)

여기서, ⋅와 ⋅는 각각 수집된 데이터를 기

반으로 계산한 각 걸음의 시간 간격 의 평균과 표준
편차이고, 그림 4는 실제 데이터 수집 과정에서 저장
된 이상치가 포함된 데이터 집합과 기준에 따라 정제

된 데이터 집합을 시간에 따라 도시하였다. 그림에서
이상 데이터는 인접 걸음과 간격이 약  msec로
나타났고 평균 간격과 큰 차이가 있어 이상 데이터로

간주하여 삭제되었다. 정제된 에서 식 (15)
와같이입력특성 (Input Feature) 중하나인 를도

출하였다.


  

   
 (15)

여기서 의 값은 0.98로 설정하며, 
의 계산은 주로

자이로스코프센서값이주도하고, 가속계/지자계센서
값은 자이로스코프의 드리프트 오차를보상하는 것을

의미한다.

수집된 원시 센서 데이터에서 심한 잡음이 포함되
고 있어 단순 이동 평균 (Simple Moving Average;

SMA)을 사용하며, 현재 시점에 데이터에 발생하는
잡음을 완만하게 만들기 위해 과거의 데이터를 사용

해 평균값을 아래와 같이 계산한다.

  




  



  (16)

여기서, 은잡음영향을줄이기위해사용하는과거
데이터의 참조 길이인 윈도우 사이즈 (Window Size)

며, 의값이너무크면지연문제를유발할수있어
본 논문에서는   로 설정하여 사용하였다.
스마트폰 IMU 센서는서로다른측정단위를가지

고있어저장되는값의범위도각센서마다차이가존
재한다. 위와같은문제는 DL 기반의모델에입력데

이터로 사용될 때 상대적으로 큰 특성 값에만 모델이
예측이 변화시킬 수 있으며, 데이터 크기의 정규화
(Normalization)를진행해서데이터값이적정한공통

범위로표현되도록한다. 입력특성  와출력데이

터  는 아래와 같이 구성된다.


 max

min


  min

 (17)


 max

min


  min

 (18)


 


 

 (19)


 


 

 (20)

   
  

  
 

 (21)

   
 (22)

여기서, ⋅max와 ⋅min는 각 특성 데이터 집

합의최대값과최소값이고식 (16)의 SMA 방식을사

용해 데이터의잡음 감소를고려하였다. 입력 특성 

중 와 는 가속계와 자이로스코프 센

서의 원시 데이터이고 두 센서는 사용자의 행동을 측
정한다. 지자기 센서는 GCS의 각도를 제공하는데 실
내 환경에서 지자계 원시 데이터는 불안정하고 모델
예측의 불안정을 유발할 수 있어서 여기서는 그의 대
신 상대적으로 안정한 와 를 사용한다. 출력 데

이터    
는 지도상에 표기된 방위각과 실제

이동을 통해 얻은 데이터를 비교하여 잡음으로 인해
잘못 측정된 방위각을 수정하여 데이터를 레이블링
(Labelling) 할 수 있다. 본 논문에서는 학습을 위한

데이터 수집 지역의 방위각을 비교하여 
를 설정하

였으며, 식 (23)와 식 (24)에 따라 
와 

를 서로

전환한다.


 


 

 (23)


  

  (24)
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3.3 DL 모델 훈련
딥러닝은 일반적으로 주어진 문제를 함수 근사 문

제, 즉회귀문제 (Regression Problem) 또는분류문
제 (Classification Problem)로 접근할 수 있다. 본 논
문에서는 이동 방향 추정 문제를 회귀 문제로 간주하

여 함수 근사시키며, 그림 5는 제안 기법에서 사용되
는 다층 퍼셉트론 (Multi-Layered Perceptron; MLP)

모델의구조를도시하였고, 모델의매개변수는표 2와
같이 설정하였다.
학습의 경사 소실 (Gradient Vanishing)과 폭주

(Exploding)을 방지하기 위해 LeCun Normal 초기화
방법을사용하였으며, 각은닉층 (Hidden Layer) 위에
추가적인 정규화 성능을 기대할 수 있는 배치 정규화

(Batch Normalization) 층을추가하였다. 또한, 함수를
회귀로 근사할 수 있도록 하는 손실 함수 (Loss

Function)는 Mean Absolute Error (MAE), Mean

Square Error (MSE), Root MSE (RMSE) 등이있고,

본 연구에서는 아래 식을 감소시키는 방향으로 가중
치를 업데이트하는 MAE 방식을 사용하여 함수를 회
귀 근사한다[21].

   


  




 


 (25)

MAE는회귀 문제에 사용되는 MSE와 비교하였을
때, 작은오류에대해더큰손실값을반환하고큰오

류에 대해 더 작은 손실 값을 반환한다[22]. 즉, MAE

는오류가큰비정상적인걸음데이터에작은손실값
을 반환해 모델의 가중치 업데이트에 반영이 적게 되
어 이상 데이터에 대해 견고성을 갖는다. 위와 같은
설정으로인해본연구에서사용되는 MLP 모델은잡
음이 심한 실내 환경에서 발생하는 이상값에 초점을
맞추지 않고, 일반적인 상황에서 발생하는 드리프트
또는 자기장 영향 문제에도 정확한 방향을 예측하는
것에 초점을 맞췄다.

Ⅳ.실험 결과

실험을 진행하기 위해 Android OS 기반 스마트폰

에서 동작하여 데이터를 수집하고 딥러닝 모델 훈련
은 Google사의 기계학습 라이브러리 Tensorflow를
사용하였다. 제안하는 딥러닝 기반 방향 추정 모델의
실내방향안정화성능을검증하기위해, 복잡한보행

경로의 구성이 가능하고 좁은 복도, 넓은 홀 구조, 다
양한 전시물이 배치되어 있는 숭실대학교 한경직기념
관 2층과 숭덕경상관 2층에서 실험을 진행하였다. 실
험에서 총 395개의 IMU 센서값을 수집하였다. 측위
를 진행하기 위해서 보폭을 아래와 같이 계산하여 

번째 걸음의 예측 지점 
를 갱신한다.

  max  min  (26)


  

 sin cos (27)

여기서, 는 보폭 보정 계수이고 본 논문에서는
  로 사용했으며, 식 (27)의 에는 제안 기법,
KF 등 각 기법에서 계산된 이동 방향이 사용된다.
제안하는 DL 모델은 IMU 센서값을이용하여사용

자의 이동 방향을 추정한다. IMU 중 지자계 센서의
측정은 주변 환경의 자기장이 주도하고 자이로스코프
센서의 측정은 회전 속도가 주도한다. 사용자나 환경
조건에따라가속도가여러패턴이있을수있는데다
양한 가속도 패턴에 대해 모델 성능을 검증하기 위해
추적실험에서이동패턴 (e.g., 회전속도, 이동속도)

은 일정하지 않고 건물 구조, 보행자, 장애물 등에 따
라 변화한다. 그림 6은 실험 장소 중 한경직기념관 2

층에서의각 PDR 기법별측위결과이다. 실내환경에
서심한자기장간섭이있어서이동방향의갱신은자

이로스코프가 주도하기로 설정하고 그림에서 사용되

는 KF는   ,   로 설정하였다. 실험의

그림 5. 제안 기법에 사용되는 MLP 모델 개요
Fig. 5. MLP model overview

Model parameters Values

Number of hidden layers 6
Number of trainable parameters 10,001
Activation function SELU
Initializer LeCun Normal
Loss function MAE
Optimizer RMSprop
Number of epochs 150

표 2. KF 알고리즘에 사용된 파라미터
Table 2. Parameters used in the KF algorithm
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이동 경로는 초록색의 실제 경로를 따라 걸으면서 얻
은 IMU 센서값을 사용하여 각 PDR 기법들과 실제
경로와의차이를확인하였으며, 보라색과하늘색경로
는 식 (1)-(3)으로이동 방향을계산하는 PDR 기법을
사용해서 얻은 측위 결과이고, 빨간색과 황금색 경로
는 각각 KF 융합 알고리즘과 제안 기법을 사용해서
얻은 측위 결과이다. 그림 6(a)에서 앞서 언급한 기존
이동 방향 추정 기법의 문제점인 실내 자기장 잡음으
로 인해 이동 방향 가 영향을 받아 불안정한 방향

각으로 인해 보라색 경로의 결과를 얻었으며, 자이로
스코프의 드리프트 문제로 인해 사용자가 이동 방향
을 전환할 때마다 발생하는 누적 오류로 인해 하늘색

의 이동 경로를 얻었다. 그림 6(b)에서 KF의 측위 결
과는 와 를 융합하여 상대적으로 안정하고 정확

한 결과를 얻었는데 드리프트 문제와 외부 자기장의

영향으로 실제 이동 경로와의 차이를 확인할 수 있었
으며, 특히드리프트문제와자기장영향이동시발생
하는 홀 공간 (그림 6에서  : 1400～3200,  : 260
0～3400)에서 오류가 생기고 전체 측위 결과 정확성
에 영향을 주었다. 이와 대조적으로 제안 기법에서는

매개변수 설정이 없이 기존 센서 융합 알고리즘에서
사용하기어려운 IMU 데이터를추가적인입력값으로
사용함으로써, 기존 기법에 대비 정확한 측위 결과를
반환하는 것을 확인할 수 있었다.

각 PDR 기법의 정량적인 측위 정확도를 비교하기

위해 번째걸음의실제위치  와 PDR을통해

계산된 
 위치의 거리 를 계산하고, 설정된

오차 범위  내부에 있는지에 따라 측위 정확도 AR
(Accuracy Rate)를 아래와 같이 산출하였다.

       (28)

 

＃  
 (29)

여기서식 (29)의 ＃⋅는조건을 만족시키는 경
우의수이고 은걸음개수이며, 그림 7의측위정확
도 결과를 통해 제안하는 기법의 정확성과 안정화 성
능을 확인할 수 있었다.

(a) 와 의 측위 결과

(b) 와 의 측위 결과

그림 6. 숭실대학교 한경직기념관 2층에서의 PDR 기법별
측위 결과
Fig. 6. Tracking results on the second floor of Han
Kyungchik Memorial Hall at Soongsil University

그림 7. 숭실대학교 한경직기념관 2층과 숭덕경상관 2층의
추적 정확도
Fig. 7. AR on the second floor of Han Kyungchik
Memorial Hall and Sung-deok Hall at Soongsil University
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Ⅴ. 결 론

실내측위오차의원인은주요방향추정오차이다.
실내에서 이동 방향 추정의 정확도를 향상시키기 위
해, 본 논문에서 추가적인 장비 없이 스마트폰 IMU

센서만 이용하여 별도 파라미터 설정이 없는 IMU

Raw 데이터를 사용이 가능한 DL 기반의 이동 방향
추정기법을제안하였고, 기존의이동방향추정알고
리즘과 융합 알고리즘을 비교하여 제안 기법의 실험
결과를확인하였다. 기존방안과비교할때제안기법

결과의 안정화 성능과 정확도를 확인할 수 있었고,

KF 방안과비교할때매개변수의설정이없어도 IMU

Raw 데이터를입력특징으로 DL 모델에사용되어정
확하게 사용자 이동 방향을 추정이 가능한 것을 검증
하였다. 향후에는 스마트폰 센서 데이터에 포함하는
잡음을처리하는알고리즘의개발과 DL 모델의구조,

훈련데이터입력특징의설계등을통해제안된기법
의 성능을 개선하는 연구를 진행할 예정이다.
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