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실시간 계층적 심층강화학습 기반
드론 궤적 생성 알고리즘 파라미터 제어
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요 약

최근 드론의 사용이 증가하면서 드론 궤적 생성 알고리즘 연구가 활발히 진행되고 있다. 드론 궤적 생성 알고

리즘은 장애물 회피를 고려하면서 실시간 궤적 생성하는 것을 목표로 한다. 드론 궤적 생성 알고리즘 연구는 최근

숲과 같은 복잡한 동적 환경에서 안전하고 효율적인 궤적을 생성하고, 여러 대의 드론을 동시에 제어하는 등 큰

진전을 보여줬다. 하지만, 드론의 안정성을 위해 대부분의 드론 궤적 생성 알고리즘은 드론의 최대 속도와 최대

가속도를 파라미터화 하여 비교적 낮은 수치로 제한한다. 이러한 속도 관련 파라미터 제한은 드론의 효율성과 실

용성을 저하한다. 본 논문에서는 계층적 강화학습 기반 실시간 환경을 고려한 드론의 최대 속도 파라미터와 최대

가속도 파라미터를 설정하는 계층적 심층강화학습 기반 능동적 파라미터 제어 알고리즘을 제안한다. 제안하는 계

층적 심층강화학습 기반 능동적 파라미터 제어 알고리즘에서 계층적 강화학습의 상위 계층 에이전트는 실시간 환

경을 고려하여 최대 속도 파라미터와 최대 가속도 파라미터를 설정하고 하위 계층 에이전트는 이를 활용하여 실

시간 궤적을 생성한다. 또한, 최대 속도와 최대 가속도를 설정하는 모든 드론 궤적 생성 알고리즘에 적용 가능하

다. 시뮬레이션을 통해 계층적 심층강화학습 기반 능동적 파라미터 제어 알고리즘을 적용한 드론 궤적 생성 알고

리즘이 기존보다 뛰어난 성능의 속도, 경로 길이, 경로 부드러움을 가지고 있음을 보여준다.

Key Words : Drone Autonomous Flight, Drone Trajectory Generation Algorithm, Hierarchical Deep

Reinforcement Learning

ABSTRACT

With the increasing use of drones, research on drone trajectory generation algorithms has gained significant

momentum. These algorithms aim to generate real-time trajectories while considering obstacle avoidance. Recent

advancements have shown promising results in generating safe and efficient trajectories in complex dynamic

environments, such as forests, as well as controlling multiple drones simultaneously. However, most existing
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Ⅰ. 서 론

최근다양한분야에서드론의사용이증가하면서, 드
론궤적 생성에 관한 연구가 활발히이루어지고 있다.

드론궤적생성알고리즘은장애물을회피하는실시간

경로생성과동시에드론의충돌을최소화하는것이목
적이다. 대부분의드론궤적생성알고리즘들은위에서
언급한조건들을만족하기위해드론의최대속도와최

대가속도를파라미터화하여제한하고있다. 특히, 실
시간드론궤적생성알고리즘들은비교적낮은수치의
속도관련파라미터들을가지고있다. 예를들어실제

동적환경에서드론자율비행에성공하여많은주목을
받은 EGO-Planner[1]는최대속도와최대가속도를낮
은수치로제한하였다. 이수치는숙련자가직접조종하

는드론에비해 매우 낮은 수치임을알수있다. 이런
낮은 수치의 속도 관련 파라미터 설정은 드론의 비행
성능을상당부분저해할뿐만아니라, 효율적인경로의

생성도방해한다. 하지만속도및가속도를적절한수치
로제한하지않는다면, 드론은장애물충돌이나, 기체의
급격한선회등다양한요소로인해비행안정성을보장

할 수 없다. 따라서 실시간 환경을 고려하여, 드론의
비행안정성과비행성능을동시에고려하는최대속도
및 가속도 파라미터 설정이 필요하다.

본논문에서는계층적심층강화학습프레임워크[2, 3]

를활용하여실시간바뀌는환경에따라드론자율비행
알고리즘들의최대속도파라미터와최대가속도파라

미터를 새롭게설정하는 방법인계층적 심층강화학습
기반능동적파라미터제어알고리즘을제안한다. 계층
적 강화학습의 상위 계층 에이전트는 SAC

(Soft-Actor-Critic)[4] 알고리즘을 활용하여 실시간 바

뀌는환경을고려해최대속도파라미터와최대가속도
파라미터를 설정한다. 하위 계층 에이전트인
EGO-Planner는설정한파라미터들을 활용해드론궤

적생성알고리즘으로부터효율적인실시간궤적을생
성한다.

본논문에서제안하는계층적심층강화학습기반능

동적파라미터제어알고리즘은드론의최대속도와최
대가속도를제한하고있는모든드론궤적생성알고리
즘에 적용할 수 있다. 본 논문에서는 EGO-Planner에

계층적심층강화학습기반능동적파라미터제어알고
리즘을적용할경우기존 EGO-Planner보다속도, 경로
길이, 경로의 부드러움에서 더 뛰어난 것을 보여준다.

본논문에서제안하는방법의기여점은다음과같다:

∙드론 궤적 생성 알고리즘들의 비교적 낮은 수치의
최대속도와최대가속도제한으로인한실용성및

효율성감소를방지하기위해, 제안한계층적심층강
화학습기반능동적파라미터제어알고리즘을활용
하여실시간환경에서안정성과효율성을모두고려

한 드론의 최대 속도와 최대 가속도를 설정한다.

∙복잡한문제를여러단계로나누어해결하는강화학
습 프레임워크인 계층적 심층강화학습을 활용한다.

전통적인드론궤적생성알고리즘을하위계층에이
전트로설정하여, 드론제어의안정성과학습의성능
을 동시에 향상시켰다.

2장에서는 관련 연구에대해기술하고, 3장에서계
층적심층강화학습기반능동적파라미터제어알고리

즘에관해설명한다. 그후, 4장에서실험을통해계층
적심층강화학습기반능동적파라미터제어알고리즘
의실용성및효율성을보여준다. 마지막 5장에서결론

drone trajectory generation algorithms impose limitations on the maximum speed and acceleration parameters to

ensure drone stability. These restrictions on speed-related parameters hinder the efficiency and practicality of

drones. In this paper, we propose a novel approach called “Hierarchical Deep Reinforcement Learning-Based

Active Parameter Control Algorithm” that addresses this limitation. This algorithm dynamically sets the

maximum speed and acceleration parameters of a drone based on the real-time environment using a

hierarchical reinforcement learning framework. The upper layer agent in the hierarchy is responsible for

adjusting the maximum speed and acceleration parameters considering the current environmental conditions. The

lower layer agent then utilizes these parameters to generate a real-time trajectory. Notably, this approach can

be applied to all drone trajectory generation algorithms that involve setting maximum speed and maximum

acceleration. Through extensive simulations, we demonstrate that applying the proposed algorithm to drone

trajectory generation algorithms results in superior performance in terms of speed, path length, and path

smoothness. These improvements showcase the potential of our approach in enhancing the efficiency and

overall capabilities of drones operating in complex and dynamic environments.
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을 통해 본 논문을 마무리한다.

Ⅱ. 관련 연구

드론은사용초기군사적목적으로시작하였으나, 최
근에는군사적목적뿐아니라, 민간에서농업, 방송혹
은취미와같은여러분야에서다양하게이용되고있다
[6]. 드론의활용증가는자연스럽게 드론자율 비행을
위한드론궤적생성연구를활성화했다. FASTER[7]는
알려진공간과알려지지않은공간모두에서최적화를

진행함으로효율적인궤적을생성하였다. 특히, 안전한
궤적과효율적인궤적을동시에추출하여, 효율적인궤
적의 안정성이 확보되지 않았을 경우를 대비하였다.

EGO-Planner는 유클리드 부호 거리 필드(Euclidean

Signed Distance Field)를고려하지 않은 경사도기반
최적화를 활용하여 궤적 생성 시간을 크게 단축했다.

또한, A* 알고리즘을 활용하여 생성한 안전한 경로를
활용하여필요한장애물정보만추출하면서안전한경
로를생성한다. EGO-Planner 연구진들은 EGO-Planner

를기반으로여러대의드론, 즉군집드론을제어하는
알고리즘인 EGO-Swarm[8]을 발표하였다. MADER[9]

는군집드론자율비행알고리즘으로드론경로의각

구간의외부다면체표현을사용하여다른동적장애물
이나 에이전트와 실시간 충돌 회피를 수행한다. 또한,

MADER는최적화에서다른드론들의경로를제약조

건으로포함하는것으로군집드론자율비행알고리즘
의안정성을확보하였다. 앞서언급한드론궤적생성
알고리즘들은 모두 고정된 하이퍼파라미터가 존재한

다. 하이퍼파라미터가 환경에 영향이 크게 있을 경우
하이퍼파라미터의고정으로인해, 환경의일반화성능
이 저하될 수 있다.

강화학습은학습동안피드백을통해환경에적응하
며 최적의 행동을 학습하는 기계 학습의 한 종류이다
[10]. 강화학습은지도학습과다르게정답데이터가필요

없고, 해당분야에전문적인지식이없어도최적의행동
을학습할수있다는장점이있다. 강화학습의이러한
장점을활용하여드론을직접제어하려는연구가활발

히이뤄지고있다[11]. 대표적인강화학습기반드론자
율 비행 알고리즘인 MAPPER[12]는 분산 네트워크를
활용한군집드론제어및강화학습방법을제안하여

동적환경에서효과적인로컬경로계획정책을학습한
다. 하지만강화학습은시행착오를통해학습이이루어
지므로, 초기학습단계에서는안정성이낮을수있다는

단점이 있다. 이러한 강화학습의 단점으로 인해,

MAPPER를포함한대부분의강화학습기반드론제어

연구들은 주로 간단한 그리드 환경에서 검증되었다
[13-15].

본논문에서는앞서언급한드론궤적생성알고리즘

의고정된하이퍼파라미터로인한환경의일반화성능
저하와강화학습의초반낮은학습안정성을해결하는
새로운알고리즘을제안한다. 제안하는알고리즘은계

층적심층강화학습프레임워크를활용하여강화학습의
높은환경의일반화성능과드론궤적생성알고리즘의
높은 안정성을 동시에 달성하였다.

Ⅲ. 계층적 심층강화학습 기반 능동적
파라미터 제어 알고리즘

3.1 제안하는 계층적 심층강화학습 프레임워크
드론 궤적 생성 알고리즘들은 동적 환경에서 궤적

생성을위해드론의최대속도와최대가속도를파라미

터화하여설정한다. 기존드론궤적생성알고리즘들은
실시간환경이변함에도불구하고드론의최대속도와
최대가속도의초기설정값을변경하지않고경로를생

성한다.

특히, 실제동적환경에서드론자율비행이가능한
EGO-Planner의최대속도파라미터를확인해보면우

리가일반적으로기대하는드론의속도에크게못미친
다는 것을 확인할 수 있다. EGO-Planner뿐만 아니라
대부분의드론궤적생성알고리즘들은드론의최대속

도와최대가속도를파라미터화하여고정된값으로설
정하였다. 드론의효율성과실용성을높이기위해서는
드론의최대속도와최대가속도를실시간환경에맞춰

변경해줄필요가있다. 하지만, 규칙기반알고리즘으로
드론의최대속도와최대가속도를설정하는것은동적
환경의 모든 예외를 처리할 수 없다.

본논문에서는 EGO-Planner의실시간속도관련파
라미터조정을위해, 그림 1에서제시된계층적강화학

습프레임워크을활용한다. 계층적강화학습프레임워

크는최종적인문제를해결하기위해여러단계의서브

그림 1. 제안하는 계층적 심층강화학습 기반 알고리즘 프레
임워크
Fig. 1. The proposed algorithm framework based on
hierarchical deep reinforcement learning
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문제들을해결하는강화학습프레임워크를말한다. 일
반적으로계층적강화학습의상위계층에이전트는문
제를 크게 분류하여 기본적인 행동을 선택하게 되고,

하위계층에이전트는상위계층에이전트에서선택된
행동에서파생된서브문제를해결하기위해학습한다.

계층적강화학습에서서로다른계층의두에이전트는

서로다른시간스케일에서작동하며, 상위에이전트는
더높은시간스케일에서동작하는반면하위에이전트
는더낮은시간스케일에서동작한다. 계층적강화학습

은복잡한작업을서브문제의계층구조로분해할수
있으므로비교적쉬운일반화가가능하고, 학습효율성
이 높다는 장점이 있다.

계층적심층강화학습기반능동적파라미터제어알
고리즘에서상위계층에이전트는심층강화학습 SAC

알고리즘을활용하여, 동적으로변화하는실시간환경

을고려한드론의최대속도와최대가속도를산출한다.

산출된드론의최대속도및최대가속도는실시간동적
환경에 따라 안정성과 속도, 경로의 부드러움을 모두

고려한최적최대속도와최대가속도이다. 하위계층
에이전트인 EGO-Planner 알고리즘은 상위 계층 에이
전트에서산출된최대속도및최대가속도를활용하여

드론의궤적을생성한다. 즉, 상위계층에이전트에서는
심층강화학습을 사용하고 하위 계층에서는
EGO-Planner이 제시하는 전통적인 제어 알고리즘을

사용한다. 이러한프레임워크는기존강화학습기반드
론제어연구들이가지고있던불안정성을크게개선하
였다.

계층적심층강화학습기반능동적파라미터제어알
고리즘의의사코드는그림 2와같다. 먼저드론의최종
목적지를 설정한 이후, 현재 드론의 위치에서 드론의

센서에감지되는환경정보를상위계층에이전트에게
입력값으로준다. 상위계층에이전트가입력받은주변
환경정보를고려하여드론의최대속도와최대가속도

를추출하게되면, 하위계층에이전트가시작된다. 하
위계층에이전트는상위계층에서추출한드론의최대
속도와최대가속도, 최종목적지, 실시간환경을고려

한 EGO-Planner에서경로를생성한다. 생성한경로를

따라드론은 초동안이동한다. 에피소드종료시, 상

위계층에이전트인 SAC 알고리즘을훈련시킨다. 위

에서설명한일련의과정을드론이목적지에도달할때
까지 반복하게 된다.

3.2 상위 계층 에이전트
계층적심층강화학습기반능동적파라미터제어알

고리즘의상위계층에이전트는심층강화학습 SAC 알
고리즘을활용한다. 강화학습알고리즘중하나인 SAC

는특정상태에대해최적의행동산출을목적으로하는

Actor와 산출된 행동을 평가하는 Critic으로 구성된
Actor-Critic 알고리즘의 구조를 기반으로 한다. SAC

알고리즘은탐험을장려하기위해 Actor 학습의목표인

목적함수에엔트로피항을추가한다. 엔트로피를최대
화함으로써현재 Actor가판단하는최적정책뿐만아니
라다른근사최적정책들도모두고려할수있게된다.

이로인해탐험을더효과적으로수행할수있으며, 다양
한근사최적정책을찾을수있어학습이강건해진다.

SAC 알고리즘은 off-policy 알고리즘이기때문에사

용한학습데이터를다시사용할수있어학습데이터
샘플링이효과적이라는장점이있다[10]. SAC 알고리즘
에서 Critic의 손실 함수는 다음과 같이 정의된다[4].

                         
(1)

는상태-행동가치함수인 Critic을뜻하며 는 의
학습가능한파라미터이다. 은강화학습환경의보상
함수를뜻한다. 또한, 와 는각각행동과상태를뜻한
다. 마지막으로 는 Actor를 정의하며 는 의 학습
가능한파라미터이다. 는특정 를입력으로받을때,

최적의 의추출을목표로학습이이루어진다. Critic의

평가를통해학습되는 Actor의목적함수는다음과같그림 2. 제안하는 알고리즘의 의사 코드
Fig. 2. Pseudocode of proposed algorithm
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이 정의된다.

    ∼       ∙  (2)

여기서 는일반적으로사용되는엔트로피식이고,

α는엔트로피와상태-행동가치간의중요도를결정하
는 파라미터이다. α는 아래 목적 함수를 통해 학습이

진행된다.

  ∼       (3)

SAC 알고리즘을 사용하는 상위 계층 에이전트의
MDP (Markov Decision Process)[16] 구성요소인상태

(State)는드론의센서로감지되는주변장애물및목적
지까지의방향 정보로 구성되며, 행동(Action)은하위
계층의 EGO-Planner 알고리즘에서활용할 드론의최

대속도및최대가속도이며, 보상은목적지도착시에
는 +1.0, 장애물충돌시에는–1.0, 그외상태에서는
–0.01를할당한다. 설정한 MDP는충돌하지않고, 목

적지에 더 빠른 속도로 도달하도록 학습을 유도한다.

3.3 하위 계층 에이전트
계층적심층강화학습기반능동적파라미터제어알

고리즘의하위계층에이전트는 EGO-Planner를활용

한다. EGO-Planner는숲과같이사전정보가없는복
잡한환경에서드론의자율비행을위한궤적생성알고
리즘이다. EGO-Planner은외부위치정보나비행환경

에대한사전정보없이드론에탑재된시스템만을활용
해 경로를 생성한다.

EGO-Planner은시간-공간동시최적화를통해경로

를생성하고, 각드론의시간적인부분을조정한다. 이
를통해 EGO-Planner은사전정보가없는복잡한환경
에서도 ms 단위로 경로를 생성할 수 있다. 또한,

EGO-Planner은 다중 목적 최적화 함수를 통해 물체
추적, 대형유지와같은특정임무를추가할수있으며,

군집드론들이서로의궤적을공유하고이를통해데이

터의전송을최소화하고신뢰성이낮은통신네트워크
에서도 작동할 수 있다.

EGO-Planner는드론의최대속도와최대가속도를

파라미터화하여사전에설정한다. 생성된궤적에서드
론의속도와가속도가사전에설정한최대파라미터보
다높다면궤적의시간을재할당하여드론의속도와가

속도가 최대 파라미터보다 낮아지도록궤적을 조정한
다. EGO-Planner에서생성한궤적의속도및가속도를

최대속도파라미터및최대가속도파라미터와비교는
다음 식으로 진행된다.

  maxmax max  max   (4)

여기서   는각각궤적의속도와가속도그리고
가가속도를의미한다. 그리고 max max max은사전에
설정한최대속도, 최대가속도그리고최대가가속도를

의미한다. 수식 (4)에의해생성한궤적의속도나가속
도그리고가가속도가미리설정한최대파라미터들을
얼마나초과했는지에대한비율 이나온다. 는수식
(5)를통해기존에할당된시간 ∆를재할당한다. 그리
고궤적은재할당된시간 ∆′에의해조정된다. 계층적
심층강화학습 기반 능동적 파라미터 제어 알고리즘은

가가속도는 고려하지 않는다.

∆′  ∆ (5)

한편, 하위 계층 에이전트에서 드론 경로 생성 후초동안경로를따라드론이이동하며, 초이후상위
계층에서 SAC 에이전트타임스텝이 1회진행된다. 하
위계층에서드론이장애물과충돌되거나목적지에도

달하면상위계층에서 SAC 알고리즘의에피소드는종
료된다.

Ⅳ. 실 험

4.1 실험 환경
계층적심층강화학습기반능동적파라미터제어알

고리즘의훈련은매번임의로생성되는장애물이있는
실험환경에서진행한다. 상위계층의심층강화학습에
이전트는 python으로구현이되어있으며, EGO-Planner

는 C++로구현이되어있다. EGO-Planner에서생성된
실시간환경정보는 ROS 통신을이용해서심층강화학
습에이전트에게전달된다. 전달된실시간환경정보를

활용하여 심층강화학습 에이전트는 보상을 계산하고,

학습을 시작한다.

본 실험에서는 SAC 알고리즘의 Critic 학습률   , Actor 학습률    , Entropy

학습률    , 감가율    , 배치사이즈

256, 리플레이버퍼크기  , 그리고총학습에피소
드횟수로 50,000을사용하였다. 마지막으로, 실험에활
용된 컴퓨터 재원은 우분투 20.04 LTS 운영체제에서
i9-9900K CPU와 64GB RAM, RTX 3090 GPU이다.
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4.2 경로의 효율성 비교 실험
그림 3은장애물이없는환경과복잡한환경에서기

존 EGO-Planner와 최대 속도를 3배 증가시킨 Fast

EGO-Planner 그리고계층적심층강화학습 기반 능동
적파라미터 제어 알고리즘을 적용한 EGO-Planner와
비교한다. 2개의환경모두드론은출발점에서시작하

여 경유지를 지나 도착점으로 향한다. 복잡한 환경의
경우, 드론은파란색의장애물과의충돌을피해비행이
이루어져야한다. 두환경에서계층적심층강화학습기

반능동적파라미터제어알고리즘적용되었을때, 가장
효율적인 경로를 생성함을 알 수 있다. 특히
Fast-EGO-Planner는 장애물이 없는 환경에서는 기존

EGO-Planner보다비교적효율적인궤적을생성하였으
나, 복잡한 환경에서는 장애물과 충돌한 것을 확인할
수있다. 하지만계층적심층강화학습기반능동적파라

미터제어알고리즘을적용하였을때, 더효율적인경로
를생성함과동시에복잡한환경에서도안정성을확보
하였다. 또한, 복잡한환경에서비교실험시시간마다

각 알고리즘의 현재 속도, 최대 속도, 최대 가속도를
표시한 표 1에서 확인할 수 있듯이, 속도 성능에서도
계층적심층강화학습기반능동적파라미터제어알고

리즘이기존 EGO-Planner보다좋다는것을보여준다.

표 1에표시된각알고리즘의 현재속도는 x와 y축의

평균 속도이다.

4.3 복잡한 환경에서 경로의 효율성 비교 실험
복잡한환경에서검증하기위해총 3개의임의의환

경에서경로의효율성비교실험을진행하였다. 드론들

은각환경에서기존 EGO-Planner과계층적심층강화
학습 기반 능동적 파라미터 제어 알고리즘을 적용한
EGO-Planner에서 생성되는 경로를 따라 출발지에서

목적지로 이동하게 된다.

그림 4의실험결과에서, 빨간색경로는계층적심층
강화학습기반능동적파라미터제어알고리즘을활용

하여생성한경로이고, 주황색경로는 EGO-Planner을
활용해생성한경로이다. 각환경에서계층적심층강화
학습 기반 능동적 파라미터 제어 알고리즘을 적용한

EGO-Planner가 기존 EGO-Planner보다 평균 속도가
더빠른것을확인할수있다. 그리고평균속도에따라
목적지까지도달하는시간(traj time)이평균적으로약

25% 감소한것을확인할수있다. 또한, 그림에표현된
것과같이전체적으로계층적심층강화학습기반능동
적파라미터제어알고리즘을적용할때경로의부드러

1sec 2sec 3sec 4sec 5sec

current vel(m/s) 0.9 0.62 0.53 0.78 0.52

max vel(m/s) 2.0 2.0 2.0 2.0 2.0

current acc(m/s2) 0.2 -0.1 2.6 -0.7 0.0

max acc(m/s2) 6.0 6.0 6.0 6.0 6.0

current vel(m/s) 2.1 2.3 1.5 - -

max vel(m/s) 6.0 6.0 6.0 6.0 6.0

current acc(m/s2) 0.2 -0.2 2.3 - -

max acc(m/s2) 6.0 6.0 6.0 6.0 6.0

current vel(m/s) 2.9 0.85 0.77 2.1 1.0

max vel(m/s) 6.0 3.6 3.4 5.2 4.3

current acc(m/s2) 0.9 -1.7 2.9 -0.5 0.3

max acc(m/s2) 1.3 2.8 3.1 2.1 1.6

표 1. 복잡한 환경에서 시간에 따른 각 알고리즘의 현재 속
도, 최대 속도, 현재 가속도, 최대 가속도
Table 1. Current speed, maximum speed, and maximum
acceleration of each algorithm over time in a complex
environment.

그림 3. 장애물이 없는 환경에서 비교 실험(위)과 복잡한 환
경에서 비교 실험(아래)
Fig. 3. Comparison experiment in an obstacle-free
environment (above) and a complex environment (below).
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움이향상된것을확인할수있다. 이에따라목적지까

지 도달하는 경로 길이(traj length)가 감소한다.

Ⅴ. 결 론

본논문에서는최근주목받고있는드론자율비행
알고리즘을보유한 EGO-Planner의최대속도와 최대
가속도를 실시간으로 변경해주는 새로운 계층적 심층

강화학습알고리즘을제안한다. 본논문에서제안하는
계층적심층강화학습기반능동적파라미터제어알고
리즘은시뮬레이션에서비교실험을통해기존알고리

즘보다속도, 경로의길이, 경로의부드러움면에서성
능이뛰어남을확인할수있었다. 특히, 환경을고려하
지않고최대속도를올릴경우, 복잡한환경에서충돌

함을보여줌과동시에계층적심층강화학습기반능동
적파라미터제어알고리즘은환경을고려하여하위계
층에이전트의최대속도와최대가속도를설정해기존

알고리즘의안정성을동시에고려하는것을보여줬다.

향후에는한대의드론이아닌군집드론을활용할때의
실시간궤적생성성능향상연구와실제환경에서드론

에 적용하는 연구를 진행할 예정이다.
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